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Zusammenfassung

Durch eine Vorhersage des Funktionsniveaus können Patientinnen und Patienten vorzeitig
erkannt werden, deren psychopathologischer Zustand sich im weiteren klinischen Verlauf
verschlechtern wird. Modelle, die dazu publiziert wurden sind äußerst kompliziert, bein-
halten MRT Daten und genetische Analysen, sowie aufwändige klinische Testverfahren, die
speziell ausgebildetes Personal benötigen.
Im Rahmen dieser Arbeit konnte gezeigt werden, dass das Funktionsniveau von Patienten
mit Hilfe von LSTM Netzen vorhergesagt werden kann. Es waren nur Daten aus Fragebögen
nötig. Dabei ist herauszustellen, dass vor allem das soziale Funktionsniveau, welches durch
den GF S gemessen wurde, die beste Prädiktionsgüte lieferte. Die aktuellen Ergebnisse über-
treffen die Vorhersagegenauigkeit ähnlicher, bereits publizierter Modelle. Die aktuelle Arbeit
kann neue Perspektiven für eine integrative und evidenzbasierte Medizin bieten.
Die Güte der einzelnen Prädiktion für die jeweiligen Subgruppen sollte in weiteren Studien
mit Daten, welche nicht aus dem PRONIA Datensatz stammen, repliziert werden.
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Kapitel 1

Einleitung

1.1 Schizophrene Psychosen

Die Wahrscheinlichkeit im Laufe des Lebens an einer schizophrenen Psychose zu erkranken
liegt bei dem durchschnittlichenMenschen, wenn soziobiographische oder genetische Fakto-
ren außer Acht gelassen werden, bei etwa 1% [1]. Das klassische Prädilektionsalter beläuft
sich bei Männern auf 21 Jahre, während dies bei Frauen etwa fünf Jahre später anzusiedeln
ist. Das Risiko, an einer Schizophrenie zu erkranken, setzt sich aus einer biologischen Veran-
lagung durch multigenetische Einflussfaktoren, die etwa zu einer Veränderungen im Neuro-
transmittersystem führen können, perinatale Risikofaktoren und Komplikationen während
der Geburt, sowie insbesondere Cannabismissbrauch in der Adoleszenz und psychosozialen
Risikofaktoren zusammen [2]. Die Diagnose einer Schizophrenie ist sowohl für die Betrof-
fenen als auch für ihre Angehörigen niederschmetternd. Die Patienten sind meist arbeitslos
und können ihr prä-psychotisches Potenzial nicht mehr ausschöpfen [3]. Nach chronischen
Langzeitverläufen, konnte post mortem in obduzierten Gehirnen Erkrankter eine Erweite-
rung der Ventrikel, sowie der Abbau grauer und weißer Hirnsubstanz festgestellt werden
[4].

1.1.1 Symptomatik und klinische Subtypen

Die diagnostische Gruppe der schizophrenen Psychosen ist sehr heterogen und kann in zahl-
reiche klinische Subtypen kategorisiert werden. Auf der symptomatischen Ebene lassen sich
Positiv- und Negativsymptome unterscheiden. Studien weisen darauf hin, dass diese auch
unterschiedlichen physiologischen Prozessen unterliegen [5].



2 1. Einleitung

Positivsymptome

Als Positivsymptome werden im Rahmen einer Psychose die Elemente der Erkrankung be-
schrieben, die im Vergleich zur Norm ein übersteigertes Erleben aufweisen [3, 6]

1. Wahnvorstellungen
Wahn entsteht auf dem Boden eines veränderten Erlebens und führt beim Betroffenen
zu einer Fehlbeurteilung der Realität. Nach Jaspers müssen drei Wahnkriterien erfüllt
sein. Es muss mit subjektiver Gewissheit, trotz Vorhandensein von Widersprüchen, an
der Wahnvorstellung festgehalten werden [7]. Der Patient ist auch bei Gegenargu-
menten nicht von seiner Haltung abzubringen. Der Wahninhalt ist unplausibel und
kulturell nicht angemessen [8].

2. Halluzinationen und Sinnestäuschungen
Ein Patient kann mittels aller seiner Sinnesorgane halluzinieren. Bei einer Illusion liegt
anders als bei einer Halluzination eine Reizquelle vor, die fälschlicherweise verkannt
wird [7].

3. Ich -Störungen
Wenn es zu einer Beeinträchtigung der Ich-Umwelt-Grenze kommt, spricht man von
einer Ich-Störung. Beispielsweise wird von einer Ich-Störung gesprochen, wenn aus
Sicht des Patienten körperliche Vorgänge, wie Denken, Fühlen und Handeln von etwas
Äußerlichem gesteuert erscheinen [7].

Negativsymptome

Negativsymptome beschreiben einen Zustand, der ein Defizit im Vergleich zur erlebten
Norm aufweist [6, 9]. Nicht nur auf der symptomatischen Ebene zeichnen sich Negativsym-
ptome von den Positivsymptomen ab, auch in der Bildgebung unterscheiden sich Negativ-
und Positivsymptome. Negativsymptome werden mit einer sogenannten „Hypofrontalität”
assoziiert [10].

1. Affektverflachung
Diese zeigt sich durch einen Mangel an emotionaler Schwingungsfähigkeit, sowie her-
abgesetzte Gefühlsempfindungen. Betroffene wirken im Kontakt gleichgültig und in-
different [11].

2. Apathie
Dieser Begriff beschreibt einen Zustand der Teilnahmslosigkeit. Apathie ist stärker mit
dem funktionellen Ergebnis assoziiert als andere Symptome, und ist unabhängig von
anderen Negativsymptomen mit Funktionsniveau der Patienten assoziiert [12].
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3. Anhedonie
Ist ein Ausdruck, der beschreibt, dass die Fähigkeit Freude zu empfinden reduziert ist.
Harvey et al. fanden heraus, dass der Schweregrad der Anhedonie negativ mit dem
Volumen des Nucleus caudatus und des ventralen Striatums korreliert [13].

4. Alogie
Die Alogie, auch Wortarmut, ist ein Negativsymptom, welches unabhängig von der
Intelligenz des Betroffenen auftreten kann [14].

5. Sozialer Rückzug
Der soziale Rückzug oder auch die sogenannte Asozialität, konnte in einem Tiermo-
dell auf die erschwerte soziale Interaktion bei einer Psychose zurückgeführt werden.
Hierbei zeigen sich auch Überlappungen zum Autismus [15].

6. Aufmerksamkeitsstörungen
Als besonders belastend werden kognitive Einschränkungen und Aufmerksamkeitsstö-
rungen beschrieben, die häufig mit Psychosen einhergehen [16].

Paranoid-halluzinatorischer Typ

Im ICD 10 werden verschiedene Subtypen der Schizophrenie beschrieben. Die häufigste
Untergruppe stellt die paranoide Schizophrenie dar. Hierbei sind sindWahnphänomene und
Halluzinationen vorherrschend. Veränderungen des Affekts oder Zerfahrenheit dominieren
das klinische Bild nicht [17].

Katatoner Typ

Die katatone Schizophrenie zeichnet sich durch Stupor1 oder Mutismus2, Erregung, Hal-
tungsstereotypien, sowie Negativismus aus [17]. Etwa 10% aller schizophrenen Patienten
werden dem katatonen Typ zugeordnet [19].

Hebephrener Typ

Bei vordergründiger Veränderung der Affekte, also entweder dessen anhaltende Verflachung
oder dessen Unangebrachtheit, sowie bei dem Vorhandensein einer Denkstörung, welche
sich durch eine unzusammenhängende und zerfahrene Sprache äußert, spricht man vom
einer hebephrenen Schizophrenie [17, 20].

1Der Stupor (lat: „Erstarrung“) ist charakterisiert durch einen Zustand verringerter Reaktionsfähigkeit auf
externe Stimmuli [4].

2Der Begriff Mutismus (auch psychogenes Schweigen) leitet sich aus dem Lateinischen ab (lat: mutus =
stumm). Es handelt sich um die Unfähigkeit zu sprechen, obwohl keine organische Ursache vorliegt [18].
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Residualtyp

Als schizophrenes Residuum wird ein chronisches Stadium der Schizophrenie bezeichnet,
welches deutlich durch Negativsymptome, verminderte Aktivität, Passivität, Mangel an In-
itiative und verminderte Körperpflege gekennzeichnet wird[17].

Schizophrenia simplex

Laut ICD-10 handelt es sich bei der Schizophrenia simplex um eine „Störung mit schlei-
chender Progredienz von merkwürdigem Verhalten, mit einer Einschränkung gesellschaftliche
Anforderungen zu erfüllen und mit Verschlechterung der allgemeinen Leistungsfähigkeit“. Die
Stellung dieser Diagnose wird hingegen jedoch nicht empfohlen[4].

1.1.2 Die Psychose und das Prodromalstadium
Bereits in der ersten Hälfte des 20. Jahrhunderts gab es Überlegungungen zum Prodrom und
dessen Existenz [21, 22]. Eine geläufige Definition des Prodroms wurde 1991 formuliert, die
dieses als eine „heterogene Gruppe von Verhaltensweisen, die zeitlich mit dem Beginn der Psy-
chose zusammenhängen“, bezeichnete [23]. Klosterkötter et al. waren die ersten, die anhand
einer prospektiven Studie belegen konnten, dass das Vorhandensein eines Prodroms in 70%
der Fälle nach durchschnittlich 4.3 Jahren zu einer Transition in eine Psychose führt [24].
Zuvor hatte es nur retrospektive Studien geben, welche durch das potentielle Vorhanden-
sein eines Selektionsbias3, eine geringere wissenschaftliche Validität aufwiesen. Fusar-Poli
et al. zeigten in einer systematischen Aufarbeitung zahlreicher wissenschaftlicher Arbeiten
den typischen Verlauf prodromaler Symptome bis zur manifesten Psychose auf und lieferten
ein lineares Modell der Krankheitsentwicklung [26] (siehe Abbildung 1.1). Da ein Prodrom
jedoch erst retrospektiv als solches bezeichnet werden kann, veränderte sich die Begriff-
lichkeit zugunsten des sogenannten „klinischen Hoch-Risikostatus“(clinical high risk - CHR),
oder „Ultra-Hoch-Risikostatus“(ultra-high risk UHR)4. Der CHR Status kann als heterogener
Zustand betrachtet werden, der in verschiedene Subgruppen unterteilt werden kann:

• Basissymptome:
Gert Huber (*3. Dezember 1921 in Echterdingen;†8. April 2012) prägte den Begriff
der „Basissymptome“(BS), die als am frühesten erlebten Anzeichen einer Psychose und
als der unmittelbare symptomatische Ausdruck des neurobiologischen Korrelates der
Erkrankung, gelten [27]. BS sind subtile, subjektiv erlebte, subklinische Störungen von
Antrieb, Affekt, Denken, Sprache, (Körper-) Wahrnehmung, motorischem Handeln,

3Ein Selektionsbias kann immer dann vorhanden sein, wenn die Studienpopulation nicht aus zufällig aus-
gewählten Probanden besteht [25].

4In der folgenden Arbeit werden wir durchgehend die Abkürzung CHR nutzen, um diesen Zustand zu
bezeichnen.
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zentralen vegetativen Funktionen und der Stresstoleranz [28]. In einer bekannten
Studie von Klosterkötter et al. in der eine Population aus komplexen BS Patienten
über beinahe 10 Jahre regelmäßig untersucht wurde, konnte man feststellen, dass
77 der insgesamt 79 Patienten, welche durchgehend Basissymptome aufwiesen, im
Mittel nach etwa 4,3 Jahren bei Frauen und nach 6,7 Jahren bei Männern in einen
psychotischen Zustand transitionierten [24, 29].

• Abgeschwächte Psychotische Symptome (APS):
APS, die von geschulten Klinikern erkannt werden, sind mit einem Risiko von bis zu
29% verbunden, in den folgenden 2 Jahren eine Psychose zu entwickeln[30]. 2013
wurde im DSM-5 die Diagnose des APS Syndroms eingeführt. Demnach wird dieses
an Hand der Positivsymptome des SIPS Fragebogens (Structured Interview for Prodro-
mal Syndromes)[31] diagnostiziert[32]. Kriterien sind beispielsweise unübliche Ge-
dankeninhalte (P1), Paranoide Gedanken(P2), Größenideen(P3), abnorme Wahrneh-
mungsveränderungen(P4) und Sprachveränderungen(P5). Diese Symptome werden
je nach Schweregrad auf einer Skala eingetragen. Solange diese Kriterien noch kein
psychotisches Ausmaß erreicht haben, aber auch nicht mehr der Norm entsprechen,
liegt ein APS Syndrom vor [31].

• Kurze intermittierende Psychotische Symptome (brief limited intermittent psycho-
tic symptoms - BLIPS):
Das BLIPS erfasst Menschen mit flüchtigen psychotischen Erfahrungen, die innerhalb
einer Woche, ohne den Einsatz von Antipsychotika spontan remittierten [33]. Bei dem
Vorhandensein von BLIPS, transitionieren nach 2 Jahren 30,3% der Patienten und
nach 60 Monaten, also nach 5 Jahren, 54,3% der Patienten [34].

• Genetisches Risiko und Leistungsknick(genetic risk and deterioration syndrome -
GRDS) Unter genetischem Risiko versteht man einen Angehörigen ersten Grades zu
besitzen, der an einer Erkrankung aus dem schizophrenen Formenkreis leidet. Wer
an einer schizotypen Persönlichkeitsstörung leidet, ist gemäß der Literatur auch dem
GRDS zugehörig [35]. Unter dem Leistungsknickkriterium (’deterioration’) versteht
man, dass die Funktionsfähigkeit im Alltag signifikant einbricht. Dies kann sich etwa
durch einen Jobverlust oder durch eine deutliche Verschlechterung der Schul- oder
Arbeitsleistung äußern, die sich innerhalb der letzten zwölf Monate ereignete[36].
Gemessen wird diese Verschlechterung durch die GAF Skala (siehe 1.2.2 und 3.3.1).

Die Existenz eines CHR Stadiums als solches wird kontrovers diskutiert. Ein „typischer kli-
nischer Verlauf” wird von bestimmten Forschungsgruppen angenommen, während andere
diese Idee ablehnen. Van Os et al. behaupten, dass der Prozess des Übergangs selbst frag-
würdig ist, und er nennt viele Gründe, warum Studien an sogenannten klinischen Hochri-
sikopatienten (CHR), kritisch ausgewertet werden müssen [37]. Aus den Ergebnissen der
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ABC Studie schlussfolgerten Häfner et al, dass sich beimAuftreten eines Prodroms ohne Posi-
tivsymptome nicht vorhersagen lassen könne, ob der Patient später an einer Erkrankung des
schizophrenen Formenkreises oder an einer Depression leiden wird. Daraus schlussfolgerte
die Forschungsgruppe, dass psychotische Erkrankungen und schwere affektive Störungen
keine eigenständigen Krankheiten sind, sondern wahrscheinlich verschiedene Stadien ei-
ner ähnlichen Psychopathologie, die durch verschiedene Grade von Hirnfunktionsstörungen
hervorgerufen werden [38, 39]. Dennoch herrscht ein breiter Konsens in der Wissenschaft,
dass die Schizophrenie als schwerwiegende psychiatrische Erkrankung, nicht nur die Le-
bensqualität, sondern auch das allgemeine Funktionsniveau maßgeblich einschränkt [40].
Diese Veränderung des Funktionsniveaus über die Zeit wollen wir vorhersagen.
Bei depressiven Patienten werden sehr unterschiedliche Krankheitsverläufe geschildert. Der
Ausbruch einer Depression erfolgt in der Regel allmählich, kann aber auch abrupt sein. Bei
den meisten Patienten ist der Krankheitsverlauf episodisch, die Krankheitsverläufe sind sehr
unterschiedlich. Demnach ist die Dauer der Episoden, sowie die Anzahl der Episoden im Lau-
fe des Lebens und deren Muster, in dem sie auftreten, äußerst variabel [41]. Patienten, die
die Remissionskriterien einer Depression erfüllten, werden auch auf dem GAF höher ein-
gestuft, was auf eine bessere Funktionsfähigkeit hinweist[42]. Bei vielen Therapiestudien,
wird unter anderem der GAF herangezogen, um den Therapieerfolg zu beurteilen[43, 44].
Der intiale GAF scheint im Rahmen von Depressionen den Verlauf deutlich zu beeinflus-
sen [45]. Dennoch gibt es auch wissenschaftliche Arbeiten, die die Prädiktionsfähigkeit des
GAFs als widerlegt sehen [46].
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Abbildung 1.1: Darstellung des typischen Verlaufes eines Prodroms nach Paolo Fusar-Poli
et al.[26] mit freundlicher Genehmigung des Verlages. Mit Hilfe der vorhandenen, wissen-
schaftlichen Daten konnte gezeigt werden, dass die Dauer bis zur Transition je nach CHR -
Gruppe unterschiedlich ist (BLIP>APS>GRDS/BS) [47].

1.2 Die Vorhersage einer klinischen Prognose

Die Prognose des klinischen Zustandes eines Patienten ist zusammen mit der Diagnostik
und Therapie ein essentieller Teil der ärztlichen Arbeit. Das Wissen um die Prognose eines
Patienten vereinfacht nicht nur die Therapie, sondern wird auch von den Angehörigen und
dem Patienten selbst erwartet und häufig aktiv gefordert.
Vor allem bei sehr einschneidenden Diagnosen, wie etwa Erkrankungen aus dem schizo-
phrenen Formenkreis, ist eine akkurate Prognose wichtig.
Laut Literatur vermeiden Ärzte die Abgabe einer Prognose, unter anderem, weil dies sehr
komplex und emotional belastend sein kann, aber auch weil eine Fehleinschätzung gra-
vierende Auswirkungen auf den Patienten, sowie dessen Angehörigen, haben kann. Diese
Vermeidung spiegelt sich sogar in der Anzahl von Publikationen wider, die sich der Pro-
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gnose widmen. Lediglich 3% aller medizinischen Veröffentlichungen handeln davon [48].
Folglich gibt es häufig auch nur wenige Daten, die Kliniker zur Prognosefindung heranzie-
hen können. Dies erschwert medizinische Prädiktionen oder macht sie unmöglich. Um diese
Abschätzung für Ärzte zu vereinfachen, gibt es Publikationen, die Richtlinien und Regeln
zur vereinfachten Prognoseabschätzung definieren[49, 50, 51, 52].

1.2.1 Prognoseabschätzung bei psychiatrischen Patienten
Psychosen machen 6,3 % der globalen Krankheitslast aus und verursachen allein in Europa
Kosten von etwa 207 Milliarden Euro pro Jahr[53]. Damit sind sie die teuersten neuro-
logischen Erkrankungen [54] und übertreffen die Kosten von Herz-Kreislauf-Erkrankungen
(169Milliarden Euro)[55]. Diese immense sozioökonomische Belastung begründet sich dar-
aus, dass affektive und nicht-affektive psychotische Erkrankungen, häufig im Jugend- und
frühen Erwachsenenalter beginnen und zu langfristigen Einschränkungen der Funktiona-
lität und Lebensqualität führen. Beide Faktoren führen zu dauerhafter sozialer und beruf-
licher Ausgrenzung und tragen zu einer 8-20-fach höheren Suizidrate der Betroffenen bei
[56, 57]. Nach der ersten Episode einer psychiatrischen Erkrankung bergen die nachfolgen-
den Krankheitsverläufe die größte Variabilität. Chronisch schizophrene Langzeitpatienten
ohne adäquate Therapie haben meist ein kontinuierlich, schlechtes Niveau der Funktionsfä-
higkeit im Alltag. Die Arbeitslosigkeit bei diesem Kollektiv ist mit 80–90% sehr hoch[58, 59].
Folglich brächte die Auswertung der klinischen Daten von Ersterkrankten Patienten und ei-
ne Prädiktion deren Verläufe zahlreiche neue Erkenntnisse [52]. Therapiemaßnahmen, wie
etwa die kognitive Remediationstherapie (KRT) zeigen einen bessere Wirkung, falls diese
kurz nach der ersten psychotischen Episode durchgeführt wurden. Also während der Phase
größter klinischer Variabilität [60]. Bei einer Anzahl von notwendigen Behandlungen (NNT)
von neun können durch KRT, Transitionen zur ersten psychotischen Episode sogar ganz ver-
hindert werden, wenn Patienten die Clinical High Risk (CHR) Kriterien (siehe Material und
Methoden 3.2.1) erfüllen [61]. Daher ist es wichtig bereits früh eine Einschätzung abgeben
zu können, welche Patienten ein erhöhtes Risiko haben, ihren Alltag auch langfristig nicht
mehr adäquat meistern zu können. Diese Patienten benötigen mehr Zuwendung[62, 63].
Vor einer Transition in eine Psychose wurde bei CHR Patienten eine signifikant verringer-
te Verarbeitungsgeschwindigkeit, sowie Probleme beim Erlernen von Worten festgestellt,
während CHR Patienten, die diese Einschränkungen nicht aufwiesen unwahrscheinlicher in
einen psychotischen Zustand transitionierten [64]. Konkrete Anwendungen zur Vorhersage
der Prognose gib es in der Psychiatrie nur vereinzelt und sind rein statischer Natur[65, 66].
Vor allem widmen sich diese allein dem CHR Status und machen keine Vorhersage zu erst-
mals depressiven und bereits psychotischen Patienten.
Das ursprüngliche Schicksal einer so genannten „Dementia praecox“[67], also einer vorzeiti-
gen Demenz, wie Kraepelin die Verläufe der damals bekannten „Hebephrenie“ und „Katato-
nie“ zusammenfasste und popularisierte, wurde später von Bleuler, der den Begriff „Schizo-
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phenie“ einführte, revidiert. Er beschrieb von der Dementia praecox abweichende Verläufe
und beobachtete, dass sich die Zustände mancher Patientin im Laufe der Zeit verbesserten.
Zu einer vollständigen „restitutio ad integrum“5 kam es in seinen Ausführungen jedoch nicht
[68, 69].

1.2.2 Abbildung der Funktionsfähigkeit mittels GAF / GF

Jones et al. führten im Jahr 1995 die Global Assessment of Funktioning Skala (GAF - Skala)
ein, eine Einteilung, die das Funktionsniveau psychiatrischer Patienten messen soll (siehe
Material und Methoden 3.3.1)[70]. Zahlreiche Studien haben seitdem den GAF verwendet,
um das Outcome von psychiatrischen Patienten vorherzusagen[71]. Studien hatten gezeigt,
dass der GAF als Wert an sich einen mangelnden prädiktiven Wert aufweist [46]. Zudem ist
nachweislich die Interrater-Variabilität des GAFs in der Wissenschaft gut, allerdings ist dies
nicht im klinischen Kontext der Fall [72]. Wir nutzen daher im Rahmen der gezeigten Expe-
rimente den GAF, aber auch dessen kategoriale Weiterentwicklung den GF (siehe Material
und Methoden 3.3.2)[73].

1.3 Neuronale Netze

Vor allem in den letzten Jahren sind Neuronale Netze (NN) in das Licht der Öffentlich-
keit gerückt, da diese eine sehr vielseitig explorative, statistische Methode darstellen.[74]
Der erste, der ein Neuron auf mathematische Art und Weise darstellte, waren McCulloch
et al. und markiert so die Geburtsstunde der neuronalen Netze[75]. Wenige Jahre später,
1949, proklamierte der Psychologe, Donald O. Hebb, erstmals ein Modell zur synaptischen
Plastizität, sowie eine Theorie zum Lernverhalten biologischer Neurone. Demnach ist die
klassische Konditionierung eine Ursache des jeweiligen Verhaltens der Neurone eines Indi-
viduums [76]. Die Hebb’sche Theorie ist theoretisches Fundament für die Annahme, dass
Engrame mit Hilfe von Neuronalen Netzen dargestellt werden können[77]. Die erste prakti-
sche Anwendung von Neuronalen Netzen wurde fast zehn Jahre später von Rosenblatt et al.
eingeführt. Mit Hilfe eines Perzeptron6 Netzwerkes, konnte gezeigt werden, dass das Neuro-
nale Netz die Fähigkeit besaß, Muster zu erkennen [78]. MarvinMinsky und Seymour Papert
bewiesen 1969, dass ein einlagiges Neuronales Netz aus Perzeptronen den XOR-Operator7
nicht darstellen kann[80]. Diese Entdeckung läutete unter anderem den ersten KI-Winter

5Der Begriff Restutio ad integrum kommt aus dem Lateinischen und bedeutet „Wiederherstellung“.
6Ein Perzeptron ist ein vereinfachtes Neuronenmodell, welches in der Grundversion aus einem einzelnen

künstlichen Neuron mit Gewichtungen und einer binären Schwellwertsfunktion besteht (siehe 3.6.1).
7Der XOR - Operator (exklusives Oder; Kontravalenz) ist ein Junktor aus der klassischen Logik. Das Ergebnis

eines XOR-Operators ist genau dann wahr, wenn beide durch das XOR verbundene Aussagen unterschiedliche
Wahrheitswerte aufweisen [79].
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ein. Neue Erkenntnisse und eine Zunahme der Rechenleistung ermöglichten die Wieder-
geburt der Neuronalen Netze [81]. Mit der Erfindung des Fehlerrückführungsalgorithmus
(Backpropagation- Algorithm) war es erstmals möglich Neuronale Netze (NN) zu trainie-
ren, die mehrere verborgene Schichten (hidden layers) besaßen. In der Folge konnte mit
mehreren Perzeptronen den XOR-Operator dargestellt werden, da hierfür mindestens zwei
Schichten nötig sind [82]. Mit einem Neuronalen Netz, das aus zwei Schichten mit einer sig-
moiden Aktivierungsfunktion und einer linearen Aktivierungsfunktion (siehe 3.6.1) in der
Aussganssignalschicht besteht, können alle Funktionen angenähert werden - vorausgesetzt
die Anzahl der versteckten Neurone (hidden units) ist groß genug. Demnach könnte ein
Neuronales Netz bei ausreichender und qualitativ guter Datenzufuhr jeden Zusammenhang
erlernen [81, 83, 84].

Abbildung 1.2: Darstellung eines Neurons in einem Neuronalen Netz mit mehreren Inputs.
Die Inputvektoren werden elementweise addiert und anschließend in die Aktivierungsfunk-
tion f(x) eingespeißt. Ähnlich eines echten Neurons wird durch die sigmoidale Aktivierungs-
funktion (welche in diesem Beispiel f(x) repräsentiert) eine annähernde 1 oder 0 Reaktion
ausgelöst.
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Abbildung 1.3: Abstrakte Darstellung eines Neuronalen Netz mit mehreren Inputs. Die ein-
zelnen Neurone der zwei „hidden layer” entsprechen der Darstellung des Neurons aus Ab-
bildung 1.2.

Obwohl es viele verschiedene NN Architekturen gibt, ist der Aufbau eines einzelnen Neu-
rons stets gleich. In Abbildung 1.2 ist ein einzelnen Neuron mit mehreren Inputs zu sehen.
In Abbildung 1.3 kann beobachtet werden, wie ein solches artifizielle Neuron in einem neu-
ronalen Netz verknüpft sein kann.
Ein Neuronales Netz ist ein sogenannter supervidierter Lernalgorithmus. Das bedeutet, dass
wir das optimale Ergebnis, welches das Netz prädizieren sollte, kennen. Durch eine zentrale
Fehlerfunktion (siehe 3.6.2 Formel 3.6) wird berechnet inwieweit das neuronale Netz ‚falsch’
oder ‚richtig’ lag. Anhand dieser Information optimiert sich das Neuronale Netz durch Feh-
lerrückführungsalgorithmen wie etwa den SGD selbst (siehe 3.6.3).
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1.4 Rekurrente Neuronale Netze
Rekurrente Neuronale Netze sind eine Weiterentwicklung der Neuronalen Netze, die einen
Rückfluss aufweisen. Diese Netzarchitekturen konnten bereits erfolgreich für Spracherken-
nung und zeitliche Vorhersagen verwendet werden. Typischerweise werden rekurrente Net-
ze für sequentielle Daten verwendet [85]. Durch die Erweiterung des Fehlerrückführungs-
algorithmus (siehe 3.6.3) über die zeitliche Dimension (Backpropagation through time),
können auch diese Netze zuverlässig optimiert werden werden[86, 87]. Ein Problem bei
Rekurrenten Neuronalen Netze (RNN) ist der so genannte verschwindende Gradientenef-
fekt (vanishing gradient). Das bedeutet, dass während des Lernprozesses die Gradienten
im Neuronalen Netz sehr kleine Werte annehmen können (vanishing gradient). Wenn et-
wa ein Ereignis mit einer sehr späten Latenz auftritt, kann dieses kaum von einem RNN
prädiziert werden [88]. Umgekehrt wird auch ein explodierender Gradienteneffekt (explo-
ding gradient) beschrieben, bei den die Gradienten sehr große Werte annehmen, sodass die
nachgeschalteten Neurone immer aktiviert werden. Beide Effekte führen zu ungenaueren
Prädiktionen [89].

Abbildung 1.4: Die Abbildung zeigt ein einlagiges RNN. Zunächst werden alle Eingaben zum
Zeitpunkt 1 mit dem Bias verrechnet (1). Nach Durchlauf durch die Aktivierungsfunktion
wird eine Vorhersage zum Zeitpunkt 1 ausgegeben (2). Durch die zusätzliche, eingezeich-
nete Verbindung (3) wird veranschaulicht, dass die Prädiktionen der vorhergehenden Zeit-
punkte in die darauffolgenden Vorhersagen beeinflussen. Zum nächsten Zeitpunkt 2 werden
die Inputs mit der Vorhersage zum Zeitpunkt 1 verrechnet (4).
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1.4.1 Long Shortterm Memory – LSTM

Long Shortterm Memory Netze sind eine äußerst beliebte Variante der RNN Netze, die erst-
mal 1997 von Hochreiter und Schmidhuber et al. eingeführt wurden [90, 91]. LSTMs stellen
eine Weiterentwicklung der klassischen RNN dar und es konnte gezeigt werden, dass diese
eine überwiegende Mehrzahl von Problemen besser und zuverlässiger lösen können[92].
Eine entscheidende Veränderung war es, dass die zusätzlich eingebauten Schranken (siehe
Abbildung 1.5), ein LSTM Netz stärker auf den Kontext der sequentiellen Daten konditio-
nieren. Indem das Gewicht dieser selbstständigen Schleifen über weitere Neurone gezielt
beschränkt werden kann, ist die dynamische Integration über den Zeitrahmen möglich und
unterschiedlich lange Zeitketten können verarbeitet werden [93, 94]. Dies führt auch dazu,
dass bei LSTM Netzen das Phänomen der explodierenden oder der verschwindenden Gra-
dienten kaum auftritt [88].

Abbildung 1.5: Darstellung eines einzelnen LSTM Neurons. Innerhalb des Kastens sind die
beschriebenen Schranken zu erkennen. Von links nach rechts sind die Vergessenschranke
(ft), die Eingabeschranke (it, Ĉt) und die Ausgabeschranke (ot) abgebildet. Bei dem Zeichen
‚+’, sowie ‚x’ handelt es sich jeweils um die elementweise Addition oder Multiplikation.
Das Symbol σ steht für die sigmoidale Aktivierungsfunktion. Die Grafik wurde von [95]
adaptiert. Zum Besseren Verständnis der intern ablaufenden Berechnungen siehe Material
und Methoden 3.6.4.
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1.5 Schwierigkeiten beim Trainieren Neuronaler Netze

1.5.1 Lernrate (Learning Rate)

Die Lernrate bestimmt in wie großen Schritten der quadratische Fehler (SE) der Fehler-
funktion (siehe 3.6.2 Formel 3.6) minimiert wird und beeinflusst so die Geschwindigkeit in
der die Konvergenz des Algorithmus erreicht wird. Die Lernrate ist somit einer der wich-
tigsten Parameter, den es gilt im Rahmen der Konstruktion eines Neuronalen Netzes zu
optimieren[94]. Ist die Lernrate zu groß, so kann es sein, dass der Gradientenabstieg zum
Optimum scheitert, da die einzelnen Sprünge pro Iteration zu groß sind. Man schießt bild-
lich gesprochen über das Ziel hinaus und überspringt das Optimum (siehe Abbildung 1.6).
Ist die Lernrate zu gering, wird das globale Minimum zwar zuverlässig erreicht, allerdings
nach sehr langer Zeit, was bei tiefen Neuronalen Netzen ein Problem darstellen kann.

Abbildung 1.6: Die Abbildung zeigt, dass bei einer zu groß gewählten Lernrate der SE immer
wieder über das Globale Minimum hinausschießt, welches am Ende nicht erreicht wird, was
zu einer schlechteren Performance des NN führen wird.

Daher ist die Lernrate einer der kritischen Hyperparameter, die bei einem neuronalen
Netz sorgfältig bestimmt werden müssen. Die nötige Optimierung der Lernrate kann durch
die Nutzung von Algorithmen die wie etwa dem RMSProp Algorithmus, der ein Momentum
verwendet, etwas vereinfacht werden. Dennoch muss auch hier eine Hyperparameteropti-
miertung stattfinden. So können etwa zu kleine Lernschritte auch hier die Performance
beeinträchtigen, da sonst die Lernrate zu schnell wachsen könnte [96].
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1.5.2 Langzeitabhängigkeiten
Eine weitere Schwierigkeit kann im Speziellen bei besonders tiefen Neuronalen Netzen,
aber auch bei langen Rekurrenten Neuronalen Netzen auftreten, da diese ebenso einen tie-
fen mathematischen Graphen darstellen.
Dies führt dazu, dass wiederholt die gleichen mathematischen Operationen durchgeführt
werden. Nehmen wir an ein Graph beinhaltet einen Pfad, der wiederholt eine Matrix W
multipliziert, nach t Schritten, ist dies äquivalent zuW t. Jeder Eigenwert λ, der nicht nahe
an einem Wert von 1 liegt, wird entweder explodieren, wenn λ > 1 (Exploding Gradient)
oder verschwinden, wenn λ < 1 (Vanishing Gradient). Verschwindende Gradienten (vanis-
hing gradients) machen es sehr schwierig, den Gradienten korrekt an das an das globale
Minimum anzunähern. Bildhaft gesprochen wird die Fehlerfunktion (auch Kostenfunktion)
so flach, dass eine Veränderung des Gradienten von dem Algorithmus weder bemerkt wird
wenn sich dieser von dem Minimum entfernt oder sich diesem annähert. Bei einem explo-
dierenden Gradienten, wird der Lernprozess sehr instabil. Das heißt, dass bereits eine sehr
kleine Veränderung des Gradienten zu einer sehr großen Veränderung des Ausgabewertes
führen wird[94].Da rekurrente Netze für jeden Zeitschritt auf der gleichen Matrix rech-
nen, ist dort das Problem verschwindender oder explodierender Gradienten gravierender
als bei klassischen (feedforward) NNs. [97] Dementsprechend sind bei Langzeitabhängig-
keiten die jeweiligen Gewichte exponentiell kleiner, da mit jedem Schritt erneut Matrizen
multipliziert werden müssen. Trotz intensiver Forschung, bleibt das Erlernen von Langzeit
Abhängigkeiten ein Problem tiefer und rekurrenter neuronaler Netze [98, 99, 100].

1.6 LSTM Netzwerke in der Psychiatrie
Bisher finden LSTMs in der Psychiatrie nur vereinzelt Anwendung etwa zur Detektion autis-
tischer Kinder mittels der Analyse von Augenbewegungen über die Zeit[101]. Zumeist wer-
den LSTMs verwendet, um automatisierte Textanalysen durchzuführen[102, 74]. Prinzipiell
können solche Netzwerke auch für dynamische Vorhersagen verwendet werden. So wurde
zumBeispiel, das Verhalten von Verbrauchern bereits mit LSTMNetzwerken prädiziert[103].
Im Rahmen dieser Doktorarbeit werden wir daher die GAF Werte der Patienten dynamisch
nach jeweils drei Monaten vorhersagen. Bei erneuten Follow-up Terminen, kann der Algo-
rithmus eine erneute Vorhersage zum Folgezeitpunkt treffen, dabei lernt das LSTM dyna-
misch aus Abweichungen und trifft mit den bereits präsentierten Angaben eine erneute, ver-
besserte Prädiktion. Zur Vorhersage des psychiatrischen Funktionszustandes wurden LSTM
Netzwerke nach unserem Wissenstand bisher nicht verwendet. Somit wurde im Rahmen
dieser Arbeit ein bereits bewährtes mathematisches Modell verwendet, um ein vollständig
neuartiges Screeningverfahren zu entwickeln.
Ähnliche Verfahren existieren nach unserem Kenntnisstand bisher nicht.
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Kapitel 2

Zielsetzung

Diese Arbeit widmet sich der Vorhersage und Verbesserung der funktionalen Prognose ver-
schiedener Krankheitsbilder der Psychiatrie.
Viele Modelle, die dazu publiziert wurden, sind äußerst kompliziert, beinhalten MRT Daten
und genetische Analysen[104, 105], sowie aufwändige klinische Testverfahren, die speziell
ausgebildetes Personal benötigen [106]. Das Ziel dieser Arbeit ist es das Funktionsniveau
von unterschiedlichen Patienten möglichst einfach und dennoch treffsicher vorherzusagen,
um so eine einfache und breit verfügbare Screening Methode zu schaffen. Diese Metho-
dik sollte äußerst dynamisch funktionieren und im drei-Monats-Schritt ihre Prädiktionen
anpassen können. Bis zum heutigen Tage gibt es unseres Wissens nur statische Anwen-
dungen und keine Prädiktionsmodelle, die sowohl nach einem Vorstellungstermin, als auch
nach mehreren Follow-up Terminen dynamische Prädiktionen des Funktionsniveaus zum
nächsten Vorstellungstermin liefern können. Der Vorhersagealgorithmus soll im klinischen
und ambulanten Setting Allgemeinmedizinern, Psychotherapeuten und Psychiatern helfen,
besser den Krankheitsverlauf ihrer Klienten abschätzen zu können, ohne dabei teure und
aufwändige Tests durchführen zu müssen.
Indem man sich auf das Outcome der Patienten und nicht auf die Krankheit konzentriert,
kann die Modellierung der klinischen Risikovorhersage zum Eckpfeiler einer wissenschaft-
lichen und personalisierten Psychiatrie werden [66]. So können Patienten, die zu einen
ungünstigen Verlauf tendieren würden, präventiv besser therapiert werden. Die Daten, die
im Rahmen dieser Doktorarbeit herangezogen werden, stammen aus der PRONIA Studie
[107, 57].



18 2. Zielsetzung



Kapitel 3

Material und Methoden

3.1 Digitale Infrastruktur und Architektur

Alle Daten und der hier vorgestellte Code befinden sich auf dem Hochleistungsrechner des
medizinischen Lehrstuhls für Psychiatrie. Der Server befindet sich physikalisch in Großha-
dern und besteht aus einem HPE StoreEasy 48TB SAS Speichermedium, das mit dem LRZ
Sicherungsmanager verbunden ist. Dieser basiert auf auf der IBM Tivoli Storage Manager
Software.[108] Dieses generiert täglich um zehn Uhr abends ein Backup. Die Daten werden
auf vier HP DL560 Gen9 E5-4667v3 Knoten und einen Dell PowerEdge-R820 gespeichert.
Der Hochleistungsrechner des Lehrstuhls soll dazu dienen dem Benutzer ein leicht bedien-
bares Frontend zu bieten, sowie die Möglichkeit rechenintensive Prozeduren schnell durch-
führen zu können.
Als Betriebssystem wird Linux (CentOS) verwendet, dabei bildet KDE aktuell das Frontend.
Linux 3.10.0-1062.18.1.el7.x86_64 (Kernelversion)
Auf den Server kann nur über das neurobiologische Subnetz zugegriffen werden, das von
Sven Wichert geschaffen wurde. Dies ist zum Beispiel über einen VPN möglich.[109]
Zur Analyse und Bearbeitung der Daten wird Matlab verwendet.
MATLAB Version: 9.5.0.944444 (R2018b)
MATLAB Lizenz Nummer: 708505 [110]

3.2 PRONIA Datensatz

Im Rahmen der PRONIA Studie, wurden Patienten aus 15 Zentren rekrutiert. Die Studie
startete am 1. Oktober 2013 und beendete die Rekrutierung Ende Oktober 2018.
Die Studie bestand aus elf Arbeitspaketen. Diese hatten spezielle Zuständigkeiten, wie zum
Beispiel „Bildgebung” oder „genetische Daten”.
PRONIA ist eine longitudinale Beobachtungsstudie, in der Patienten, bis 36 Monate nach
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demEinschluss, von ausgebildetem Personal regelmäßig befragt wurden. Die Untersuchungs-
intervalle finden bis 18 Monate nach Einschluss alle drei Monate statt. Danach wurden zwei
weitere Erhebungen durchgeführt, die erst nach jeweils neun Monaten erfolgten.
Insgesamt fanden neun verschiedene Untersuchungen statt, die je nach Größe der jewei-
ligen Untersuchung benannt wurde. Ein einfaches Intervall in dem nur klinisch, behavor-
iale Daten erhoben werden, wurde kurz als ’IV’ bezeichnet. Die Anzahl der verstrichenen
Monate nach Einschluss, werden durch die darauf folgende Zahl angedeutet. Eine große
Untersuchung wird mit ’T’ abgekürzt und jeweils von null bis zwei chronologisch numme-
riert. Üblicherweise laufen die Untersuchungen in folgender Reihenfolge ab: T0, IV3, IV6,
T1, IV12, IV15, T2, IV27 und IV36.

3.2.1 Einschuss- und Ausschlusskriterien

Im Rahmen der PRONIA Studie wurden vier Studiengruppen definiert:
Eine gesunde Kontrollgruppe (HC), eine Population mit einer erstmaligen depressiven Epi-
sode (ROD), eine Gruppe, die Prodromal-Symptomatik aufweist (CHR), sowie eine Pati-
entengruppe, die das erste Mal an einer Erkrankung des psychotischen Formenkreises litt
(ROP). Keiner der Patienten durfte länger als 2 Jahre an der jeweiligen Symptomkonstella-
tion leiden, die zum Einschluss führte.
Die gesunden Kontrollen durften an keinen psychiatrischen Vorerkrankungen leiden.
Diese Arbeit widmete sich allen erkrankten Patienten, also den ROD, CHR and ROP Grup-
pen. In den folgenden Zeilen finden sich die jeweiligen Subgruppen, sowie eine Auswahl
zu Aus- und Einschlusskriterien. Wir verwendeten nur Daten der erkrankten Probanden. Es
wurden demnach keine gesunden Kontrollen (HC) für das Training der Neuronalen Netze
verwendet. Insgesamt wurden 904 Datensätze aus dem PRONIA Projekt für die Analysen in
dieser Dissertation verwendet.

Generelle Einschlusskriterien

Unabhängig von der letztlichen Gruppenzuordnung mussten die Patienten bei Einschluss
zwischen 15 und 40 Jahren alt sein. Außerdem mussten sie Einwilligungsfähig sein und
über ausreichende Sprachkenntnisse verfügen.

Generelle Ausschlusskriterien

1. IQ unter 70

2. Schwerhörigkeit, die die Teilnahme an der neuro - kognitiven Testung erschwert

3. Aktuelles oder vergangenes Schädelhirntrauma mit Bewusstseinsverlust
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4. Aktuelle oder vergangene somatische Störungen des Gehirns, welche die Struktur,
sowie das Funktionieren des Gehirn beeinträchtigen.

5. Aktuelle oder vergangene Alkoholabhängigkeit

6. Aktuelle Polytoxikomanie oder während der letzten 6 Monate

7. Bestehende Kontraindikationen für eine MRT Untersuchung

ROD - Recent Onset Depression
Patienten mit einer ersten depressiven Episode

Eine der Studiengruppen in der PRONIA Studie umfasst die Population der Recent-Onset-
Depression (ROD) Patienten. Eine Population an Probanden, die erstmals an einer Depres-
sion erkrankt sind. Die Dauer der ersten depressiven Episode darf 24 Monate nicht über-
steigen. Die Kriterien einer Depression müssen während den letzten drei Monaten erfüllt
sein. Rezidivierende Depressive Störungen stellten ein Ausschlusskriterium dar.In den letz-
ten drei Monaten durften diese Patienten keine Anti-Psychotika einnehmen. Auf die gesamte
Lebenszeit betrachtet, durften die Patienten keine antipsychotische Medikation für mehr als
30 Tage einnehmen, oder eine Dosis, die über den Grenzwerten der DGPPN S3 Leitlinien
liegt[111].

CHR - clinical high risc
Patienten die gefährdet sind eine Psychose zu erleiden

Die CHR Patienten wurden in vier Unterkategorien eingeteilt. Falls die Symptome die Be-
schreibung einer der Kategorien entsprachen, konnten die Patienten eingeschlossen werden.

1. Basis Symptome - COGDIS [28]

2. Brief Intermittent Psychotic (BLIPS) Symptom Psychose Risiko Syndrom

3. Attenuated Positive Symptoms (APS) Psychose Risiko Syndrom

4. Genetisches Risiko, Leistungsknick und, oder Schizotypische Persönlichkeitsstörung

[112]

ROP - Recent Onset Psychosis
Patienten mit der ersten psychotischen Episode

Um als ROP Patient klassifiziert zu werden, mussten folgende Punkte erfüllt werden:
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1. DSM-IV-TR affektive oder nicht affektive psychotische Episode während der letzten
drei Monate

2. Beginn der Psychose innerhalb der letzten 24 Monate

3.3 Verwendete Fragebögen

3.3.1 GAF - Global Assessment of Functioning

Der GAF ist eine Metrik, die auch im klinischen Alltag sehr präsent ist. Der Wert zwischen
0 und 100 gibt Auskunft über das Funktionsniveau der jeweiligen Person. Der GAF besitzt
eine Achse, die die Einschränkung im Alltag beschreibt (GAF D/I - Disability) und eine Ach-
se mit der die Symptomschwere der Probanden bewertet wird (GAF S - Symptoms)[46].
Die traditionelle GAF-Messung, die auf dem Punktwert von Symptom (GAF S) und Funkti-
onsebene (GAF D/I) basiert, dient als guter globaler Indikator für subjektive Beschwerden
und soziale Dysfunktion der Patienten.[113]. Die Interrater-Reliabilität des GAFs wird mit
einer Intraklassenkorrelation (ICC) 1 von 0.81 bis 0.85 bei Einschluss von 0.94 nach 6 Mo-
naten und von 0.95 nach 12 Monaten angegeben. Die Interrater-Reliabilität erwies sich bei
klinischen Routineerhebungen jedoch als niedrig (ICC Koeffizienten zwischen r =0.39 und
0.59), während sich diese im Rahmen von Studien als sehr gut herausstellte[72]. Der GAF
zeigte sich zudem als äußerst reliabel. Bei mehreren Messungen der Symptomschwere, dem
sozialen Verhalten, sowie dem jeweiligen GAF, zeigten sich gute Korrelationen mit anderen
klinischen Metriken, deren Güte nach weiteren Follow-up Terminen zunahm [116]. Der
GAF kann, aufgeteilt in seine Subdomänen GAF D/I und GAF S, im Anhang unter Abschnitt
A.1 eingesehen werden.

3.3.2 GF - Global Functioning

Ähnlich wie der GAF, trifft auch der GF eine Aussage über das Funktionsniveau. Der GF ist
jedoch eine neuere Metrik und daher noch nicht im klinischen Alltag etabliert. Der GF, der
von Cornblatt et al. entwickelt wurde, besteht aus zwei Achsen. Nämlich dem GF Social
und dem GF Functioning. Diese Metrik der Funktionsäbschätzung wurde speziell im Hin-
blick auf die Entdeckung des Prodroms geschaffen [73]. Der ICC zwischen Ratern in acht
verschiedenen Zentren belief sich auf Werte zwischen 0.94 und 1 [117]. Der GF findet sich
im Anhang unter dem Abschnitt A.2.

1Die Intraklassenkorrelation ist ein Verfahren zur Quantifizierung der Übereinstimmung der Testergebnisse
(Interrater-Reliabilität) zwischen mehreren Begutachtern (Ratern) Das dazugehörige Maß, der sogenannte
Intraklassen-Korrelationskoeffizient[114, 115].
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3.4 Datenschutz und -sicherheit in PRONIA

Das Projekt hielt sich strikt an die Good Clinical Practice (GCP)-Richtlinien der Europäi-
schen Kommission (2005/28/EG), die EU-Richtlinie 95/46/EG, den internationalen GCP-
Standard CMPM/ICH/139/95, sowie an alle relevanten Regelwerke, um die Vertraulichkeit
und den Schutz der Privatsphäre aller gesammelten Informationen vollständig zu gewähr-
leisten. Die Pseudonymisierung aller Daten, die im Rahmen der Projektaktivitäten erfasst,
gespeichert und ausgetauscht werden, wurde automatisch durch das zentrale Datenbank-
system ausnahmslos gewährleistet. Zum Zeitpunkt des Screenings wurde ein eindeutiger
Identifikator (PSN), der keine Informationen bezüglich Namen und Geburtsdatum des Pro-
banden enthält, automatisch vom zentralen Datenbanksystem erstellt und an den Screening-
Standort übermittelt. Die Daten mit denen der jeweilige Proband identifiziert werden könn-
te, wie etwa Name oder Adresse, wurden nicht digitalisiert. Umweitere Sicherheit im Bezug
auf den Datenschutz für die Probanden zu garantieren, mussten die Mitarbeiter der PRO-
NIA Studie eine Verschwiegenheitserklärung unterschreiben. Da es sich bei gesundheitsbe-
zogenen Daten um sensible Informationen handelte, haben alle Teilnehmer ein Recht auf
Löschung ihrer Daten [57].

3.5 Einverständniserklärung

Das PRONIA Projekt führte eine nicht-interventionelle diagnostische Studiemit sicheren und
etablierten Untersuchungsverfahren durch, so dass keine größeren somatischen Risiken und
Nebenwirkungen durch die Untersuchungsmethoden von PRONIA zu erwarten waren. Alle
potenziell in die Studie aufzunehmenden Hilfesuchenden und gesunden Kontrollpersonen
waren in der Lage, eine selbstbestimmte Entscheidung bezüglich der Studienteilnahme zu
treffen, nachdem sie über alle Verfahren, Vorteile und potenziellen Risiken der PRONIA-
Studie informiert wurden. Durch diesen Prozess wurde sichergestellt, dass die Studienteil-
nehmer wirklich verstehen, wozu sie sich bereit erklären und dass sie nach ihrem freien
Willen handeln. Alle Teilnehmer der PRONIA-Studie wurden darüber informiert die Studie
jederzeit beenden oder bestimmte Untersuchungen ablehnen zu können. Die Einverständ-
niserklärungen werden so verfasst, dass sie auch für Laien verständlich sind [57].

3.5.1 Forschung an Minderjährigen

Auch Kinder zwischen dem 15. und dem 18. Lebensjahr konnten in die PRONIA-Studie auf-
genommen werden. In diesem Zeitraum kann bereits eine CHR-Symptomatik auftreten, die
im Verlauf in einer Erkrankung des psychotischen Formenkreises münden kann. In solchen
Fällen muss die schriftliche Zustimmung von den Erziehungsberechtigten eingeholt werden.
Das PRONIA-Konsortium stellte sicher, dass die Einwilligungserklärungen für Minderjährige
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sowie das Studiendesign von PRONIA die Richtlinien der „Ethical Considerations For Clini-
cal Trials On Medicinal Products Conducted With The Paediatric Population Recommenda-
tions“ der Ad-hoc-Gruppe zur Entwicklung von Durchführungsrichtlinien für die Richtlinie
2001/20/EG umsetzten[118, 57].

3.6 Neuronale Netze
Idealerweise eigenen sich für Neuronale Netze große Datensätze ab etwa 1000 Stichproben.
Besonders im medizinischen Kontext und sind die Kohorten kleiner und von unterschiedli-
cher Größe. Besonders bei kleinen Stichproben unterschiedlicher Größe, verschlechtert sich
die Prädiktion durch Neuronale Netze [119].
Dennoch bietet die Verwendung von neuronalen Netzen in diesem Kontext einige Vorteile,
da diese vor allem sehr komplexe, nicht-lineare Zusammenhänge detektieren können. An-
genommen wir haben ein Neuron mit den Eingangssignalen p1, p2, ..., pR und den skalaren
Gewichten w1,1, w1,2, ...w1,R, die die korrespondierende MatrixW bilden, dann beschreiben
die Indices der Gewichte w1,R mit der ersten Ziffer die Zugehörigkeit zu dem einen Neuron
und mit der zweiten Ziffer die Zugehörigkeit zu dem korrespondierenden Signal pR. Die
Eingangssignale p werden mit den skalaren Gewichten w multipliziert und bilden wp. All
diese einzelnen Inputs werden addiert (

∑
) und schließlich mit dem Bias b verrechnet.

x = (w1,1p1) + (w1,2p2) + (w1,3p3) + ...+ (w1,RpR) + b (3.1)

Der skalare Wert x, der sich aus dieser Operation ergibt, wird dann einer Aktivierungs-
funktion f übergeben, die dann den Output a erzeugt (f(x) = a). Formel 3.1 kann in der
Matrixschreibweise notiert werden:

a = f(Wp + b) (3.2)

Wp ist die Matrix aus (w1,1p1) + (w1,2p2), ..., (w1,RpR). Im Bezug auf das biologische Neuron,
entspräche a dem elektrischen Potential, das am Axon gemessen werden kann [81]. Veran-
schaulicht wird dies in Abbildung 1.2.

3.6.1 Aktivierungsfunktion
Die Aktivierungsfunktion ein essentieller Bestandteil eines künstlichen Neurons und somit
aller NN-Architekturen.
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Binäre Schwellenwertfunktion (hardlim)

Einem Rechteckimpuls ähnlich, ist die binäre Schwellenwertfunktion eine sehr naheliegen-
de Aktivierungsfunktion, die an die „alles oder nichts“ Reaktion aus der Biologie erinnert.
Das Ausgangssignal a nimmt bei diesem Modell den Wert 1 an, sobald ein Schwellenwert
θ überschritten wird. Die hardlim Funktion bei manchen NN-Architekturen nach wie vor
verwendet [120].

f(n) =

{
0, für n < θ

1, für n ≥ θ
(3.3)

Sigmoide Aktivierungsfunktion

Die Sigmoide Aktivierungsfunktion ist eine sehr häufig verwendete Funktion, die sehr häu-
fig verwendet wird. Vor allem bei tiefen, also „mehrschichtigen“ Neuronalen Netzen erfreut
sie sich großer Beliebtheit, da ‘das Sigmoid’ vollständig differenzierbar ist [81]. Der Fehler-
rückführungsalgorithmus kann nur bei vollständig differenzierbaren Funktionen angewandt
werden [87, 121].
Sei s das Steigungsmaß :

fs(n) =
1

1 + exp(−sn)
(3.4)

Lineare Aktivierungsfunktion

Lineare Aktivierungsfunktionen finden sich meistens in der Ausgabeschicht (Output Layer)
eines neuronalen Netzwerkes. Wären die Aktivierungfunktionen der Hidden Layers linear,
könnte das neuronale Netz weniger Funktionen annähern.

Der Tangens Hyperbolicus (TanH) Die TanH Aktivierungsfunktion ähnelt dem Sigmoid.
Anders als die sigmoide Aktivierungsfunktion, kann diese jedoch auch negative Werte aus-
geben. Bei sehr tiefen Neuronalen Netzen mit vielen Schichten, wird vermutet, dass durch
die TanH Funktion das Training des Netzes vereinfacht wird[122], Die TanH Funktion wird
in der Standardarchitektur der LSTM Netze regelhaft verwendet.

ftanh(n) =
ex − e−n

en + e−n
(3.5)
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3.6.2 Der Fehlerrückführungsalgorithmus ( Backpropagation )

Fehlerfunktion

Ein neuronales Netz soll eine möglichst zuverlässige Abbildung von gegebenen Eingabe-
vektoren auf gegebene Ausgabevektoren anstreben. Dazu wird die Qualität der Abbildung
durch eine Fehlerfunktion beschrieben, die hier durch den quadratischen Fehler definiert
wird:

E =
1

2

n∑
i=1

(ti − oi)2 (3.6)

Dabei ist E der berechntete quadratische Fehler (SE), n ist die Anzahl der Inputs, die dem
Netz zum Trainieren gegeben werden, ti ist, das „target“, also die uns bekannte Zielvariable
und oi ist die, durch das NN, errechnete Ist-Ausgabe (output)[123]. Die Multiplikation mit 1

2

wird nur zur Vereinfachung der Ableitung im Rahmen der Backpropagation herangezogen.
Bei einem klassischen neuronalen Netz, kennen wir die wahren Outputlabels, weswegen
es sich bei diesem Algorithmus, um einen überwachten Lernalgorithmus (supervised algo-
rithm) handelt [74].

Die Kettenregel

Um das Grundprinzip der Backpropagation verstehen zu können, muss man sich die Ket-
tenregel aus der Analysis zu Gemüte führen, da das Prinzip auf Ableitungen basiert. Daher
ist es wichtig, dass es sich bei den Aktivierungsfunktionen um vollständig differenzierbare
Funktionen handelt.

f(x) = u(v(x)) (3.7)

f ′(x) = u′(v(x))v′(x)

Im Rahmen der Backpropagation wird die Fehlerfunktion abgeleitet und so die Steigung
der Funktion angenähert. Wir wissen, dass die Fehlerfunktion ein globales Minimum besitzt.
Das heißt eine Stelle, an der die Ableitung null ist.
Prinzipiell werden bei der Backpropagation die Gewichte w solange aktualisiert, bis die Ab-
leitung der Fehlerfunktion minimal ist. Allerdings kann der Algorithmus nicht unterschei-
den, ob er das tatsächliche globale Minimum oder ein lokales Minimum gefunden hat. Das
Prinzip gleicht dem Gradientenabstieg [124].
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3.6.3 Reduktion der Fehlerfunktion durch unterschiedliche Lösungs-
strategien

Stochastischer Gradientenabstieg - Stochastic Gradientdescent (SGD)

Der Stochastische Gradientenabstieg (SGD) und seine Varianten sind für das maschinel-
le Lernen essentiell. Algorithmus 1 zeigt schematisch die Funktionsweise des SGD. Dieser
ermöglicht, eine unvoreingenommene Schätzung des Gradienten unter Verwendung des
durchschnittlichen Gradienten auf einem Minibatch der Größe m von k Beispielen, aus der
datengenerierenden Verteilung, zu erhalten. Ein entscheidender Parameter für den SGD-
Algorithmus ist die Lernrate ε.
Die wichtigste Eigenschaft der SGD und der damit verbundenenMinibatch- oder der Gradien-
ten - basierten Optimierung ist, dass die Berechnungszeit pro Update nicht mit der Anzahl
der Trainingsbeispiele wächst. Dies ermöglicht eine Konvergenz, auch wenn die Anzahl der
Trainingsbeispiele sehr großwird. Bei einem ausreichend großen Datensatz kann es vorkom-
men, dass SGD, bei Verwendung eines statischen Fehlertoleranzwertes, konvergiert, bevor
es den gesamten Trainingssatz verarbeitet hat [125, 94, 126].

Algorithmus 1 SGD Lösungsalgorithmus nach [94]
benötigt: Lernrate ε1(, ε2) (bzw. Veränderung der Lernrate pro Schritt)
den Parameter Θ, der die Anfangsgewichte w initialisiert
k ← 1:
while Während das Stopkriterium nicht erfüllt ist do

Berechne den geschätzten Gradienten aus einem
Minibatch des Trainingssets mit der Größe m

set: x1, x2, ... xm mit den jeweiligen Zielgrößen y1, y2, ... ym
Berechne den geschätzten Gradienten: ĝ ← 1

m
OΘ

∑
i L(f(x(i); Θ), y(i))

Update:Θ← Θ− εkĝ
k ← k + 1
close;

RMSProp – Root mean square propagation

Der eben vorgestellte SGD Lösungsalgorithmus findet seinen Weg ins Optimum ohne dabei
ein Momentum zu verwenden. Das heißt, dass die Lernrate im Laufe des Gradientenabstiegs
nicht verändert wird.
Bei RMSProp handelt sich um einen sehr berühmten Algorithmus, da er niemals publiziert
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wurde, sich aber dennoch sehr großer Beliebtheit erfreut. Der RMSProp Algorithmus kann
die Lernrate adaptiv anpassen. Mit zunächst großen Schritten nähert er sich dem Optimum
an und verkleinert dann sukzessive die Lernrate, um sich möglichst genau dem Optimum
annähern zu können. Auf Diese Art und Weise ist seine Performance zumeist besser als die
des SGD Algorithmus[96].

3.6.4 LSTM – Long Short Term Memory
Im Rahmen dieser Disseration wurde jeweils neuronale Netze mit LSTM Neuronen für die
Klassifikation und für die Regression entwickelt. Dafür wurde jeweils die DeepLearning
Toolbox in Matlab 2018b genutzt [127].
Als Lernalgorithmus wurde stets der RMSProp Algorithmus verwendet. Für die jeweiligen
Modelle wurden jeweils der SquareGradientDecay’, der die Lernrate beeinflusst, die Anzahl
der verschiedenen Neurone, sowie die L2 Regularisierung und die initiale Lernrate mit Hilfe
des Bayesianischen Optimierungsalgorithmus bestimmt (siehe Abschnitt 3.7.4 ).

Die klassische LSTM Architektur:

Sigma (σ) entspricht der sigmoiden Aktivierungsfunktion (siehe Kapitel 3.6.1)

Definition der Schranken (gates) nach [128, 129] :

Vergessensschranke (forget gate):
ft = σ(Wf [ht−1, xt] + bf )
Eingabeschranke (input gate layer):
it = σ(Wi[ht−1, xt] + bi)
Ĉt = tanh = (WC [ht−1, xt] + bC)
der Output dieser beiden Schranken innerhalb des LSTMNeurons ent-
spricht Ct. Dieser ist folglich definiert durch:
Ct = ft · Ct−1 + it · Ĉt
Diese Information wird in die Ausgabeschranke ot(Outputgate) einge-
speist. Hier wird letztendliche Output ht generiert.
ot = σ(Wo[ht−1, xt] + bo)
ht = ot · tanh(Ct)
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3.7 Versuchsaufbau

3.7.1 Datenmenge
Insgesamt wurden im Rahmen der Proniastudie 904 Datensätze generiert. Unter anderem
handelte es sich dabei auch um Testdatensätze, die angelegt wurden, um die Funktionalität
des Systems zu testen. Zehn Datensätze wurden im Zuge dessen aus dem Datenpool ent-
fernt. 22 weitere Patienten legten keine Einverständniserklärung vor. Ein Patient aus dem
Patientendatenpool war fälschlicherweise als gesunde Kontrolle (healthy control - HC) de-
klariert. Somit blieben 881 Datensätze, die verwendet werden konnten.
Davon waren 286 CHR Patienten, 321 ROP Patienten und 267 ROD Patienten. 7 Datensätzte
blieben ohne Gruppenzugehörigkeit.
Im Sinne einer Leave - Site Out Validation [65, 130] wurden alle Datensätze, die im Uni-
klinikum Köln erhoben wurden nicht in den Test-/ Trainingsdatensatz aufgenommen. Der
Datensatz, welcher in Köln erhoben wurde enthielt 141 Probanden. Die verfügbaren Daten-
sätze wurden demnach in einen Validierungsdatensatz zu 141 Stichproben und einen Test-/
Trainingsdatensatz zu 470 Datensätze aufgeteilt. Im Validierungsdatensatz befanden sich
keine Datensätze ohne Gruppenzugehörigkeit. Erst nach der endgültigen Abspaltung des
Validierungsdatensatzes erfolgten weitere Präprozessierungsschritte, um somit ein Daten-
leck (data leakage), welches die Prädiktionen der Validierungsdaten fälschlicherweise ver-
bessern könnte, zu verhindern. Die Zeitreihen wurden, wie in 3.7.3 beschrieben gekappt,
sodass der letzte prädizierbare Wert auch die letzte tatsächlich stattgefundene Verlaufsbe-
obachtung des Patienten darstellte. Nach der Entfernung von Datensätzen, bei denen 40%
oder mehr Daten aus den Verlaufbeobachtungen fehlte, blieben zur Validierung 96 Stich-
proben und 398 Datensätze zur Etablierung des LSTM Modells übrig.
Die restlichen Daten des Test und des Trainingdatensatzes wurden mit Hilfe des K-nearest
neighbor (KNN) Algorithmus vervollständigt. Im Rahmen einer 5-fachen Kreuzvalidierung
(siehe Abschnitt 3.7.2) unterteilten wir die Daten in einen Trainingsdatensatz (4/5) und
einen Testdatensatz (1/5) und bestimmten aus den fünf Durchläufen das beste Modell
anhand der Ergebnisse des Testdatensatzes (siehe Abbildung 3.1). Mittels einer Modulo-
Operation wechseln sich die Gruppen jeweils ab, sodass jede Stichprobe genau einmal Teil
des Testdatensatzes war. Dabei erfolgte die Vervollständigung durch den KNN-Algorithmus
jeweils erst, nachdem ein Fünftel des Datensatzes abgespalten war, um in der internen
Schleife der Kreuzvalidierung kein Datenleck zu ermöglichen. Das beste Modell aus der
Kreuzvalidierung wird an den Validierungsdaten, den Daten aus Köln, erprobt, welche bis
dahin für das Neuronale Netz noch gänzlich unbekannt sind [131]. Diese Ergebnisse kön-
nen im Ergebnisteil (siehe Kapitel 4) nachgelesen werden.
Die Anwendung, welche im Rahmen dieser Arbeit programmiert wurde, interagiert mit dem
Nutzer. Über die Kommandozeile kann ausgewählt werden, ob man im Folgenden eine Re-
gression oder eine Klassifikation rechnen lassen möchte. Je nach Einstellung unterscheidet
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sich die Ausgabeschicht des Neuronalen Netzes (siehe Abbildung 3.2 und Abbildung 3.3).
Dort wird, falls man denModus Klassifikation ausgewählt hat, eine 2, für eine gute Prognose
beziehungsweise eine 1, für eine schlechte Prognose, zum nächsten Zeitabschnitt ausgege-
ben. Im Modus Regression wird der nächste zukünftige Wert direkt berechnet. In unserem
konkreten Fall wurden für die vereinfachte Vergleichbarkeit zwischen GAF und GF alle Er-
gebnisse zwischen 0-10 skaliert. Um also den „wahren“ prädizierten GAF Wert zu ermitteln
müsste das Ergebnis einer GAF Regression mit 10 multipliziert werden.

Abbildung 3.1: Die Abbildung zeigt schematisch welche Schritte durchlaufen werden, bis
das beste LSTM Modell gefunden wurde, welches schlussendlich an den Validierungsdaten
erprobt wird. Diese Daten bestehen aus den Stichproben des Studienzentrums Köln. Die
Daten der anderen Studienzentren sind Teil des Test-/Trainingsdatensatzes.



3.7 Versuchsaufbau 31

Ab
bi
ld
un

g
3.
2:

G
ro
be
r
Au

fb
au

de
s
LS

TM
N
et
zw

er
ke
s
w
el
-

ch
es

zu
r
Re

gr
es
si
on

ve
rw

en
de

tw
ir
d.

Ab
bi
ld
un

g
3.
3:

G
ro
be
r
Au

fb
au

de
s
LS

TM
N
et
zw

er
ke
s,
w
el
-

ch
es

zu
r
Kl
as
si
fik

at
io
n
he

ra
ng

ez
og

en
w
ir
d.



32 3. Material und Methoden

3.7.2 Kreuzvalidierung und Leave-Site-Out Validierung
Der Zweck der Kreuzvalidierung ist, die Auswahl eines Modells zu erleichtern, das eine ge-
neralisierbare Vorhersage aus der verfügbaren Stichprobe liefert. Ein Overfitting2 an den
Trainingsdatensatz kann so vermieden werden. Wenn die Kalibrierungsstichprobe klein ist,
werden die genauesten Schätzungen tendenziell von Modellen mit wenigen Parametern ge-
liefert [132]. In dieser Arbeit wird eine fünffache Kreuzvalidierung durchgeführt. Hierbei
wird bei jedem Durchlauf der Test-/Trainingsdatensatz in 5 gleich große Anteile aufgeteilt.
Diese anfänglich bestimmten Gruppenzugehörigkeiten ändern sichwährend der fünf Durch-
läufe nicht. Vier dieser fünf Anteile werden zum Trainingsdatensatz, während der fünfte
Datensatz zum Testen zurück gehalten wird. Die Rolle des Testdatensatzes rotiert mittels
einer Modulo-Operation während der fünf Durchläufe durch die fünf Gruppen hindurch.
Dabei entstehen fünf verschiedene LSTM Modelle, die jeweils an komplett unterschiedli-
chen Testdatensätzen getestet wurden. Abschließend wird das LSTM Modell ausgewählt,
welches den geringsten RMSE oder die höchste Genauigkeit auf dem Testdatensatz zeigte
[133]. Dieses Modell wird abschließend an den Daten, welche in Köln erhoben wurden,
validiert. Da die Daten dieses Rekrutierungs-Ortes (Site) nicht in die Erstellung des Modells
involviert wurde, handelt es sich um eine Leave-Site-Out Validierung. Dies führt zu einer
verbesserten Abschätzung der Gerneralisierbarkeit des jeweiligen Modells [130].

3.7.3 Aufbau der Zeitreihe
Die Zeitreihen wurden zunächst mit Hilfe der K-nearest Neighbor Methode vervollständigt
[134]. Dabei wurde diese Technik immer auf unterster Ebene angewendet. Das bedeutet
immer nachdem die Aufteilung durch die Kreuzvalidierung bereits abgeschlossen war, um
so ein mögliches Datenleck zu vermeiden. Die Training und Testdaten wurden also immer
separat vervollständigt. Auch die Validierungsdaten durchliefen diesen Prozess ohnemit den
Trainings- und Testdaten in Kontakt zu geraten.
Nicht alle Probanden haben den kompletten Beobachtungszeitraum von 36 Monaten durch-
laufen. Daher sind die Zeitreihen auf den letzten tatsächlich erhobenen Wert gekürzt wor-
den. Insgesamt ergaben sich Zeitketten in der Länge von 4 bis 10 Einheiten. Somit können
maximal 8 Punkte in die Zukunft prädiziert werden (IV3-IV36). Die ersten beiden Werte
einer Zeitkette bestehen immer aus einem retrospektiv erhobenen GAF/GF Wert und dem
aktuellen GAF/GF Wert.

2Mit dem Begriff „Overfitting“ wird eine Überanpassung beschrieben. Dies bedeutet, dass das Modell,
welches anhand der Trainingsdaten ein bestimmtes prädiktives Verhalten erlernt hat, welches an nicht gene-
ralisierbar ist und bei einem Validierungsdatensatz deutlich schlechtere Ergebnisse liefert [81].
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GAF/GF

Der GAF oder der GF stellen das Herzstück der jeweiligen Prädiktion dar. Einer dieser beiden
Metriken wird mit Hilfe der vorherigen Werte für den nächsten Zeitabschnitt prädiziert. Zu-
sätzliche dynamische, behavoriale Parameter (BDI, PANSS) können herangezogen werden.
Um einen Leistungsknick abbilden zu können, der im Rahmen der Basissymptome häufig
beschrieben wird, verwendeten wir zusätzlich zum aktuellen GAF Wert, den niedrigsten
GAF Wert zum letzten Monat, der retrospektiv zur Erstuntersuchung (T0) erhoben wurde.
So generierten wir aus einer Kette, die aus neun Erhebungen bestand, zehn Zeitpunkte. Als
Grenzwert wurde gemäß der aktuellen wissenschaftlichen Literatur bei den GAF Klassifika-
tionen stets ein Grenzwert von 65 herangezogen. Patienten mit einem guten Funktionsni-
veau hatten demnach einen GAF, der größer gleich 65 war [65]. Bei den GF Klassifikationen
wurde ein Grenzwert von 7 herangezogen. Patienten mit einem GAF kleiner 7 hatten ein
schlechtes Funktionsniveau. Auch hier stützten wir uns auf die verfügbare Literatur [107].

K- nearest neighbor (K–NN)

Bei der Mustererkennung ist der K-nearest neighbor (k-NN) Algorithmus eine von Thomas
Cover vorgeschlagene nichtparametrische Methode, die zur Klassifizierung und Regression
verwendet werden kann. In beiden Fällen besteht die Eingabe aus den k-nächsten Trainings-
beispielen im Merkmalsraum (Trainingsdaten). Eine Besonderheit des k-NN-Algorithmus
ist, dass er empfindlich auf die lokale Struktur der Daten reagiert[134]. Der K-nearest neigh-
bor Algorithmus kann auch zur Vervollständigung von Daten verwendet werden. Bei Letz-
terem werden alle Datensätze im Raum miteinander verglichen und die fehlenden Daten
mit den Werten des Datensatzes ergänzt, der dem zu vervollständigenden Datensatz im
diskreten Raum am meisten ähnelt [135].

3.7.4 Hyperparameteroptimierung
Nach der Aufbereitung der Datensätze, wurde eine Hyperparameteroptimierung durchge-
führt. In unserem Fall eine Bayesianische Optimierung. Diese Methode wurde 1975 erstmals
publiziert [136]. In Matlab läuft diese Methode mit folgenden Schlüsselelementen ab:

1. Erstellung eines Gaussischen Prozess Models der unbekannten Funktion f(x).

2. Ein Bayesianischer Aktualisierungsprozess, der das Gaussische ProzessModel der Funk-
tion f(x) bei jeder Evaluierung modifiziert.

3. Eine Erfassungsfunktion a(x) (basierend auf demGaußschen Prozessmodell von f(x)),
dessen globales Optimum bestimmt wird, um den nächsten Punkt x für die nächste
Evaluierung zu bestimmen.
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Bei f(x) handelt es sich um eine sogenannte Black Box Funktion. Der Algorithmus weiß zu-
nächst nie bei welcher Eingabe, welche Ergebnisse resultieren werden. Bei der Eingabe von
bestimmten Werten kann er aber den Verlauf der Funktion f(x) von Iteration zu Iteration
sukzessive annähern[137]. Mit Hilfe dieser Methode optimieren wir die Anzahl der LSTM
Neurone, der „fully-connected” Neurone, die wir auch als konventionelle Neurone bezeich-
nen, sowie die L2 Regularisierung und den Gradient Decay, der im Rahmen der RMSProp
Lernalgorithmus unsere Lernrate eklatant beeinflusst (siehe Einleitung 1.5.1). Zudem opti-
mieren wir mit dieser Methode die initiale Lernrate, sowie die Größe der Mini-Batches, die
für den RMSProp Algorithmus benötigt werden.
Es konnte gezeigt werden, dass der Bayesianische Optimierungsalgorithmus bessere Ergeb-
nisse liefert, als etwa Gridsearch3, eine Zufallssuche oder eine Auswahl der Parameter durch
Experten [139] [140].

3.7.5 L2 Regularisierung
Wie die Kreuzvalidierung dient die L2 Regularisierung der Reduktion eines möglichen Over-
fittings, welche sich durch eine schlechte Generalisierbarkeit unseresModells äußernwürde.
Eine L2 Regularisierung sorgt dafür, dass die Gewichte w unwichtiger Parameter ein Wich-
tung von beinnahe Null annehmen. Durch eine L2 Regularisierung kann das LSTM somit
bessere Vorhersagen bei bisher unbekannten Daten treffen [141].

3.7.6 Evaluierung
Balancierte Genauigkeit (Balanced Accuracy-BAC)

In den Experimenten, in denen wir zwischen guten und schlechten Outcomes klassifizieren,
verwenden wir die balancierte Genauigkeit, um die Korrektheit der Prädiktionen möglichst
realistisch abzubilden. Falls der Datensatz nicht balanciert ist, kann die regulär berechnete
Genauigkeit, fälschlicherweise zu gute Werte angeben. Dafür verwenden wir im Zuge dieser
Arbeit die balancierte Genauigkeit - kurz BAC [142]. Intern für das LSTMberechnetMATLAB
die Genauigkeit [127].

3Unter Gridsearch versteht man einen Hyperparameteroptimierungsalgorithmus, der verschiedene Hyper-
parameterkombinatioenen durch ein gitterartiges Muster (jeweils an den Kreuzungen des Gitters) im mathe-
matischen Raum, den die Hyperparameter bilden, testet[138].
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Genauigkeit

Die Genauigkeit beschreibt die Wahrscheinlichkeit, dass dem Probanden das korrekte Label
zugewiesen wurde.

Genauigkeit = SE · PR + SP · (1− PR) (3.8)

Die Genauigkeit wird von der Prävalenz (PR) beeinflusst. Bei Datensätze in denen eine
Gruppe deutlich seltener vertreten ist, kann die BAC deutlich abweichen, weswegen beide
Werte wichtige Parameter zur Abschätzung der Qualität eines Modells sind [143, 144]. In
Formel 3.8 bezeichnet PR die Prävalenz, SE die Sensitivität und SP die Spezifität unter Punkt
3.7.7 wird diese Notation fortgeführt.

Der mittlere quadratische Fehler (Rooted Mean square error - RMSE)

Dermittlere quadratische Fehler (RMSE) ist ein häufig verwendetesMaß für die Genauigkeit
eines Schätzers wiedergeben soll. Der RMSE kondensiert, die Abweichungen des Schätzers
in den Vorhersagen für verschiedene Zeitpunkte zu einem einzigen Wert.
Der RMSE ist maßstabsabhängig, daher kann er nicht zwischen unterschiedlich skalierten
Datensätzen verwendet werden [145].

Operationscharakteristik (ROC) und AUC

Da im Rahmen der Regressionsanalyse post - hoc erneute Klassifizierungen durch verschie-
dene Grenzwerte durchgeführt werden können, können jeweils die Richtig-Positiv-Rate (auch
bekannt als Sensitivität) und die Falsch-Positiv-Rate der jeweiligen Grenzwerte auf der x-
und y- Koordinate eingetragen werden, was die sogenannte ROC Kurve ergibt [146]. Die
AUC (eng: area under the curve) ist das Integral, welches die Fläche unterhalb der ROC Kur-
ve bildet. Im Rahmen dieser Arbeit wurde die AUC mit der Matlab internen „trapz” Funkti-
on ermittelt [147, 148]. Die Berechnung der AUC ist ein beliebtes Verfahren um Machine -
Learning - Algorithmen zu bewerten [149].

3.7.7 Klassifikation
Zunächst haben wir versucht mit Hilfe des LSTMs vorherzusagen, ob die Prognose der Pa-
tienten innerhalb des nächsten Zeitintervalls gut oder schlecht sein wird. Als Cutoff haben
wir beim GAF die 65 gewählt. Also GAF Werte, welche kleiner 65 waren, entsprachen einer
schlechten Prognose, während Werte größer gleich 65 mit einer guten Prognose gleichge-
setzt wurden [65, 150, 151].
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Beim GF entsprachen alle Werte kleiner sieben einer schlechten Prognose, während Wer-
te, die einer sieben entsprachen oder höhere Werte mit einer guten Prognose gleichgesetzt
worden sind. Beim GF kann ein Wert von 6,5 nicht vom Rater eingetragen werden. Gemäß
der Literaur[107] wurde ein Grenzwert von 7 herangezogen.

Sensitivität

Die Sensitivität (SE) beschreibt die Wahrscheinlichkeit, dass ein Testverfahren ein positives
Resultat ausgibt, wenn der zu detektierende Zustand tatsächlich vorliegt.

SE =
RPG

RPG+ FNG
(3.9)

Zur Berechnung werden die richtig positiv getesteten Probanden (RPG), sowie die falsch
negativ Getesteten (FNG) benötigt [152].

Spezifität

Die Spezifität (SP) beschreibt die Wahrscheinlichkeit, dass ein Testverfahren ein negatives
Ergebnis ausgibt, wenn der zu detektierende Zustand nicht vorhanden ist.

SP =
RNG

RNG+ FPG
(3.10)

Zur Berechnung die richtig negativ Getesteten (RNG), sowie die falsch positiv Getesteten
(FPG) herangezogen.

Positiv Prädiktiver Wert (PPW)

Der positiv prädiktive Wert gibt wieder, wie wahrscheinlich es ist, dass der zu detektierende
Zustand bei einem positiven Ergebnis auch tatsächlich vorhanden ist.

PPW = 100 · PR · SE
PR · SE + ((1− PR) · (1− SP ))

(3.11)

Wenn mehr sich der Wert den 100% annähert, desto besser ist das untersuchte Verfahren.
Um den PPW zu berechnen, werden die Prävalenz (PR), die Spezifität, sowie die Sensitivität
genutzt [143, 153].
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Negativ Prädiktiver Wert (NPW)

Der negativ Prädiktive Wert gibt die Wahrscheinlichkeit an, dass ein Merkmal tatsächlich
nicht vorhanden ist, wenn der betreffende Test ein negatives Ergebnis zeigt.

NPW = 100 · SP · (1− PR)

PR · (1− SE) + ((1− PR) · (SP ))
(3.12)

Der positive prädiktive Wert, sowie der negative prädiktive Wert sind von der Prävalenz der
gesuchten Merkmale abhängig. [143].

Positive - Likelihood - Ratio (PLR)

Die Positive Likelihood Ratio (PLR) ist ein Wert, der umso höher ist, je wahrscheinlicher ein
positives Testergebnis auch für das Vorhandensein des zu detektierenden Zustandes spricht.

PLR =
SE

1− SP
(3.13)

Eine Likelihood-Ratio größer als 1 bedeutet, dass das Testergebnis mit dem Vorliegen eines
Zustandes assoziiert ist [154, 152].

Negative - Likelihood - Ratio (NLR)

Die negative Likelihood Ratio beschreibt das Verhältnis zwischen der von 1 subtrahierten
Sensitivität und der Spezifität eines Merkmals.

NLR =
1− SE
SP

(3.14)

Eine Likelihood-Ratio kleiner als 1 suggeriert, dass das Testergebnis mit dem Nichtvorlie-
gen der Krankheit in Verbindung steht. Je weiter das Likelihood-Verhältnis von 1 entfernt ist,
desto stärker ist die Evidenz für das Vorliegen oder Nichtvorliegen des zu untersuchenden
Merkmals. Bei der NLR strebt man daher Werte an, die sich der 0 annähern. Likelihood-
Ratios über 10 und unter 0,1 gelten in den meisten Fällen als starker Beweis für den Aus-
schluss bzw. die Ablehnung einer Diagnose [155, 152].
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Konfidenzintervalle

Die NLR, PLR, der PPW, NPW, sowie die Spezifität und Sensitivität werden im Ergebnis-
teil gemeinsam mit den 95% Konfidenzintervallen (CI) angegeben. Ein Konfidenzintervall
schätzt ab in welchem Bereich sich ein Parameter bei einer erneuten Testung anhand ei-
nes anderen Datensatzes befinden könnte [152]. Der geschätzte Bereich soll bei erneuten
Testungen, die zu erwartenden Ergebnisse in 95% der Fällen abdecken. Zur Bestimmung
der Konfidentintervalle von Sensitivität und Spezifität wurden die exakten Clopper-Pearson
Konfidenzintervalle berechnet [156]. Zur Berechnung der Konfidenzintervalle für die Li-
kelihood - Ratios wurde die „Log Methode” verwendet [155]. Für die prädiktiven Werte
wurden die Konfidenzintervalle mit Hilfe des Logit kalkuliert [157]. Um die berechneten
Konfidenzintervalle abschließend zu überprüfen, wurde die Medcalc Software verwendet
[158].

3.7.8 Rekursives Prädiktionsmodell
Anders als das oben vorgestellte LSTM Modell kann das rekursive Prädiktionsmodell, wel-
ches auch im Rahmen dieser Dissertation erarbeitet wurde, mit Hilfe eines Regressions
LSTMs rekursiv nur mit den T0 Daten, die Verläufe eines Patienten bis IV 36 vorhersagen.
Dieses Modell basiert auf dem beschriebenen Modell zur Regression (siehe Abbildung 3.4).
Da eine Regression seinen Eingabewert zu IV3 vorherzusagen versucht. Diese Vorhersage
kann wiederum erneut in das trainierte LSTM Netz gefüttert werden.



Abbildung 3.4: Auf der Grafik ist zu erkennen, dass dem rekursiven Prädiktionsmodell ledig-
lich die Daten aus T0 (zwei Datenpunkte) gegeben werden. Da die darauffolgenden Prädik-
tionen dem LSTM immer wieder neu in die Eingabeschicht hinzugegeben werden, können
so Prädiktionen bis IV36 erfolgen. Und man kann somit auch die GAF Verläufe bis IV36 mit
den bloßen T0 Daten vorhersagen.
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3.8 Statistik
Im Rahmen dieser Arbeit wurde nicht nur deskriptive Statistik, also etwa die Berechnung
von Durchschnitten und Standardabweichungen durchgeführt, sondern es wurden auch
zahlreiche statistische Tests zum Gruppenvergleich herangezogen, die im Verlauf kurz er-
läutert werden.

3.8.1 Chi-Quadrat-Test
Der Chi-Quadrat-Test ist ein nicht-parametrischer statistischer Test, der zur Analyse von
Gruppenunterschieden herangezogen werden kann. Um ihn anwenden zu können, wird
keine Varianzgleichheit oder Homoskedastizität der Daten benötigt [159]. In der Familie
der Chi-Quadrat-Tests können drei Modi unterschieden werden, nämlich der Chi-Quadrat
Verteilungstest, der Chi-Quadrat Unabhängigkeitstest, sowie der Chi-Quadrat Homogeni-
tätstest. Im Zuge dieser Arbeit wird der Chi-Quadrat-Unabhängigkeitstest verwendet, um
zu überprüfen, ob zwei kategoriale Variablen in einer Stichprobe voneinander unabhängig
sind.

X2 =
m∑
i=1

k∑
j=1

(Nij − nij)2

nij
(3.15)

X2 symbolisiert die Testprüfgröße des Chi-Quadrat-Tests. Es gibt insgesamt n paarweise Be-
obachtungen, die sich auf m · k Kategorien verteilen. In der Kontingenztabelle verdeutlicht
m die Summe der Zeilen, k die Summe der Spalten.Nij entspricht den beobachteten Häufig-
keiten der Kategorie ij. Die Variable nij ergibt sich aus nij = pij · n. Die Wahrscheinlichkeit,
dass die Kategorie ij auftritt entspricht pij. Erst bei einem ausreichend großen Nij kann
von einer Chi-Quadrat Verteilung mit (m− 1)(k − 1) Freiheitsgraden ausgegangen werden
[152]. Ein signifikanter Chi-Quadrat-Test teilt uns mit, dass die Verteilung der beobachteten
Werte von den erwarteten Werten abweicht, sagt uns aber nicht, wo die Diskrepanz in der
Kontingenztabelle liegt [160].

3.8.2 Exakter Fisher Test
Der exakte Test von Fisher ist ein statistischer Signifikanztest, der bei der Analyse von Kon-
tingenztabellen verwendet wird. Er ist selbst für sehr kleine Stichproben oder Kategorien
mit niedriger Frequenz anwendbar [161]. Daher wird dessen Anwendung empfohlen, wenn
die Häufigkeit von 5 einer Kategorie unterschritten wird. Er ist für alle Strichprobengrößen
gültig [162].
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P (Ha = a) =
(a+ b)!(c+ d)!(a+ c)!(b+ d)!

n!a!b!c!d!
=

(
a+c
a

)(
b+d
b

)(
n
a+b

) (3.16)

Die Buchstaben a,b,c,d entsprechen den jeweiligen Werten in der 2x2 Kontingenztabelle. n
entspricht der Summe aller beobachteten Kategorien innerhalb der Tabelle. Ursprünglich
war der exakte Fisher Test nur für 2x2 Kontingenztabellen ausgerichtet. Diese Formel ist
unter 3.15 abgebildet [163].

3.8.3 Wilcoxon Rangsummen Test
Der Wilcoxon-Rangsummentest ist ein statistischer Test, der für nicht parametrische, ordi-
nalskalierte Daten herangezogen werden kann. Dieser wurde von Frank Wilcoxon im Jahre
1945 entwickelt. Der Mann-Whitney-U-Test ist ein äquivalenter Test [164]. Der Wilcoxon
Rangsummen Test wird in dieser Arbeit durch die Matlab Methode ranksum(x, y) berech-
net. WR entspricht der Wilcoxon-Rangsumme.

WR =
∑
i=1

R(Xi) (3.17)

R(Xi) entspricht dem Rang der i-ten X in der gepoolten, geordneten Stichprobe[152].
Durch eine z-Statistik wird der p-Wert durch ranksum angenähert. Die Variable µWR

ent-
spricht dem Durchschnitt und σWR

der Varianz der berechneten Wilcoxon-Rangsummen.

z =
WR − µWR√

σ2
WR

(3.18)

Matlab nutzt zur Berechnung der z-Statistik folgende Formel:

z =
WR − [n1n2+n1(n1+1)

2
]− 0.5 ∗ sign(WR − µWR

)√
n1n2(n1+n2+1−tiescor)

12

(3.19)

Wir nehmen an, dass zwei unabhängige Stichproben der Größen n1 und n2 vorliegen und
n1 < n2. Die Matlab interne Formel tiescor dient der Adjustierung der Rangsummen. Die
Methode sign gibt eine Matrix der gleichen Dimensionen des Inputs aus, welche je nach
Wert der jeweiligen Elemente nur die Werte 1, 0, -1 annimmt, falls es sich bei keiner Zahl
um eine komplexe Zahl handelt [165].
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3.8.4 Zweistichproben T-Test
Zum Vergleich der Altersverteilungen zwischen den Gruppen wurde auch der T-Test im Rah-
men dieser Arbeit verwendet. Der Zweistichproben-t-Test prüft mit Hilfe der Mittelwerte x
hier dargestellt als: x1 und x2 zweier Stichproben, ob die Mittelwerte µ1 und µ2 der zugehö-
rigen Grundgesamtheiten verschieden sind. Es wird angenommen, dass die Varianz beider
Stichproben gleich ist. Zudem sind die untersuchten Daten metrisch verteilt. Der Zweistich-
proben T- Test kann mit folgender Formel dargestellt werden.

t =
x1 − x2

sp
√

1
n1

+ 1
n2

(3.20)

sp =

√
(n1 − 1)s2

1 + (n1 − 1)s2
2

n1 + n2 − 2
(3.21)

Die Stichprobengröße der jeweiligen Gruppe entsprechen den Variablen n1 und n2. Die je-
weiligen Stichprobenvarianzen werden mit dem Symbol s2 dargestellt [152, 166].

3.8.5 Spearman Rangkorrelation
Die Rangkorrelationsanalyse nach Spearman kann den linearen Zusammenhang zweier
mindestens ordinalskalierter Variablen berechnen. Diese kann auch bei Ausreißern relia-
bel angewendet werden [167]. Der Spearmankorrelationskoeffizient kann positive, sowie
negative Korrelationen anzeigen. Bei Ersterem korrelieren hohe Werte der Variable A mit
hohen Werten der Variable B.
Für eine Probe der Größe n, werden die n Rohwerte aus den zwei zu vergleichenden Va-
riablen Xi und Yi zu den Rängen rgXi

und rgYi konvertiert. Der Spearmankorrelationsko-
effizient rs oder ρ ist definiert als der Korrelationskoeffizient nach Pearson zwischen den
Rangvariablen und wird demnach aus folgender Formel berechnet:

rs = ρrgX ,rgY
=

cov(rgX , rgY )

σrgX
σrgY

(3.22)

Mit σrgX
und σrgY

werden die Standardabweichungen der Rangvariablen dargestellt [168].
Wir korrelieren die durch das Regressions-LSTM berechneten GAF/ GF Vorhersagen mit den
tatsächlichen Werten mit Hilfe der Spearman Rangkorrelation. Bei den Ausgabewerten des
LSTM Netzwerkes handelt es nicht um ganze Zahlen. Die tatsächlichen GAF / GF Werte
sind ganzzahlig.



Kapitel 4

Ergebnisse

Für unsere Analyse haben wir die Daten aus 36 Monaten, die im Rahmen des PRONIA
Projekts erhoben wurden, verwendet. Insgesamt 881 Datensätze sind im August 2020 zur
Verfügung gestellt worden, nachdem leere und Datensätze ohne Einverständniserklärung
entfernt worden waren. Davon konnten 16% dem Herkunftsort Köln zugeordnet werden.
310 der Datensätze gehörten zu ROP Patienten, 283 Datensätze zu ROD Patienten und 286
waren CHR Patienten. Dies ergab 879 Patientendaten mit eindeutiger Gruppenzugehörig-
keit. Der Datensatz bestand aus 420 Frauen und 459 Männern. 34 Datensätze beinhalteten
keine Angabe im Bezug auf das Geschlecht. Das Durchschnittsalter der Patienten belief sich
auf 24,96 Jahre (SD = 5,80).

Abbildung 4.1: Die Abbildung zeigt
die Altersverteilung bei Männern und
Frauen im Test-/Trainingsdatensatz
(n=398)

Abbildung 4.2: Die Abbildung zeigt
die Altersverteilung bei Männern
und Frauen im Validierungsdatensatz
(n=96)

Etwas mehr Frauen (nCHR = 147 NROD = 145) als Männer (nCHR = 139, NROD = 138)
gehörten der CHR Gruppe, sowie der depressiven Gruppe an, während mehr Männer mit
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der Gruppenzugehörigkeit ROP (nFrauen = 128, NMänner = 182) eingeschlossen worden wa-
ren. Insgesamt stammten 141 Datensätze aus dem Studienzentrum in Köln. Die restlichen
470 Datensätze stammten aus den anderen Studienzentren. Nachdem zu lückenhafte oder
fehlerhafte Datensätze gemäß Abschnitt 3.7.1 entfernt worden waren, blieben insgesamt
96 Datensätze übrig, die in Köln rekrutiert wurden. Zur Entwicklung der LSTM Modelle
konnten abschließend 398 Datensätze herangezogen werden, die aus neun unterschiedli-
chen Studienzentren stammten. Im Validierungsdatensatz befanden sich 40 ROD, 26 CHR
und 36 ROP Patienten. Im Test-/Trainingsdatensatz waren 118 ROD, 140 CHR, und 140
ROP Patienten. Ein Chi-Quadrat Test zeigte, dass keine signifikanten Verteilungsunterschie-
de zwischen den beiden Datensätzen vorhanden waren (χ2: FG = 2; Chi2 Statistik = 4,65;
P = 0,10). Die 96 Stichproben des Validierungsdatensatzes beinhalteten 51 Männer und
45 Frauen. Die Verteilung bezüglich der jeweiligen Häufigkeiten war verglichen mit dem
Test-/Trainingsdatensatz nicht signifikant unterschiedlich. Mit 210 Männern und 188 Frau-
en belief sich der Qui-Quadrat Wert auf 0,01. und der p-Wert auf 0,95 (χ2: FG = 1; N= 398;
Chi2 Statistik = 0,01; P = 0,95). Das Alter der Probanden unterschied sich im Validierungs-

Test-/Trainingsdatensatz
Bei Einschluss Mittel-

wert
Standard-
abweichung

Median Minimum Maximum

GAF D/I letztes Jahr 66,65 14,63 69 7 95
letzten Monat 51,53 14,71 50 6 90

GAF S letztes Jahr 65,38 14,76 65 6 99
letzten Monat 49,81 14,06 51 5 91

GF R bester Wert letztes Jahr 8,05 0,99 8 4 10
aktueller Wert 5,70 1,82 6 1 10

GF S bester Wert letztes Jahr 7,07 1,33 7 2 10
aktueller Wert 6,20 1,42 6 2 10

Tabelle 4.1: Die Tabelle zeigt die GAF und GFWerte des Test-/Trainingsdatensatzes. N=398

und im Test-/ Trainingsdatensatz nicht signifikant voneinander (T-Test: t= 0,16; FG = 505;
SD= 5,90; P = 0,88). Das durchschnittliche Alter in Test-/Trainingsdatensatz belief sich bei
einer Standardabweichung von 6,02 auf 24,54. Der älteste Proband war 40,92 Jahre alt - der
Jüngste 15,00. Im Validierungsdatensatz betrug das Durchschnittsalter 24,21 Jahre (n= 96;
SD = 5,44; min = 17; max = 40,7). Die Durchschnitte des GAF D/I bei Einschluss beliefen
sich auf 66,64letztesJahr (n = 398; SD = 14,63; min = 7; max = 95) und 51,53letztenMonat

(n = 398; SD = 14,71; min = 6; max = 90), sowie auf 66,31letztesJahr (n = 96; SD =
12,19; min = 31; max = 91) und 51,04letztenMonat (n = 96; SD = 13,95; min = 21; max
= 85) im Validierungsdatensatz. Die zugehörigen Wilcoxon Rangsummentests(WR) waren
jeweils nicht statistisch signifikant (WR GAF D/I letztesJahr: Z = 0,54; P = 0,59) - (WR GAF
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D/I letztenMonat: Z = -0,88; P = 0,38). Beim Vergleich der GAF SletztesJahr Validierungs- mit
den Test-/Trainingsdaten waren die Durschnittswerte mit Werten von 63,51 (n = 96; SD =
12,31; min = 25; max = 90) und 65,38 (n = 398; SD= 14,76; min = 6; max = 99) ähnlich.
Dementsprechend fand sich kein statistisch signifikanter Unterschied (WR GAF SletztesJahr:
Z = 1,40; P = 0,16). Die GAF S Werte, welche den Zeitraum innerhalb des letzten Monats
bei Einschluss bewerten sollen, waren mit durchschnittlich 49,80 (n = 398; SD = 14,06;
min = 5; max = 91) und 49,93 (n = 96; SD = 12,75; min = 15; max = 70) jeweils nied-
riger. Auch hier fand sich kein statistisch signifikanter Unterschied (WR GAF SletztenMonat:
Z = -0,54; P = 0,59). Auch bei dem GF R zeigten sich keine Unterschiede zwischen den
Gruppen (WR GF RbesterWertletztesJahr:Z = 0,79; P = 0,43) - (WR GF RaktuellerWert: Z = -0,37;
P = 0,71). Die Standardabweichungen, der Median, sowie Minima und Maxima des GF R,
aber auch des GF S und der GAF Werte können in Tabelle 4.1 und 4.2 eingesehen werden.
Beim GF S verhielt es sich wie mit den vorhergehenden Metriken. Sowohl bei Betrachtung
des besten Wertes innerhalb des letzten Jahres, (WR GF S besterWertletztesJahr: Z = 1,33; P =
0,19) sowie bei Betrachtung des aktuell besten Wertes (WR GF saktuellerWert: Z = 0,60; P =
0,55), zeigten sich keine statistisch signifikanten Unterschiede.

Validierungsdatensatz p-Wert
Bei Einschluss Mittel-

wert
Standard-
abweichung

Median Minimum Maximum Wilcoxon
Rangtest

GAF D/I letztes Jahr 66,31 12,19 65 31 91 0,56
letzten Monat 52,49 13,96 55 21 81 0,32

GAF S letztes Jahr 63,51 12,31 63 25 90 0,13
letzten Monat 49,94 12,75 51 15 70 0,57

GF R bester Wert letztes Jahr 7,12 1,15 7 2 9 0,46
aktuell bester Wert 5,88 1,34 6 2 8 0,57

GF S bester Wert letztes Jahr 6,85 1,32 7 3 9 0,18
aktuell bester Wert 6,03 1,40 6 3 8 0,58

Tabelle 4.2: Die Tabelle zeigt die GAF und GF Werte des Validierungsdatensatzes bei Ein-
schluss. Mittels eines Wilcoxon Rang Tests wurden die Daten mit dem Test- und Trainings-
datensatz verglichen (n=96).
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4.1 Prädiktionen durch neuronale Netze
Bei allen Prädiktionen, welche im Rahmen dieser Arbeit präsentiert werden, optimierten wir
die Hyperparameter mit Hilfe des Bayesianischen-Optimierungs-Algorithmus (siehe Materi-
al und Methoden 3.7.4). Die ermittelten Werte, werden bei den folgenden Modellen jeweils
angegeben, um die Reproduzierbarkeit zu vereinfachen.
Theoretisch wäre es im Rahmen des implementierten Skriptes möglich LSTM Modelle für
den GAF D/I, den GAF S, den GF R, sowie den GF S optimieren zu lassen. Dabei können
als weitere Variablen der GF R negativ, GF S negativ, der BDI1 Summenwert oder der PAN-
SS2 hinzugewählt werden. In dieser Arbeit zeigen wir die Ergebnisse der Modelle, welche
lediglich die Funktionsniveauskalen verwendeten. Im Folgenden zeigen wir eine sinnvolle
Auswahl möglicher Modelle.

4.2 Prädiktion mit LSTM Netzen

4.2.1 GF S
Klassifikation

Orientierend an der wissenschaftlichen Arbeit aus unserem Haus [107] wurde für die GF
S Klassifikation ein Grenzwert von 7 herangezogen (siehe Material und Methoden). Fol-
gende Einstellungen wurden im Rahmen der Bayesianischen Hyperparameter Optimierung
gefunden:

• initiale Lernrate : 0,0013

• Größe der Minibatches : 13

• L2 Regularisierung: 2,0532e−5

• Gradient Decay: 0,8537

• Anzahl LSTM Neurone: 14

• Anzahl konventioneller Neurone: 22
1Das Beck-Depressions-Inventar [169] ist ein psychologisches Testverfahren, das depressive Symptome

erfasst. Dieser kann zwischen depressiven und nicht-depressiven Probanden unterscheiden. 1996 wurde die
revidierte Version des BDI, der BDI-II veröffentlicht. Diese Kriterien wurden passend zu den DSM-IV-Kriterien
umformuliert und verbessert [170].

2Die Positiv-Negativ-Syndrom-Skala (PANSS) ist ein Fragebogen, der zur Messung der Symptomschwere
bei Patienten mit Schizophrenie verwendet wird und aus 30 Elementen besteht. Dieser wurde 1987 erstmals
publiziert[171].
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Die BAC über den gesamten Datensatz belief sich auf 85,04% (siehe Tabelle 4.3) und wich
leicht von der Genauigkeit, die 86,04% betrug, ab. Der Algorithmus detektierte zukünftige
schlechte GF S Werte mit einer guten Sensitivität von 81,25% (95% CI: 75,51% - 86,14%)
und einer Spezifität von 88,83%(95% CI: 85,25% - 91,80%) (χ2: FG=1, N = 609; Chi2 Sta-
tistik = 298,55; P< 0,00001). Die positive Likelihood Ratio (PLR) belief sich auf 7,27 (95%
CI: 5,45 - 9,71) und der positiv prädiktive Wert (PPW) könnte mit 80,89% (95% CI: 76,03%
- 84,96%) beziffert werden. Der negativ prädiktive Wert (NPW) war mit einem Wert von
89,06% (95% CI: 86,08% - 91,47%) etwas geringer. Die negative Likelihood Ratio (NLR)
war 0,21 (95% CI: 0,16 - 0,28). Die Prävalenz einer schlechten Prognose lag bei einem
Grenzwert von 7 bei 36,78% (95% CI: 32,94% - 40,75%).
Die Performance unterschied sich zwischen den Testgruppen. Die ROD Patienten wiesen ei-
ne Sensitivität von 84,26% (95% CI: 76,00% - 90,55%) und einer Spezifität von 91,76%
(95% CI: 86,57% - 95,42%) auf (χ2: FG=1, N= 278; Chi2 Statistik = 162,40; P< 0,00001).
Eine schlechter GF S Wert war bei den ROD Patienten mit einer Prävalenz von 38,85% (95%
CI: 32,05% - 43,75%) vorzufinden. Hieraus kann der PPW berechnet werden, der 86,67%
(95% CI: 79,63% - 91,53%) betrug. Der NPW war mit 90,17% (95% CI: 85,54% - 93,43%)
niedriger. Die Genauigkeit des Modells erzielte an den Validierungsdaten einen Wert von
88,85%. Die BAC betrug 88,01%. Bei den Probanden aus der ROD Gruppe konnte für die
NLR ein Wert von 0,17 (95% CI: 0,11 - 0,27) und für die PLR ein Wert von 10,23 (95% CI:
6,15 - 17,01) ermittelt werden.

alle Gruppen ROD CHR ROP N
über alle Zeitpunkte 85,04% 88,01% 82,48% 82,40%
IV3 73,08% 75,96% 76,79% 67,50% 96
IV6 88,25% 94,23% 80,77% 88,28% 96
T1 91,83% 91,58% 87,50% 100,00% 92
IV12 83,01% 91,48% 75,83% 77,27% 84
IV15 91,05% 91,18% 93,33% 94,12% 82
T2 88,43% 87,73% 94,12% 87,06% 81
IV27 78,01% 82,06% 80,00% 65,00% 47
IV36 85,71% 83,33% 100,00% 83,33% 31

Tabelle 4.3: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse der
GF S Prädiktionen. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen
der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war: 85,04%.
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Bei den CHR Patienten belief sich die Sensitivität auf 79,66% (95% CI: 67,17% - 89,02%),
sowie die Spezifität auf 85,29%(95% CI: 76,91% - 91,53%) (χ2: FG=1; N = 161; Chi2 Sta-
tistik = 63,88; P< 0,00001). Die Prävalenz lag bei 36,65% (95% CI: 29,20% - 44,59%). Für
den PPW und den NPW konnten die Werte 75,81% (95% CI 65,86% - 83,57%) und 87,88%
(95% CI: 81,30% - 92,36%) ermittelt werden. Die PLR ist 5,42 (95% CI: 3,34 - 8,80) und
die NLR betrug 0,24 (95% CI: 0,14 - 0,40). Unter den ROD Patienten zeigte sich für die
Genauigkeit ein Wert von 83,23%. Die BAC konnte mit einem Wert von 82,48% beziffert
werden.
Bei den ROP Patienten konnte der Algorithmus mit einer Sensitivität von 77,19% (95% CI:
64,16% - 87,26%) ein schlechtes Outcome vorhersagen. Die Spezifität bei psychotischen
Patienten ergab einen Wert von 87,61% (95% CI: 80,09% - 93,06%). Ein Chi-Quadrat Test
zeigte auch hier, dass das GF S LSTM Modell keine zufälligen Entscheidungen traf (χ2:
FG=1; N = 170; Chi2 Statistik = 70,79; P < 0,00001). Die Prävalenz war mit 33,53%
(95% CI: 26,48% - 41,16%) etwas niedriger. Auch hier war der NPW mit 88,39% (95% CI:
82,46% - 92,50%) höher als der PPW 75,86% (95% CI: 65,36% - 83,96%). Die BAC Werte
des Validierungsdatensatzes können in Tabelle 4.3 eingesehen werden. Für die Probanden
aus der ROP Gruppe betrug die BAC innerhalb dieses Modells 82,40%. Die Genauigkeit be-
lief sich auf 84,12%. Die PLR betrug 6,23 (95% CI: 3,74 - 10,38) und die NLR konnte mit
einem Wert von 0,26 (95% CI: 0,16 - 0,42) beziffert werden. Abbildung 4.3 zeigt den Trai-
ningsverlauf des LSTM Modells, welches für die beschriebenen Ergebnisse herangezogen
wurde.

Regression

Bei der Regression wurde jeweils versucht den möglichst genauen GF S Wert zum nächsten
Zeitpunkt zu prädizieren. Zur Berechnung der Güte des ermittelten LSTM Modells wur-
de hierfür der RMSE (siehe Material und Methoden 3.7.6) herangezogen. Da hierfür ein
erneutes LSTM Modell trainiert werden muss, wurden die Hyperparameter mit Hilfe der
Bayesianischen Optimierung folgendermaßen ausgewählt:

• initiale Lernrate : 0,0013

• Größe der Minibatches : 13

• L2 Regularisierung: 2,0532e−5

• Gradient Decay: 0,8537

• Anzahl LSTM Neurone: 14

• Anzahl konventioneller Neurone: 22
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Der RMSE betrug bei Betrachtung aller Gruppen und Zeitpunkte 0,72 (siehe Tabelle 4.4).
Zur Berechnung wie stark die prädizierten und die tatsächlichen Werte miteinander kor-
relieren, wurde der Rangkorrelationskoeffizient nach Spearman berechnet. Dieser betrug
Sρ= 0,81 (N=609; P < 0,00001) (siehe Abbildung 4.4).

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 0,72 0,69 0,73 0,72
IV3 0,98 0,96 1,07 0,91
IV6 0,74 0,57 1,01 0,67
T1 0,72 0,80 0,66 0,67
IV12 0,60 0,61 0,61 0,58
IV15 0,61 0,71 0,59 0,43
T2 0,57 0,62 0,60 0,44
IV27 0,72 0,40 0,81 1,20
IV36 0,55 0,48 0,79 0,44

Tabelle 4.4: Die Tabelle zeigt die RMSE Ergebnisse des GF S Regressions Modells. Die Zeilen
zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden definieren.
Der RMSE über alle Zeitpunkte und Gruppen war: 0,72.

Die Area under the curve (AUC) des GF S Regressions Modells betrug 0,90 (siehe Abbil-
dung 4.5). Post-hoc wurden die Ergebnisse der Regression in gute (≥ 7) und in schlechte
GF S (<7) Prognosen unterteilt. Das sich hieraus ergebende Modell konnte auf dem Vali-
dierungsdatensatz, welches nur Daten aus dem Uniklinikum Köln beinhaltete, eine Sensi-
tivität von 88,84% (95% CI: 83,97%- 92,65%) und eine Spezifität von 80,52% (95% CI:
76,20%- 84,36%) erreichen. Die BAC belief sich somit auf 84,68% und die Genauigkeit
auf 83,58%. Die jeweiligen BAC Werte, über die Zeitabschnitte und die Probandengruppen
hinweg, können in Tabelle 4.5 eingesehen werden. Der Positiv-Prädiktive-Wert (PPW) der
Post-Hoc Klassifikation konnte mit 72,63% (95% CI: 68,30% - 76,57%) beziffert werden,
während die PLR 4,56 (95% CI: 3,70 - 5,62) betrug. Der Negativ-Prädiktive-Wert (NPW)
war mit 92,54% (95% CI: 89,52% - 94,74%) höher als der PPW. Die NLR betrug 0,14 (95%
CI: 0,10 - 0,20). Die Prävalenz einer schlechten Prognose lag bei einem Grenzwert von 7 bei
36,78% (95% CI: 32,94% - 40,75%). Ein Chi-Quadrat Test zeigte, dass die Prädiktionen des
LSTMs nicht zufällig waren (χ2: FG=1; N = 609; Chi2 Statistik = 275,25; P < 0,00001).
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Abbildung 4.4: Der Graph zeigt die die
Ergebnisse der Korrelation nach Spear-
man, wenn tatsächliche Werte und Prä-
diktionen des GF S LSTMs auf der x und y
Achse gegenübergestellt werden. Sρ wur-
de mit 0,81 berechnet. Der p-Wert belief
sich auf 7,29e−142.

Abbildung 4.5: Die Abbildung zeigt die
ROC Kurve des GF S LSTM Regressions-
modells. Anhand verschiedener Grenz-
werte wurde jeweils die TPR und die FPR
berechnet und auf den Achsen aufgetra-
gen. Die AUC ist 0,90.

Bei den ROD Patienten war die BAC mit 88,19%, aber auch die Genauigkeit mit 87,41%
höher. Die Sensitivität rangierte mit 91,67% (95% CI: 84,77% - 96,12%) oberhalb der 90%
Marke. Die Prävalenz eines niedrigen GF S betrug unter den ROD Patienten im Validierungs-
datensatz 38,85% (95% CI: 33,09% - 44,85%). Hieraus können der PPW und der NPW be-
rechnet werden, die 79,20% (95% CI: 72,69% - 84,49%) und 94,12% (95% CI: 89,51% -
96,77%) betrugen. Die PLR und die NLR beliefen sich auf 5,99 (95% CI: 4,19 - 8,58) und
0,10 (95% CI: 0,05 - 0,18). Ein hoch signifikanter Chi-Quadrat Test belegte, dass es sich
um keine zufälligen Vorhersage von Seiten des Modells handelt (χ2: FG=1; N = 278; Chi2
Statistik = 155,66; P < 0,00001).
Sowohl eine leicht niedrigere Genauigkeit (78,88%) als auch BAC (80,48%) lag bei den
CHR Patienten vor. Die Sensitivität war mit 86,44% (95% CI: 75,02% - 93,96%) höher als
die Spezifität bei 74,51% (95% CI: 64,92% - 82,62%). Der NPW war mit 90,48% (95% CI:
83,16% - 94,81%) deutlich höher als der PPW, der 66,23% (95% CI: 58,10% - 73,51%) be-
trug. Die PLR war 3,39 (95% CI: 2,40 - 4,80) und die NLR 0,18 (95% CI: 0,09 - 0,35). Die
Chi-Quadrat Test war erneut hoch signifikant (χ2: FG=1; N = 161; Chi2 Statistik = 55,65;
P < 0,00001). Bei den ROP Patienten war die Sensitivität mit 85,96% (95% CI: 74,21% -
93,74%) ebenfalls höher als die Spezifität mit 79,65% (95% CI: 71,04% - 86,64%). Die BAC
und die Genauigkeit betrugen 82,80% und 81,76%. Aus einer Prävalenz von 33,53% (95%
CI: 26,48% - 41,16%) ergab sich ein PPW von 68,06% (95% CI: 59,31% - 75,69%) und ein
NPW von 91,84% (95% CI: 85,46% - 95,56%). Die PLR konnte man auf 4,22 (95% CI: 2,89
- 6,17) beziffern. Die NLR war mit 0,18 (95% CI: 0,09 - 0,34) niedrig. Ein Chi-Quadrat Test
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zeigte auch bei ROP Patienten einen hoch-signifikanten p-Wert (χ2: FG=1; N = 170; Chi2
Statistik = 64,14; P < 0,00001).

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 84,68% 88,19% 80,48% 82,80%
IV3 75,17% 81,84% 77,38% 65,00%
IV6 87,89% 90,38% 80,77% 92,10%
T1 87,85% 90,35% 80,00% 94,74%
IV12 85,51% 92,32% 73,33% 86,36%
IV15 86,17% 89,36% 86,67% 85,24%
T2 88,86% 86,52% 91,18% 94,12%
IV27 81,48% 89,12% 80,00% 65,00%
IV36 81,55% 77,08% 100,00% 83,33%

Tabelle 4.5: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse
der GF S Vorhersagen. Die Regressionsergebnisse wurden post hoc in gute und in schlechte
Prognosen (<7) unterteilt. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die
Gruppen der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war:
84,68%.

Rekursives Modell

Das rekursive Modell verwendete lediglich die erhobenen GF S Werte bei T0 um eine Vor-
hersage bis IV36 zu treffen.

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 0,93 0,95 0,86 0,99
IV3 0,98 0,96 1,07 0,91
IV6 1,05 0,82 1,39 0,95
T1 1,10 1,04 1,14 1,12
IV12 1,08 1,07 1,29 0,89
IV15 1,02 1,16 1,10 0,78
T2 1,10 1,16 1,24 0,90
IV27 1,23 1,27 1,40 1,03
IV36 0,80 1,03 0,69 0,66

Tabelle 4.6: Die Tabelle zeigt die RMSE Ergebnisse des rekursiven GF S Modells. Die Zeilen
zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden definieren.
Der RMSE über alle Zeitpunkte und Gruppen war: 0,93.
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Mittels des Spearman Korrelationskoeffizienten wurde ein Sρ von 0,57 ermittelt (N=609; P
<0,00001). Der RMSE über alle Zeitpunkte war mit 0,93 höher (siehe Tabelle 4.6) und die
AUC mit 0,78 niedriger (siehe Abbildung 4.6) als bei dem vorhergehenden Modell. Nach-
träglich wurden die Regressionsergebnisse zwischen guten (≥ 7) und schlechten (<7) GF S
Werten separiert. Danach konnte eine Sensitivität von 75,89% (95% CI: 69,75% - 81,35%)
eine Spezifität von 65,71% (95% CI: 60,74% - 70,45%), ein PPW von 56,29% (95% CI:
52,40% - 60,10%) und eine PLR von 2,21 (95% CI: 1,89 - 2,59) ermittelt werden. Dem ge-
genüber belief sich der NLR und der NPW auf 0,37 (95% CI: 0,29-0,47) und 82,41% (95%
CI: 78,60% - 85,66%). Die Prävalenz eines eines schlechten GF S Wertes betrug 36,78%
(95% CI: 32,94% - 40,75%). Die BAC dieses Modells bezifferte, wie auch in Tabelle 4.7
eingesehen werden kann über alle Gruppen und Zeitpunkte eine BAC von 70,80%. Die Ge-
nauigkeit war mit einemWert von 69,46% etwas niedriger. Der Chi-Quadrat Test zeigt einen
signifikante Ergebnisse bei den vorhersagen des Modells (χ2: FG=1; N = 609; Chi2 Statistik
= 98,07; P < 0,00001). Es handelte sich somit um keine zufälligen Prädiktionen.

Abbildung 4.6: Die Abbildung zeigt die ROC Kurve des rekursiven GF S LSTM Modells. Es
wurden mit verschiedenen Grenzwerten die TPR, sowie FPR berechnet und so eine dem
Regressionsmodell zugehörige ROC Kurve gebildet. Die AUC war 0,78.
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alle Gruppen ROD CHR ROP N
über alle Zeitpunkte 70,80% 75,36% 64,16% 70,00%
IV3 75,17% 81,84% 77,38% 65,00%
IV6 70,92% 75,55% 65,38% 72,49%
T1 69,78% 75,41% 63,33% 66,45%
IV12 71,88% 73,86% 55,00% 83,92%
IV15 67,34% 71,01% 65,71% 66,47%
T2 66,36% 67,42% 69,41% 66,47%
IV27 68,23% 74,12% 46,67% 75,00%
IV36 82,44% 93,75% 70,00% 83,33%

Tabelle 4.7: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse der
GF S Prädiktionen. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen
der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war: 70,80%.

Die Sensitivität und die Spezifität rangierte bei den ROD Patienten bei 77,78% (95% CI:
68,76% - 85,21%) und 72,94% (95% CI: 65,61% - 79,46%). Die Genauigkeit der ROD
Vorhersagen des rekursiven Modells betrug 74,82% und die BAC 75,36%. Die Prävalenz
schlechter GF S Werte war 38,85% (95% CI: 31,01%- 42,65%) und entsprach auch der vor-
beschriebenen Prävalenz bei ROD Patienten im Rahmen der GF S Analyse. Hieraus konnte
der PPWmit einemWert von 64,62% (95% CI: 58,31% - 70,45%) und der NPWmit 83,78%
(95% CI: 78,21% - 88,15%) berechnet werden. Die PLR und die NLR lagen bei 2,87 (95%
CI: 2,20 - 3,75) und 0,30 (95% CI: 0,21 - 0,44) (Chi2: FG=1; N = 278; Chi2 Statistik =
68,24; P < 0,00001). Bei den CHR Patienten konnte die Genauigkeit der GF S Analyse
auf 62,73% und die BAC auf 64,16% (siehe Tabelle 4.7) beziffert werden. Die Sensitivität
war mit 69,49% (95% CI: 56,13% - 80,81%) höher als die Spezifität bei 58,82% (95% CI:
48,64% - 68,48%). Der NPW betrug 76,92% (95% CI: 68,70% - 83,51%) und der PPW
belief sich auf 49,40% (95% CI: 42,28% - 56,54%). Die NLR war mit 0,52 (95% CI: 0,34
- 0,79) hoch, aber niedriger als die PLR mit 1,69 (95% CI: 1,27 - 2,25). Auch hier zeigte
ein Chi-Quadrat Test statistisch signifikante Ergebnisse (χ2: FG=1; N = 161; Chi2 Statistik
= 12,00; P < 0,00001). Die ROP Patienten zeigten mit einer BAC von 70,00% und einer
Genauigkeit von 67,06% bessere Ergebnisse als die Probanden der CHR Gruppe. Die Sensi-
tivität betrug innerhalb dieser Subpopulation 78,95% (95% CI: 66,11% - 88,62%) und die
Spezifität 61,06% (95% CI: 51,44% - 70,09%). Der PPW lag bei 50,56% (95% CI: 43,92% -
57,19%), während der NPWmit einemWert von 85,19% (95% CI: 77,30% - 90,66%) höher
war. Die NLR bezifferte 0,34 (95% CI: 0,20 - 0,58) und die PLR 2,03 (95% CI: 1,55 - 2,65).
Der Chi-Quadrat Test war statistisch signifikant (Chi2: FG=1; N = 170; Chi2 Statistik =
24,31; P < 0,00001).
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4.2.2 GF R
Klassifikation

Wie auch bei der vorhergehenden GF S Klassifikation wird hier ein Grenzwert von 7 her-
angezogen. Folgende Einstellungen sind im Rahmen der Bayesianischen Hyperparameter
Optimierung gefunden worden:

• initiale Lernrate : 0,0056322

• Größe der Minibatches : 8

• L2 Regularisierung: 5,3013e−8

• Gradient Decay: 0,81505

• Anzahl LSTM Neurone: 50

• Anzahl konventioneller Neurone: 51

Das GF R LSTMKlassifikationsModell konnte im Köln Datensatz eine Sensitivität von 85,77%
(95% CI: 80,69% - 89,94%) erzielen. Die Spezifität war mit 79,73% (95% CI: 75,27% -
83,71%) knapp unter 80%. Die PLR und die NLR beliefen sich jeweils auf 4,23 (95% CI:
3,43 - 5,21) und 0,18 (95% CI: 0,13 - 0,24). Der PPV betrug 73,21% (95% CI: 68,82% -
77,19%), während der NPV mit einem Wert von 92,07% (95% CI: 89,46% to 94,08%) über
der 90% Schwelle eingeordnet werden konnte. Der PPW und der NPW bezifferte sich auf
76,99% (95% CI: 69,93% - 82,80%) und 90,91% (95% CI: 86,19% - 94,13%). In der Vali-
dierungskohorte war ein schlechter GF R in 39,24% (95% CI: 35,34% - 43,25%) der Fälle
vorhanden (95% CI: 30,23% - 37,32%). Die BAC des Modells ergab einen Wert von 82,75%.
Die Genauigkeit war bei 83,58% etwas höher. Somit zeigte sich ein hoch signifikantes Er-
gebnis im Chi-Quadrat Test (χ2: FG=1; N = 609; Chi2 Statistik = 250,84; P < 0,00001).
Ähnlich sensitiv zeigte sich das GF R LSTM Modell bei den ROD Patienten mit einer Sen-
sitivität von 85,29% (95% CI: 76,91% - 91,53%). Die Spezifität war mit 85,23% (95% CI:
79,11%- 90,12%) geringfügig niedriger. Unter den ROD Patienten zeigte sich zudem, dass
ein günstiger GF RWert etwas prävalenter war als in der gesamten Kohorte. So kamen GF R
Werte, welche kleiner als 7 waren in 36,69% (95% CI: 31,01%- 42,65%) der Fälle vor. Der
PPW und der NPW betrugen 76,67% (95% CI: 69,24% - 82,75%), sowie 87,32% (95% CI:
78,63% - 92,80%). Für die Genauigkeit des Modells konnte ein Wert von 81,37% ermittelt
werden. Die BAC belief sich auf 85,26%. Der Chi - Quadrat Test zeigt, dass auch hier das
Modell keine zufälligen Entscheidungen traf (χ2: FG = 1; N = 278; Chi2 Statistik = 133,12;
P < 0,00001). Die BAC Werte der jeweiligen Gruppen und Vorhersagezeitpunkte können in
Tabelle 4.8 eingesehen werden.
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alle Gruppen ROD CHR ROP N
über alle Zeitpunkte 82,75% 85,26% 81,58% 78,91%
IV3 72,03% 76,73% 72,02% 65,84% 96
IV6 79,93% 82,76% 83,75% 79,55% 96
T1 88,34% 89,81% 85,71% 85,00% 92
IV12 84,90% 87,50% 78,33% 85,56% 84
IV15 84,71% 84,66% 95,45% 75,89% 82
T2 85,49% 89,91% 77,50% 85,42% 81
IV27 83,27% 86,36% 81,67% 75,00% 47
IV36 86,61% 90,00% NaN 87,50% 31

Tabelle 4.8: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse der
GF R Prädiktionen. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen
der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen betrug : 82,75%.

Auch die Sensitivität der CHR Prädiktionen war mit 88,46% (95% CI: 79,22% - 94,59%)
über der 80% Marke anzusiedeln. Für die Spezifität konnte ein Wert von 74,70% (95%
CI: 63,96% - 83,61%) ermittelt werden. Dies führte bei den CHR Patienten zu einem PPW
von 76,67% (95% CI: 69,24% - 82,75%) und einem NPW von 87,32% (95% CI: 78,63% -
92,80%). Innerhalb dieser Kohorte sind mit 48,45% (95% CI: 40,51% - 56,44%) niedrige
GF R Werte am wahrscheinlichsten. Die Genauigkeit des LSTM Modells belief sich bei den
CHR Patienten auf 81,37%, die BAC auf 81,58%. (χ2: FG = 1; N = 161; Chi2 Statistik =
62,53; P < 0,00001).
Die BAC der ROP Patienten betrug 78,91% und war somit höher als die Genauigkeit, für die
man einen Wert von 77,65% ermittelte. Die Sensitivität und die Spezifität betrugen 83,05%
(95% CI: 71,03% - 91,56% ) und 74,77% (95% CI: 65,65% - 82,54%). Niedrigere GF R
Werte waren bei einer Prävalenz von 34,71% (95% CI:27,58% - 42,37%) in dieser Kohorte
verhältnismäßig selten vertreten. Sowohl der PPW bei 63,64% (95% CI: 55,46% - 71,10%),
als auch der NPW mit 89,25% (95% CI: 82,36% - 93,65%) war bei den ROP Patienten
niedriger als bei den anderen Probanden der GF R Analyse. Die NLR lag bei 0,23 (95% CI:
0,13 - 0,04) und die PLR bei 3,29 (95% CI: 2,34 - 4,63). Auch hier ergaben sich bei einem
Chi-Quadrat Test signifikante Ergebnisse (χ2: FG=1; N = 170; Chi2 Statistik = 49,68; P <
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0,00001).
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Regression

Bei der GF R Regression konnte in der Post-Hoc Korrelationsanalyse ein Spearmans ρ von
0,81 erzielt werden, was darauf hindeutet, dass eine starke Korrelation zwischen tatsächli-
chen Werten und Vorhersagen des LSTMs vorhanden ist. Dementsprechend zeigte sich ein
hoch signifikanter p-Wert (siehe Abbildung 4.8) Sρ=(0,81; N = 609; P < 0,00001). Für das
Regressions-Modell wurden folgende Hyperparameter gefunden:

• initiale Lernrate : 4,8266e−4

• Größe der Minibatches : 40

• L2 Regularisierung: 6,7849e−10

• Gradient Decay: 0,9402

• Anzahl LSTM Neurone: 13

• Anzahl konventioneller Neurone: 29

Nach einer 5-fachen Kreuzvalidierung konnte am Validierungsdatensatz ein Gesamt RMSE
von 0,76 ermittelt werden. Die jeweiligen RMSEWerte je nach Probandengruppen und Zeit-
punkte kann in Tabelle 4.9 eingesehen werden. Nachträglich wurden anhand verschiedener
Grenzwerte die TPR und die FPR berechnet und so die ROC Kurve aufgetragen, welche in
Abbildung 4.9 einzusehen ist. Daraus ergab sich eine AUC von 0,91 und weist somit auf
ein exzellentes Modell hin. Wir haben einen Grenzwert von 7 verwendet, um nachträglich
die Vorhersagen eines tatsächlichen guten (GF R ≥7)/schlechten ( < 7) Verlaufes zu ver-
gleichen. Hierbei ergab sich eine BAC von 79,28% und eine Genauigkeit von 76,35%. Die
Sensitivität und die Spezifität betrugen 92,89% (95% CI: 88,86 - 95,80%) und 65,68%
(95% CI: 60,58% - 70,51%). Die Prävalenz eines niedrigen GF R (<7) konnte mit 39,24%
(95% CI: 35,34% - 43,25%) beziffert werden. Die PLR belief sich auf 2,71 (95% CI: 2,34
- 3,13), während die NLR 0,11 (95% CI: 0,07 - 0,17) betrug. Der NPW war mit 93,49%
(95% CI: 89,99% - 95,79%) höher als der PPW 63,61% (95% CI: 60,19% - 66,90%). Über
dem kompletten Validierungsdatensatz konnte ein Chi-Quadrat Wert von 203,55 ermittelt
werden, sowie ein hoch signifikanter p-Wert (χ2: FG = 1; N = 609; Chi2 Statistik = 203,55;
P < 0,00001).
Die Sensitivität und die Spezifität rangierten bei den ROD Patienten bei 91,18% (95% CI:
83,91% - 95,89%) und 73,86% (95% CI: 66,72% - 80,19%). Die Genauigkeit der ROD Vor-
hersagen betrug 80,22% und die BAC 82,52%. Die Prävalenz schlechter GF R Werte war
36,69% (95% CI: 31,01%- 42,65%). Hieraus konnte der PPW mit einem Wert von 66,91%
(95% CI: 61,02% - 72,30%) und der NPW mit 93,53% (95% CI: 88,50% - 96,44%) berech-
net werden. Die PLR und die NLR lagen bei 3,49 (95% CI: 2,70 - 4,50) und 0,12 (95% CI:
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0,06 - 0,22). Ein Chi-Quadrat Test wies statistisch signifikante Ergebnisse hin (χ2: FG=1;
N = 278; Chi2 Statistik = 109,27; P < 0,00001).

Abbildung 4.8: In der Grafik können die Ergebnisse der Korrelationsanalyse nach Spear-
man, sowie die zugehörigen Regressionslinien eingesehen werden. Das stufenartige Erschei-
nungsbild der Grafik ergibt sich aus der ordinalen Verteilung der GF R Skala. Sρ wurde mit
0,81 berechnet. Der p-Wert belief sich auf 2,93e−144.

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 0,76 0,68 0,74 0,76
IV3 1,09 1,04 1,14 1,12
IV6 0,82 0,54 0,92 1,02
T1 0,65 0,54 0,67 0,76
IV12 0,73 0,77 0,88 0,48
IV15 0,45 0,44 0,38 0,51
T2 0,58 0,59 0,60 0,56
IV27 0,60 0,63 0,37 0,75
IV36 0,96 0,71 1,64 0,72

Tabelle 4.9: Die Tabelle zeigt die RMSE Werte der LSTM GF R Prädiktionen. Die Zeilen
zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden definieren.
Der RMSE über alle Zeitpunkte und Gruppen war 0,76.
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Abbildung 4.9: Die Abbildung zeigt die ROC Kurve des LSTM Modells. Es wurden mit ver-
schiedenen Grenzwerten die TPR, sowie FPR berechnet und so eine dem Regressionsmodell
zugehörige ROC Kurve gebildet. Die AUC belief sich auf 0,91.

Die Vorhersagen der CHR Patienten waren mit einem Wert von 94,87% (95% CI: 87,39% -
98,59%) sehr sensitiv und detektierten fast alle schlechten GF R Verläufe. Währenddessen
belief sich die Spezifität auf 61,45% (95% CI: 50,12% - 71,93%). Somit ergab sich eine
Gesamt BAC von 78,16%. Die BAC Ergebnisse nach Zeitpunkten und Gruppen können in
Tabelle 4.9 eingesehen werden. Auch hier zeigte ein Chi-Quadrat Test statistisch signifikan-
te Ergebnisse (χ2: FG=1; N = 161; Chi2 Statistik = 54,23; P < 0,00001).
Bei den ROP Patienten war die Sensitivität mit 93,22% (95% CI: 83,54% - 98,12%) eben-
falls hoch. Die Spezifität betrug 55,86% (95% CI: 46,12% - 65,27%). Aus der Prävalenz
von 34,71% (95% CI: 27,58% - 42,37%), konnte ein PPW von 52,88% (95% CI: 47,38% -
58,32%) und ein NPW von 93,94% (95% CI: 85,57% - 97,59%), sowie die Genauigkeit be-
rechnet werden. Diese belief sich auch 68,82%. Die BAC war mit 74,54% in der ROP Gruppe
am niedrigsten. Auch hier zeigten sich statistisch signifikante Ergebnisse (χ2: FG=1; N =
170; Chi2 Statistik = 37,03; P < 0,00001).
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alle Gruppen ROD CHR ROP
über alle Zeitpunkte 79,28% 82,52% 78,16% 74,54 %
IV3 72,03% 76,73% 72,02% 65,84%
IV6 76,44% 81,03% 76,88% 72,73%
T1 82,15% 81,02% 82,14% 82,35%
IV12 77,96% 79,26% 79,17% 74,44%
IV15 82,61% 85,51% 81,82% 78,57%
T2 80,69% 89,13% 70,00% 78,13%
IV27 85,81% 89,20% 91,67% 66,67%
IV36 82,44% 82,86% NaN 87,50%

Tabelle 4.10: Die Tabelle zeigt die balancierte Genauigkeit (balanced accuracy) nachdem
die GF R Regressionsvorhersagen post hoc in gute (≥ 7) und schlechte Prognosen (<7)
eingeteilt wurden . Die Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen
der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war: 79,28%.
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Rekursives Modell

Wie in 3.7.8 in Material und Methoden beschrieben, können mit den alleinigen Werten zum
Einschluss unter Verwendung des rekursiven Modells Prädiktionen bis IV36 gemacht wer-
den. Es sind die Einstellungen des obigen GF R Regressions Modell herangezogen worden.
Hierbei ergibt sich ein Sρ von 0,51 Sρ=(0,51; N=609; P < 0,00001). Dementsprechend
ist der Gesamt RMSE mit 1,12 auch höher. Die RMSE Ergebnisse über alle Zeitpunkte und
Gruppen können in Tabelle 4.11 eingesehen werden.

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 1,12 1,06 1,08 1,21
IV3 1,09 1,04 1,14 1,12
IV6 1,23 0,97 1,33 1,40
T1 1,13 0,91 1,36 1,11
IV12 1,07 1,08 1,16 0,98
IV15 1,15 1,11 1,20 1,14
T2 1,21 0,99 1,38 1,27
IV27 1,34 1,25 1,46 1,30
IV36 1,30 1,22 1,01 1,66

Tabelle 4.11: Die Tabelle zeigt die RMSE Ergebnisse des rekursiven GF RModells. Die Zeilen
zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden definieren.
Der RMSE über alle Zeitpunkte und Gruppen war: 1,12.

Nach Berechnung der ROC Kurve (siehe Material und Methoden 3.7.6), lag die AUC (sie-
he Abbildung 4.10) bei 0,74. Bei einem Grenzwert von 7 betrug die BAC 72,52% und die
Genauigkeit 69,13%. Die Sensitivität belief sich auf 88,28% (95% CI: 83,51% - 92,07%),
während die Spezifität mit 56,76% (95% CI: 51,54% - 61,87%) niedriger war. Da sich im Va-
lidierungsdatensatz die Anzahl der Probanden mit einem tatsächlich niedrigen GF R (Werte
<7) nicht ändert, betrug auch wie zuvor die Prävalenz 39,24% (95% CI: 35,34% - 43,25%).
Der NPW war mit einem Wert von 88,24% (95% CI: 83,97% - 91,48%) gut, während der
PPW mit 56,87% (95% CI: 53,77% - 59,92%) niedriger war. Die NLR und die PLR betrugen
0,21 (95% CI: 1,80 - 2,31) und 2,04 (95% CI: 1,80 - 2,31). Ein Chi-Quadrat Test zeigte auch
hier statistische Signifikanz (χ2: FG=1; N = 609; Chi2 Statistik = 123,85; P < 0,00001).
Bei ROD Patienten konnte eine hohe Sensitivität von 92,16% (95% CI: 85,13% - 96,55%)
festgestellt werden. Die Spezifität betrug 67,05% (95% CI: 59,57% - 73,93%). Hieraus
konnte eine BAC von 79,60% und eine Genauigkeit von 76,26% berechnet werden. Der
PPW war 61,84% (95% CI: 56,58% - 66,84%) und der NPW 93,65% (95% CI: 88,27% -
96,66%) und wurden mit der Prävalenz von 36,69% (95% CI: 31,01%- 42,65%) berechnet.
Die PLR und NLR konnte mit 2,80 (95% CI: 2,25 - 3,48) und 0,12 (95% CI: 0,06 - 0,23)
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beziffert werden. (χ2: FG=1; N = 278; Chi2 Statistik = 91,33; P < 0,00001)

Abbildung 4.10: Die Abbildung zeigt die ROC Kurve des rekursiven GF R LSTM Modells.
Es wurden mit verschiedenen Grenzwerten die TPR, sowie FPR berechnet und so eine dem
Regressionsmodell zugehörige ROC Kurve gebildet. Die AUC war 0,74.

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 72,52% 79,60% 69,49% 63,60% %
IV3 72,03% 76,73% 72,02% 65,84%
IV6 72,76 % 79,31% 70,63% 72,73%
T1 74,04% 81,48% 66,67% 71,47%
IV12 71,43% 77,84% 70,00% 62,22%
IV15 74,07% 83,24% 72,73% 58,93%
T2 73,43% 86,96% 70,00% 52,08%
IV27 70,68% 75,28% 75,00% 50,00%
IV36 69,94% 75,71% NaN 62,50%

Tabelle 4.12: Die Tabelle zeigt die balancierte Genauigkeit (balanced accuracy) nachdem
die GF R Regressionsvorhersagen post hoc in gute (≥ 7) und schlechte Prognosen (<7)
eingeteilt wurden. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen
der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war: 72,52%.

Die Genauigkeit der CHR Patienten belief sich auf 68,94% und die BAC auf 69,49%. Die
Sensitivität betrug mit einem Wert von 87,18% (95% CI: 77,68% - 93,68%) mehr als 80%,
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während die Spezifität 51,81% (95% CI: 40,56% - 62,92%) betrug. Gemeinsam mit der
Prävalenz konnte der PPW mit einem Wert von 62,96% (95% CI: 57,25% - 68,34%) und
der NPW mit 81,13% (95% CI: 69,93% - 88,83%) berechnet werden. Die PLR und die NLR
lagen bei 1,81 (95% CI: 1,42 - 2,39) und 0,25 (95% CI: 0,13 - 0,46). (χ2: FG=1; N = 161;
Chi2 Statistik = 27,68; P < 0,00001).
Bei den ROP Patienten war die Sensitivität mit 93,22% (95% CI: 83,54% - 98,12%) hoch.
Die Spezifität betrug 55,86% (95% CI: 46,12% - 65,27%). Aus der Prävalenz von 34,71%
(95% CI: 27,58% - 42,37%), konnte ein PPW von 52,88% (95% CI: 47,38% - 58,32%)
und ein NPW von 93,94% (95% CI: 85,57% - 97,59%), sowie die Genauigkeit berechnet
werden. Diese belief sich auch 68,82%. Die BAC war mit 74,54% in der ROP Gruppe am
niedrigsten. (χ2: FG=1; N = 170; Chi2 Statistik = 12,57; P < 0,00001). Die jeweiligen BAC
Werte können in Tabelle 4.12 eingesehen werden.
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4.2.3 GAF D/I
Klassifikation

Wie auch in der Arbeit von [65] wurde für die GAF D/I Klassifikation ein Grenzwert von
65 herangezogen (siehe Material und Methoden 3.7.3). Folgende Einstellungen wurden im
Rahmen der Bayesianischen Hyperparameter Optimierung gefunden:

• initiale Lernrate : 0.0046

• Größe der Minibatches : 32

• L2 Regularisierung: 1,067e−6

• Gradient Decay: 0.9497

• Anzahl LSTM Neurone: 146

• Anzahl konventioneller Neurone: 34

Im Rahmen dieses Durchlaufes kann eine Vier-Felder Tafel erstellt werden, die in Tabelle
4.13 abgebildet ist. Ein mit diesen Daten berechneter Chi-Quadrat Test zeigt einen hoch
signifikanten p-Wert (χ2: FG = 1; N = 609; Chi2 Statistik = 268,09; P < 0,00001). Bei den
GAF D/I Analysen war mit 42,69% (95% CI: 38,73% - 46,73%) eine hohe Prävalenz von
schlechten GAF D/I Werten vorhanden. Die BAC über den gesamten Datensatz belief sich
auf 83,53% (siehe Tabelle 4.14) und wich leicht von der Genauigkeit, die 82,92% betrug,
ab. Der Algorithmus detektierte zukünftige schlechte GAF D/I Werte mit einer guten Sensi-
tivität von 87,69% (95% CI: 83,07% - 91,43%) und einer Spezifität von 79,37% (95% CI:
74,74% - 83,49%). Zudem konnte die PLR mit einem Wert von 4,25 (95% CI: 3,44 - 5,25)
und die NLR mit einem Wert von 0,16 (95% CI: 0,11 - 0,22) berechnet werden. Unter Hin-
zuziehung der Prävalenz, Sensitivität und Spezifität ergab sich ein PPW von 76,00% (95%
CI: 71,95% - 79,63%) und ein NPW von 89,64% (95% CI: 86,17% - 92,32%)

Wahre GAF D/I Werte
Schlechter GAF D/I Guter GAF D/I Total

LSTM Vorhersage Schlechter GAF D/I 277 72 349
Guter GAF D/I 32 228 260

Total 309 300 609

Tabelle 4.13: Die Vierfeldertafel zeigt alle GAF D/I Werte, die im Validierungsdatensatz
(über alle Zeitpunkte und Gruppen) prädiziert wurden und vergleicht diese mit den tat-
sächlichen Werten.
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Bei ROD Patienten konnte eine Sensitivität vom 89,15% (95% CI: 82,46% - 93,94%) fest-
gestellt werden. Die Spezifität betrug 79,87% (95% CI: 72,52% - 85,98%). Hieraus konn-
te eine BAC von 84,51% und eine Genauigkeit von 84,17% berechnet werden. Die PPW
war 79,31% (95% CI: 73,46% - 84,15%) und die NPW betrug 89,47% (95% CI: 83,74% -
93,35%). Dieser Werte wurden mit einer Prävalenz von 46,40% (95% CI: 40,43%- 52,46%)
ermittelt.

alle Gruppen ROD CHR ROP N
über alle Zeitpunkte 83,53% 84,51% 84,68% 76,50%
IV3 73,25% 69,17% 88,46% 66,74% 96
IV6 81,78% 81,07% 88,46% 76,98% 96
T1 86,41% 88,18% 87,50% 82,06% 92
IV12 86,08% 89,72% 82,50% 88,24% 84
IV15 93,96% 92,11% 100,00% 90,18% 82
T2 88,80% 89,18% 96,43% 80,36% 81
IV27 72,37% 85,16% 81,67% 22,50% 47
IV36 77,67% 86,67% NaN 62,50% 31

Tabelle 4.14: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse
der GAF D/I Prädiktionen. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die
Gruppen der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war:
83.53%.

Das GAFD/IModell konnte auf den CHR Patienten des Validierungsdatensatz, der nur Daten
aus dem Studienzentrum Köln beinhaltete, eine Sensitivität von 88,84% (95% CI: 83,97%-
92,65%) und eine Spezifität von 80,52% (95% CI: 76,20%- 84,36%) feststellen. Die BAC
belief sich somit auf 84,68% und die Genauigkeit auf 88,20%. Der PPW der GAF D/I CHR
Klassifikation konnte mit 82,28% (95% CI: 74,06% - 88,30%) beziffert werden, während
die PLR 6,04 (95% CI: 3,71 - 9,81) betrug. Der Negativ-Prädiktive-Wert (NPW) war mit
93,90% (95% CI: 86,82% - 97,30%) höher als der PPW. Auch bei der CHR Kohorte ergaben
sich statistisch signifikante Ergebnisse (χ2: FG=1; N = 161; Chi2 Statistik = 95,02; P <
0,00001).
Bei genauer Betrachtung der ROP Kohorte innerhalb der GAF D/I Klassifikationsanalyse
zeigte sich eine verhältnismäßig niedrige Prävalenz eines schlechten Funktionsniveaus von
35,88% (95% CI: 28,68% - 43,58%). Die BAC der ROP Patienten betrug 76,50% und war
somit höher als die Genauigkeit, für die man einen Wert von 75,88% ermittelte. Die Sensi-
tivität und die Spezifität betrugen 78,69% (95% CI: 66,32% - 88,14% ) und 74,31% (95%
CI: 65,06% - 82,20% ). Der PPW betrug hierbei 63,16% (95% CI: 54,84% - 70,76%) und es
konnte ein NPW von 86,17% (95% CI: 79,16% - 91,09%) berechnet werden. Die PLR und
die NLR beliefen sich auf 3,06 (95% CI: 2,17 - 4,33) und 0,29 (95% CI: 0,17 - 0,47).
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Regression

Mit Hilfe der Bayesianischen Hyperparameteroptimierung, wurden folgende Werte für das
GAF D/I Modell gefunden:

• initiale Lernrate : 0,0035

• Größe der Minibatches : 60

• L2 Regularisierung: 4,7615e−10

• Gradient Decay: 0.8756

• Anzahl LSTM Neurone: 8

• Anzahl konventioneller Neurone: 55

Der Gesamt-RMSE betrug 0,89. Für weitere RMSE Werte je nach Probandenzugehörigkeit
und Zeitpunkt siehe Tabelle 4.15. Nach Anfertigung einer ROC Kurve konnte eine AUC von
0,90 ermittelt werden (Abbildung 4.11). Zudem wurde die tatsächlichen Werte mit den
jeweiligen Vorhersagen verglichen. Dies kann in Abbildung 4.12 eingesehen werden. Es er-
folgte eine Korrelationsanalyse nach Spearman, die eine starken Zusammenhang zwischen
den Vorhersagen und den wahren GAF D/I Werten zeigte Sρ=(0,81; N= 609; P <0,00001).
Post-Hoc wurden die Ergebnisse der Regression in günstige und ungünstige (<65) Werte
eingeteilt (sieheMaterial undMethoden 3.7.3). Danach konnte eine Sensitivität von 71,54%
(95% CI: 65,64% - 76,94%) und eine Spezifität von 90,83% (95% CI: 87,30% - 93,64%),
sowie eine Genauigkeit von 82,59% und eine BAC von 81,18% ermittelt werden. Bei ei-
ner Prävalenz von 42,69% (95% CI: 38,73% - 46,73%) betrug der PPW 85,32% (95% CI:
80,55% - 89,08%) und der NPW 81,07% (95% CI: 77,89% - 83,89%). Die PLR und die NLR
waren 7,80 (95% CI: 5,56 - 10,95) und 0,31 (95% CI: 0,26 - 0,38). Ein Chi-Quadrat Test
zeigte statistisch signifikante Ergebnisse (χ2: FG=1; N = 609; Chi2 Statistik = 252,19; P <
0,00001).
Bei den ROD Patienten war die BAC mit 79,36%, aber auch die Genauigkeit bei 80,22%
höher. Die Sensitivität rangierte mit 67,28% (95% CI: 58,64% - 75,43%) lediglich oberhalb
der 60% Marke. Die Prävalenz eines niedrigen GAF D/I betrug unter den ROD Patienten im
Validierungsdatensatz 46,40% (95% CI: 40,43% - 52,46%). Hieraus konnte der PPW und
der NPW berechnet werden, die 87,00% (95% CI: 79,70% - 91,94%) und 76,40% (95% CI:
71,54% - 80,66%) betrugen. Die PLR und die NLR bezifferten 7,73 (95% CI: 4,54 - 13,17)
und 0,36 (95% CI: 0,28 - 0,46). Die Ergebnisse waren signifikant (χ2: FGe=1; N = 278;
Chi2 Statistik = 103,50; P < 0,00001).
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Abbildung 4.11: Die Abbildung zeigt die ROC Kurve des GAF D/I LSTM Modells. Es wurden
mit verschiedenen Grenzwerten die TPR, sowie FPR berechnet und so eine dem Regressi-
onsmodell zugehörige ROC Kurve gebildet. Die AUC belief sich auf 0,90.

Abbildung 4.12: Der Graph zeigt den Rangkorrelationskoeffizienten nach Spearman. Tat-
sächliche Werte und Prädiktionen des GAF D/I werden auf der x und y Achse gegenüberge-
stellt. Sρ wurde mit 0,81 berechnet. Der p-Wert belief sich auf 4,0595e−141.
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Die CHR Probanden erreichten eine Sensitivität von 82,86% (95% CI: 71,97% - 90,82%)
Spezifität von 91,21% (95% CI: 83,41% - 96,13%) und weisen so die beste Performance al-
ler Subpopulationen der GAF D/I Regressionsanalyse auf. Die Prävalenz konnte mit 43,48%
(95% CI: 35,69% - 51,51%) bei den CHR Patienten beziffert werden.
Auch hier war der NPWmit 87,37% (95% CI: 80,45% - 92,08%) höher als der PPW 87,88%
(95% CI: 78,76% - 93,41%). Die BAC betrug 87,03% (siehe Tabelle 4.16) und die Genauig-
keit 87,58%. Ein Chi-Quadrat Test zeigt, dass der Algorithmus keine zufälligen Vorhersagen
vornahm (χ2: FG=1; N = 161; Chi2 Statistik = 89,73; P < 0,00001).
Bei den ROP Patienten war die Sensitivität mit 67,21% (95%CI: 54,00% - 78,69%) ebenfalls
höher als die Spezifität mit 89,91% (95% CI: 82,66% - 94,85%). Die BAC und die Genau-
igkeit betrugen 78,58% und 81,76%. Aus einer Prävalenz von 35,88% (95% CI: 28,68% -
43,58%) ergab sich ein PPW von 78,85% (95% CI: 67,45% - 87,02%) und ein NPW von
83,05% (95% CI: 77,28% - 87,59%). Die PLR konnte man auf 6,66 (95% CI: 3,70 - 11,98)
beziffern. Die NLR war mit einem Wert von 0,36 (95% CI: 0,25 - 0,53) niedrig. Ein Chi-
Quadrat Test zeigte auch bei ROP Patienten einen signifikanten p-Wert (χ2: FG=1; N =
170; Chi2 Statistik = 60,11; P < 0,00001). Der Trainingsprozess des LSTM Netzes, kann in
Abbildung 4.13 betrachtet werden.

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 0,89 0,89 0,89 0,89
IV3 1,07 1,11 1,23 0,86
IV6 0,83 0,59 0,98 0,97
T1 0,84 0,60 0,90 1,07
IV12 0,97 1,16 0,81 0,76
IV15 0,79 1,03 0,42 0,57
T2 0,77 0,98 0,48 0,60
IV27 0,80 0,60 0,51 1,39
IV36 0,89 0,61 1,59 0,65

Tabelle 4.15: Die Tabelle zeigt die RMSE Ergebnisse des Regressions GAF D/I Modells. Die
Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden de-
finieren. Der RMSE über alle Zeitpunkte und Gruppen war: 0,89. Die identischen Zahlen
über die jeweiligen Probandengruppen ergeben sich durch Rundung (alle= 0,885; ROD=
0,891; CHR= 0,890; ROP= 0,885).
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alle Gruppen ROD CHR ROP
über alle Zeitpunkte 81,18% 79,36% 87,03% 78,58%
IV3 72,73% 70,68% 84,62% 66,06%
IV6 83,60% 76,60% 88,46% 89,68%
T1 80,75% 77,85% 85,63% 80,00%
IV12 84,36% 82,50% 90,83% 82,77%
IV15 87,02% 84,21% 90,91% 87,50%
T2 82,10% 80,70% 90,18% 77,68%
IV27 76,27% 82,14% 80,00% 55,00%
IV36 87,67% 96,67% NaN 75,00%

Tabelle 4.16: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse
der GAF D/I Prädiktionen. Vorab wurde ein Regressionsmodell erstellt und nachträglich die
BAC nach Verwendung des Grenzwertes 65 berechnet. Hieraus ergab sich eine Gesamt - BAC
von 81,18%.



4.2 Prädiktion mit LSTM Netzen 71

Ab
bi
ld
un

g
4.
13

:D
ie

Ab
bi
ld
un

g
ze
ig
td

en
Tr
ai
ni
ng

sv
er
la
uf

de
s
N
eu

ro
na

le
n
N
et
ze
s.
In

Bl
au

is
td

er
RM

SE
de

r
Tr
ai
ni
ng

da
te
n
im

Ve
rl
au

fz
u
er
ke
nn

en
.I
n
Ro

td
er

RM
SE

de
rT

es
td
at
en

.N
ac
h
Be

en
di
gu

ng
de

sT
ra
in
in
gs

w
ur
de

n
di
e
W
er
te

de
rV

al
id
ie
ru
nn

gs
da

te
n

pr
äd

iz
ie
rt
,w

as
ei
ne

n
RM

SE
vo
n
0,
89

er
ga
b.



72 4. Ergebnisse

Rekursives Modell

Für das rekursive Modell wurden die Parameter des Regressionsmodells verwendet. Hierbei
ergab sich eine positive Korrelation zwischen tatsächlichen und Prädizierten GAF D/I Wer-
ten Sρ=(0,51; N=609; P < 0,00001).

Abbildung 4.14: Die Abbildung zeigt die ROC Kurve des rekursiven GAF D/I LSTM Modells.
Es wurden mit verschiedenen Grenzwerten die TPR, sowie FPR berechnet und so eine dem
Regressionsmodell zugehörige ROC Kurve gebildet. Die AUC belief sich auf 0,71.

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 1,26 1,13 1,35 1,30
IV3 1,07 1,11 1,23 0,86
IV6 1,16 0,98 1,36 1,13
T1 1,39 1,04 1,63 1,50
IV12 1,41 1,53 1,53 1,16
IV15 1,67 1,88 1,66 1,46
T2 1,66 1,72 1,82 1,45
IV27 1,92 1,90 2,05 1,81
IV36 1,32 1,41 0,62 1,92

Tabelle 4.17: Die Tabelle zeigt die RMSE Ergebnisse des rekursiven GAF D/I Modells. Die
Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden de-
finieren. Der RMSE über alle Zeitpunkte und Gruppen war: 1,26.
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Der RMSE über den kompletten Validierungsdatensatz betrug 1,26. Die restlichen RMSE
Ergebnisse können in Tabelle 4.17 betrachtet werden. Post-Hoc wurde erneut eine Unter-
teilung in hohe (≥ 65) und in niedrige (< 65) GAF D/I Werte durchgeführt. Die BAC über
den gesamten Validierungsdatensatz beliefen sich auf 59,56%. Die BAC Ergebnisse je nach
Gruppen und Zeitpunkte sind in Tabelle 4.18 einzusehen. Das rekursive Modell (siehe Mate-
rial und Methoden 3.7.8) detektiert zukünftige schlechte GAF D/I Werte mit einer niedrigen
Sensitivität von 30,00% (95% CI: 24,49% - 35,97%) und einer Spezifität von 89,11% (95%
CI: 85,36% - 92,18%). Die Genauigkeit betrug 63,88%.

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 59,56% 53,26% 65,44% 66,17%
IV3 72,73% 70,68% 84,62% 66,06%
IV6 64,71% 53,84% 73,08% 73,81%
T1 60,02% 51,63% 63,75% 69,12%
IV12 60,61% 51,94% 65,83% 75,63%
IV15 51,85% 44,74% 50,00% 68,75%
T2 50,41% 47,37% 50,00% 56,25%
IV27 47,92% 50,00% 50,00% 40,00%
IV36 50,00% 50,00% NaN 50,00%

Tabelle 4.18: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse
der GAF D/I Prädiktionen. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die
Gruppen der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war:
59,56%.

Ein Chi-Quadrat Test blieb trotz schlechterer Performance hoch signifikant (χ2: FG=1; N =
609; Chi2 Statistik = 35,29; P < 0,00001). Der PPW und der NPW rangierten jeweils im
Bereich zwischen 60% und 70%mit 67,24% (95% CI: 61,02% - 65,10%) und 63,08% (95%
CI: 61,08% - 65,10%). Die PLR (95% CI: 59,05% - 74,50%) und die NLR (95% CI: 0,72 -
0,86) konnte mit 2,76 und 0,79 beziffert werden.
Die Performance unterschied sich zwischen den verschiedenen Kohorten. Die ROD Patienten
wiesen eine Sensitivität von 18,60% und einer Spezifität von 87,92% auf. Die Genauigkeit
und die BAC betrugen 55,76% und 53,26%. Bei dieser Probandengruppe zeigte der Chi-
Quadrat Test erstmals keine statistisch signifikanten Ergebnisse (χ2: FG=1; N = 278; Chi2
Statistik = 2,29; P = 0,13). Dementsprechend bezifferten der PPW mit 57,14% (95% CI:
43,14% - 70,09%) und der NPW mit 55,51% (95% CI: 52,98% - 58,00%) Werte, die nur
geringfügig oberhalb der 50% Marke anzusiedeln waren. Die NLP betrug 0,93 (95% CI:
0,84 - 1,02) und die PLR 1,54 (95% CI: 0,88 - 2,71).
Bei den CHR Patienten belief sich die Sensitivität auf 38,57% (95% CI: 27,17% - 50,97%),
sowie die Spezifität auf 92,31% (95%CI: 84,79% - 96,85%). Die Genauigkeit betrug 68,94%,
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die BAC 65,44%. Der PPW konnte auf 79,41% (95% CI: 64,09% - 89,29%) und der NPW auf
66,14% (95% CI: 61,65% - 70,36%) beziffert werden. (χ2: FG=1; N = 161; Chi2 Statistik
= 22,65; P < 0,006).
Die Vorhersagen der ROP Patienten wiesen eine Genauigkeit von 72,35% und eine BAC von
66,17% auf. Die Sensitivität war mit 44,26% (95% CI: 31,55% - 57,55%) nach wie vor
niedrig, jedoch etwas höher bei zu vergleichenden Probandengruppen. Die Spezifität nahm
mit 88,07% (95% CI: 80,47% - 93,49%) einen etwa doppelt so hohen Wert an. Wie auch
bei den vorhergehenden GAF D/I Analysen betrug die Prävalenz eines niedrigen GAF D/I,
innerhalb der ROP Kohorte, 35,88% (95% CI: 28,68% - 43,58%). Der PPW betrug 67,50%
(95% CI: 53,70% - 78,81%) und der NPW war 73,85% (95% CI: 69,08% - 78,11%). Die
PLR konnte auf 3,71 beziffert werden (95% CI: 2,07 - 6,65). Die NLR war 0,63 (95% CI:
0,50 - 0,80). Innerhalb der ROP Population ergab sich bei der rekursiven GAF D/I Analyse
der niedrigste p-Wert (χ2: FG=1; N = 170; Chi2 Statistik = 22,73; P < 0,00001).
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4.2.4 GAF S
Klassifikation

Anders als der GAF D/I, fokussiert sich der GAF S auf die Symptomausprägung, während
der GAF D/I sich eher auf die Beeinträchtigungen stützt, die durch die zu Grunde liegende
Erkrankung entsteht. Durch die Bayesianische Optimierung ergaben sich folgende Hyper-
parameterkonstellationen bei der GAF S Klassifikationsanalyse:

• initiale Lernrate : 0,045351

• Größe der Minibatches : 56

• L2 Regularisierung: 4,7238e−6

• Gradient Decay: 0,9799

• Anzahl LSTM Neurone: 139

• Anzahl konventioneller Neurone: 24

Die BAC über den kompletten Validierungsdatensatz der GAF S Vorhersagen betrug 78,28%;
die Genauigkeit 78,33%. Die Sensitivität und die Spezifität beliefen sich auf 87,26% (95%
CI: 82,99% - 90,78% ) und 69,31% (95% CI: 63,78% - 74,45%). Aus der Prävalenz von
50,35% (95% CI: 46,20% - 54,29%) ergab sich ein PPW von 74,17% (95% CI: 70,68% -
77,37%) und ein NPW von 84,34% (95% CI: 79,91% - 87,93%). Die PLR war 2,84 (95%
CI: 2,39 - 3,38) und die NLR betrug 0,18 (95% CI: 0,14 - 0,25). Ein Chi- Quadrat Test zeig-
te statistisch signifikanten Ergebnisse (χ2: FG=1; N = 609; Chi2 Statistik = 201,52; P <
0,00001). Die zu Grunde liegende Vier - Felder Tafel, kann in Tabelle 4.19 betrachtet wer-
den. Die durchschnittliche BAC der ROD Patienten im Validierungsdatensatz betrug 84,10%
und war etwas geringer als die Genauigkeit, welche mit einem Wert von 84,17% beziffert
werden konnte. Die Sensitivität betrug 89,36 % (95% CI: 83,06% - 93,92%) und die Spe-
zifität 75,56% (95% CI: 71,03% - 85,34%). Die Berechnung der PLR ergab 4,22 (95% CI:

Wahre GAF S Werte
Schlechter GAF S Guter GAF S Total

LSTM Vorhersage Schlechter GAF S 210 93 303
Guter GAF S 39 267 306

Total 249 360 609

Tabelle 4.19: Die Vierfeldertafel zeigt alle GAF S Werte, die im Validierungsdatensatz (über
alle Zeitpunkte und Gruppen) prädiziert wurden und vergleicht diese mit den tatsächlichen
Werten. Somit lag eine Sensitivität von 87,25% und eine Spezifität von 69,31% vor.
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3,04 - 5,86) - die NLR 0,13 (95% CI: 0,08 - 0,22). Ein Chi-Quadrat Test wies auf statistisch
signifikante Ergebnisse hin (χ2: FG=1; N = 278; Chi2 Statistik = 130,99; P< 0,00001). Bei
einer Prävalenz von 50,72% (95% CI: 44,68% - 56,74%) wurde ein PPW von 81,29% (95%
CI: 75,78% - 85,78%) und ein NPW von 87,80% (95% CI: 81,80% - 92,13%) berechnet.

alle Gruppen ROD CHR ROP N
über alle Zeitpunkte 78,28% 84,10% 74,75% 72,15%
IV3 64,97% 68,92% 61,88% 61,11% 96
IV6 78,78% 82,50% 75,15% 76,67% 96
T1 77,86% 85,32% 72,12% 73,90% 92
IV12 74,90% 79,27% 75,83% 67,14% 84
IV15 85,33% 97,62% 77,27% 72,73% 82
T2 81,95% 89,33% 81,67% 72,32% 81
IV27 89,18% 92,50% 81,67% 90,00% 47
IV36 75,25% 77,38% NaN 75,00% 31

Tabelle 4.20: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnis-
se der GAF S Prädiktionen. Die Zeilen zeigen die Zeitabschnitte, während die Spalten die
Gruppen der Teilnehmenden definieren. Die BAC über alle Zeitpunkte und Gruppen war:
76,12%.

Die CHR Patienten wiesen bei 87,95% (95% CI: 78,96% - 94,07%) eine höhere Sensitivität
und eine niedrigere Spezifität bei 61,54% (95% CI: 49,83% - 72,34%) als die ROD Pati-
enten auf. Dies spiegelte sich in einer BAC von 74,75% und einer Genauigkeit von 75,16%
wieder. Bei den CHR Patienten waren GAF S Werte kleiner 65 mit 51,55% etwas präva-
lenter. Der PPW war mit 70,87% (95% CI: 64,51% - 76,51%) und der NPW mit 82,76%
(95% CI: 72,34% - 89,81%) etwas niedriger als der Durchschnitt über alle Probandengrup-
pen. Die PLR betrug 2,29 (95% CI: 1,17 - 3,06) und die NLR war 0,20 (95% CI: 0,11 -
0,36)(χ2: FG=1; N = 161; Chi2 Statistik = 42,73; P < 0,00001). Der GAF S der ROP Pro-
banden deutete mit einer BAC von 77,96% und einer Genauigkeit von 71,76% - die GAF
S Klassifikationsanalyse betreffend - eine schlechtere Performance an. Die Sensitivität war
mit 82,93% (95% CI: 73,02% - 90,93%) höher als die Spezifität, welche 61,36% (95% CI:
50,38% - 71,56%) betrug. Bei einer Prävalenz von 48,24% (95% CI: 40,52% - 56,01%) be-
lief sich der PPW auf 66,67% (95% CI: 60,16% - 72,60%) und der NPW auf 79,41% (95%
CI:69,95% - 86,47%) Die PLR (95% CI: 1,62 - 2,84) war mit einem Wert von 2,15 niedrig.
Die NLR war mit 0,28 (95% CI: 0,17 - 0,46) im Vergleich hoch. Ein Chi-Quadrat Test war
statistisch signifikant (χ2: FG=1; N = 170; Chi2 Statistik = 34,70; P < 0,00001).
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Regression

Bei der GAF S Regression versucht man den möglichst genauen zukünftigen GAF S Wert
vorherzusagen. Zur Bestimmung der Güte des ermittelten LSTM Modells wird hierfür der
RMSE (siehe Material und Methoden 3.7.6) herangezogen. Die Hyperparameter wurden
mit Hilfe der Bayesianischen Optimierung folgendermaßen ausgewählt:

• initiale Lernrate : 0,0013

• Größe der Minibatches : 58

• L2 Regularisierung: 1,2728e−4

• Gradient Decay: 0,8461

• Anzahl LSTM Neurone: 13

• Anzahl konventioneller Neurone: 9

Der RMSE betrug bei Betrachtung aller Gruppen und Zeitpunkte 0,85. Zur Berechnung
wie sehr die prädizierten und die tatsächlichen Werte miteinander korrelierten, wurde der
Rangkorrelationskoeffizienten nach Spearman berechnet. Dieser betrug Sρ = 0,76 (N =
609; P <0,00001) (siehe Abbildung 4.16).

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 0,85 0,88 0,87 0,85
IV3 1,12 1,13 1,14 1,08
IV6 0,81 0,88 0,92 0,58
T1 0,80 0,67 0,82 0,93
IV12 0,77 0,85 0,73 0,68
IV15 0,84 0,96 0,80 0,65
T2 0,82 0,93 0,66 0,78
IV27 0,60 0,61 0,49 0,71
IV36 0,87 0,82 1,06 0,82

Tabelle 4.21: Die Tabelle zeigt die RMSE Ergebnisse des Regressions GAF S Modells. Die
Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden de-
finieren. Der RMSE über alle Zeitpunkte und Gruppen war 0,85.

Die Area under the curve (AUC) des GAF S Regressions Modells war 0,88 (siehe Abbil-
dung 4.17). Post-hoc wurden die Ergebnisse der Regression in gute (≥ 65) und in schlechte
GAF S (<65) Werte unterteilt. Die hieraus berechneten BAC Werte können in Tabelle 4.22
eingesehen werden. Auf den Daten des Uniklinikums Köln, was dem Validierungsdatensatz
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entspricht, konnte eine Sensitivität von 79,08% (95% CI: 74,09% - 83,50%) und eine Spe-
zifität von 83,17% (95% CI: 78,47%- 87,20%) berechnet werden. Die BAC belief sich somit
auf 81,13% und ähnelt der Genauigkeit, die 81,12% betrug. Der PPW der Post-Hoc Klassifi-
kation konnte mit 82,59% (95% CI: 78,59% - 85,98%) beziffert werden, während die PLR
mit einem Wert von 4,70 (95% CI: 3,63 - 6,07) berechnet wurde. Der NPW war mit 79,75%
(95% CI: 75,89% - 83,12%) höher als der PPW. Die NLR betrug 0,25 (95% CI: 0,20 - 0,31).
Die Prävalenz einer schlechten Prognose lag bei einem Grenzwert von 65 bei 50,25% (95%
CI: 46,20% - 54,29%). Ein Chi-Quadrat-Test zeigte, dass die Gruppenzuteilungen von Sei-
ten des Modells nicht zufällig erfolgten (χ2: FG=1; N = 609; Chi2 Statistik = 236,35; P <
0,00001).

Abbildung 4.16: Der Graph zeigt den
Rangkorrelationskoeffizienten nach Spe-
arman. Tatsächliche Werte und Prädik-
tionen des GAF S werden auf der x und
y Achse gegenübergestellt. Sρ wurde mit
0,75 berechnet. Der p-Wert belief sich auf
1,82e−109.

Abbildung 4.17: Die Abbildung zeigt die
ROC Kurve des GAF S LSTM Regressions-
modells. Anhand verschiedener Grenz-
werte wurde jeweils die TPR und die FPR
berechnet und auf den Achsen aufgetra-
gen. Die AUC ist 0,88.

Bei den ROD Patienten war die BAC mit 86,37%, aber auch die Genauigkeit bei 86,33%
höher. Die Sensitivität rangierte mit 83,69% (95% CI: 76,54% - 89,37%) oberhalb der 80%
Marke. Die Prävalenz eines niedrigen GAF S betrug unter den ROD Patienten im Validie-
rungsdatensatz 50,72% (95% CI: 44,68% - 56,74%). Hieraus konnte der PPW und der NPW
berechnet werden, die 88,72% (95% CI: 82,91% - 92,73%) und 84,14% (95% CI: 78,42%
- 88,56%) betrugen. Die PLR und die NLR ergaben 7,64 (95% CI: 4,72 - 12,39) und 0,18
(95% CI: 0,13 - 0,27). Ein hoch signifikanter Chi-Quadrat Test belegte, dass es sich um keine
zufälligen Vorhersage von Seiten des Modells handelte (χ2: FG = 1; N = 278; Chi2 Statistik
= 155,66; P < 0,00001).
Sowohl eine leicht niedrigere Genauigkeit (79,50%) als auch BAC (79,50%) lag bei den
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CHR Patienten vor. Die Sensitivität war mit 79,52% (95% CI: 69,24% - 87,59%) höher als
die Spezifität bei 79,49% (95% CI: 68,84% - 87,80%). Der NPW war mit 78,48% (95% CI:
70,17% - 84,97%) deutlich höher als der PPW, der 80,49% (95% CI: 72,45% - 86,62%)
betrug. Die PLR bezifferte 3,88 (95% CI: 2,47 - 6,08) und die NLR belief sich auf 0,28 (95%
CI: 0,17 - 0,40). Die Chi-Quadrat Statistik belief sich auf 55,65 (χ2: FG = 1; N = 161; Chi2
Statistik = 55,65; P < 0,00001).
Bei den ROP Patienten war die Sensitivität mit 70,73% (95%CI: 59,65% - 80,26%) ebenfalls
höher als die Spezifität mit 77,27% (95% CI: 67,11% - 85,53%). Die BAC und die Genau-
igkeit betrugen 74,00% und 74,12%. Aus einer Prävalenz von 48,24% (95% CI: 40,52% -
56,01%) ergab sich ein PPW von 74,36% (95% CI: 65,82% - 81,37%) und ein NPW von
73,91% (95% CI: 66,52% - 80,16%). Die PLR konnte man mit 3,11 (95% CI: 2,07 - 4,69)
beziffern. Die NLR war mit einem Wert von 0,38 (95% CI: 0,27 - 0,54) niedrig. Ein Chi-
Quadrat Test zeigt auch bei ROP Patienten einen hoch-signifikanten p-Wert (χ2-Test: FG =
1; N = 170; Chi2 Statistik = 64,14; P < 0,00001).

alle Gruppen ROD CHR ROP N
über alle Zeitpunkte 81,13% 86,37% 79,50% 74,00%
IV3 68,12% 68,05% 65,00% 70,83%
IV6 80,39% 82,50% 79,70% 76,67%
T1 87,19% 92,46% 86,67% 81,59%
IV12 82,22% 85,15% 86,67% 75,71%
IV15 84,17% 94,68% 81,82% 68,18%
T2 86,60% 94,74% 86,67% 73,21%
IV27 91,45% 100,00% 81,67% 77,50%
IV36 69,70% 73,21% NaN 62,50%

Tabelle 4.22: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse
der GAF S Prädiktionen. Es wurde Post-Hoc auf die Regessionsergebnisse der Grenzwert von
65 angewendet. Hieraus ergab sich eine Gesamt BAC von 81,13%
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Rekursives Modell

Das rekursive Modell verwendete um eine Vorhersage bis IV36 zu treffen lediglich die er-
hobenen GAF S Werte bei T0. Mittels des Spearman Korrelationskoeffizienten wurde ein ρ
von 0,47 ermittelt Sρ=(0,47; N=609; P < 0,00001). Der RMSE über alle Zeitpunkte betrug
1,16 (siehe Tabelle 4.23) und die AUC mit 0,66 niedriger (siehe Abbildung 4.19).

Abbildung 4.18: Die Abbildung zeigt die ROC Kurve des GAF D/I LSTM Modells. Es wurden
mit verschiedenen Grenzwerten die TPR, sowie FPR berechnet und so eine dem Regressi-
onsmodell zugehörige ROC Kurve gebildet. Die AUC belief sich auf 0,66.

Nachdem Post-Hoc auf die tatsächlichen GAF S Werte, sowie die Regressionsergebnisse ein
Grenzwert von 65 angewandt wurde, ergab sich im rekursivenModell eine BAC von 57,62%,
während die Genauigkeit mit einem Wert von 55,04% etwas geringer war. Die Sensitivität
betrug 26,80% (95% CI: 21,92% - 32,13%) und die Spezifität belief sich auf 88,45% (95%
CI: 84,30% - 91,82%). Die PLR und die NLR bezifferten 2,32 (95% CI: 1,61 - 3,33) und 0,83
(95% CI: 0,76 - 0,90). Aus der Prävalenz konnte ein PPW von 70,09% (95% CI: 61,99% -
77,10%) und ein NPW von 54,47% (95% CI: 52,50% - 56,42%) berechnet werden. Ein
Chi - Quadrat Test zeigte statistisch signifikante Ergebnisse (χ2-Test: FG=1; N = 609; Chi2
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Statistik = 22,80; P < 0,00001).
Bei den ROD Patienten zeigte sich eine niedrigere Sensitivität bei 20,57% (95% CI: 14,23%
- 28,18%) und eine höhere Spezifität von 90,51% (95% CI: 84,32% - 94,85%). Die BAC
war mit 55,54% geringfügig höher als die Genauigkeit bei 55,04%. Die Prävalenz eines
niedrigen GAF S betrug 50,72% (95% CI: 44,68% - 56,74%). Der PPW konnte bei den ROD
Patienten mit einem Wert von 69,05% (95% CI: 54,78% - 80,42%) beziffert werden. Der
NPWwar bei einemWert von 52,54% (95% CI: 50,05% - 55,03%) niedriger. Die PLR betrug
2,17 (95% CI: 1,18 - 3,99) und die NLR war 0,88 (95% CI: 0,79 - 0,97). Ein Chi-Quadrat
Test zeigte signifikante Ergebnisse (χ2: FG=1; N = 278; Chi2 Statistik = 6,65; P < 0,01).
Die Sensitivität der CHR Vorhersagen betrug im Validierungsdatensatz 36,14% (95% CI:
25,88% - 47,43%). Die Spezifität war bei 84,62% (95% CI: 74,67% - 91,79%) über der
80% Marke. Die PLR ergab 2,35 (95% CI: 1,30 - 4,25) und die NLR 0,75 (95% CI: 0,63 -
0,91). Aus den Vorhersagen der CHR Probanden konnte eine Genauigkeit von 56,63% und
eine BAC von 60,38% berechnet werden. Aus einer Prävalenz von 51,55% (95% CI: 43,56%
- 59,49%) ergab sich ein PPW von 71,43% (95% CI: 57,99% - 81,91%) und ein NPW von
55,46% (95% CI: 50,80% - 60,03%). (χ2: FG=1; N= 161; Chi2 Statistik = 8,99; P< 0,003).
Bei Betrachtung der ROP Kohorte zeigte sich eine Sensitivität von 28,05% (95% CI: 18,68%
- 39,06%) und eine Spezifität von 88,64% (95% CI: 80,09% - 94,41%). Die Genauigkeit
innerhalb dieser Gruppe betrug 59,41%. Die BAC kann in Tabelle 4.24 eingesehen werden.
Der NPW und der PPW betrugen 56,93% (95% CI: 53,11% - 60,67%) und 69,70% (95%
CI: 53,85% - 81,93%), die sich aus der Prävalenz von 48,24% (95% CI: 40,52% - 56,01%)
ergab. Die PLR und die NLR betrugen 2,47 (95% CI: 1,25 - 4,87) und 0,81 (95% CI: 0,70
- 0,95 ). Ein Chi-Quadrat Test ergab statistisch signifikante Ergebnisse innerhalb der ROP
Kohorte (χ2: FG=1; N = 170; Chi2 Statistik = 7,55; P < 0,006).

alle Gruppen ROD CHR ROP
über alle Zeitpunkte 1,16 0,90 1,49 1,10
IV3 1,12 1,13 1,14 1,08
IV6 1,18 1,08 1,46 1,00
T1 1,29 1,05 1,40 1,42
IV12 1,24 1,25 1,36 1,10
IV15 1,48 1,63 1,48 1,32
T2 1,30 1,25 1,56 1,09
IV27 1,35 1,34 1,36 1,35
IV36 0,99 1,00 0,65 1,32

Tabelle 4.23: Die Tabelle zeigt die RMSE Ergebnisse des Regressions GAF S Modells. Die
Zeilen zeigen die Zeitabschnitte, während die Spalten die Gruppen der Teilnehmenden de-
finieren. Der RMSE über alle Zeitpunkte und Gruppen war: 1,16.
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alle Gruppen ROD CHR ROP
über alle Zeitpunkte 57,62% 55,54% 60,38% 58,34%
IV3 68,12% 68,05% 65,00% 70,83%
IV6 64,57% 65,00% 60,91% 66,67%
T1 56,67% 53,97% 61,52% 56,87%
IV12 52,04% 48,88% 56,67% 51,43%
IV15 51,85% 48,88% 63,64% 45,45%
T2 50,61% 50,15% 52,50% 46,43%
IV27 49,45% 53,33% 48,33% 40,00%
IV36 50,00% 50,00% NaN 50,00%

Tabelle 4.24: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) Ergebnisse
der GAF S Prädiktionen. Es wurde Post-Hoc auf die Regessionsergebnisse der Grenzwert von
65 angewendet. Die BAC über alle Zeitpunkte betrug 57,62%
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Kapitel 5

Diskussion

Im Rahmen dieser Arbeit kann gezeigt werden, dass sowohl mit dem GF als auch mit dem
GAF reliable Vorhersagen getroffen werden können. Diese übersteigen mit dem hier prä-
sentierten LSTM Modell auch die Vorhersagequalität anderer, bereits an ähnlichen Daten-
sätzen, genutzter Algorithmen [107, 65]. So war es bisher durch den SVM (eng: support
vector machine) 1 Algorithmus möglich gewesen bei einem Modell, welches mit GF S Daten
zum Einschluss den GF S in 9 Monaten bei ROD Patienten vorhersagten konnte, eine BAC
von 66.1% zu erreichen. Im Rahmen der gleichen Studie wurden auch die GF S Werte von
CHR Patienten vorhergesagt, welche eine BAC von 76,9% aufwiesen [107]. Bei unserem
Modell konnte über alle Zeitpunkte der ROD Patienten in GF S Klassifikationsanalyse eine
BAC von 88,01% und bei den CHR Patienten eine BAC von 82,48% erreicht werden. Bei
Betrachtung der T1 Ergebnissen, welche einem Neunmonats-Follow-up entsprechen, wa-
ren die BAC Werte mit 91,58% bei den ROD Patienten und 87,50% bei den CHR Patienten
ebenfalls höher als in der Vergleichsstudie (siehe Tabelle 4.3). Auch das rekursive Modell,
welches ausschließlich Daten, die zum Einschluss erhoben wurden, für dessen Prädiktionen
nutzt, zeigt mit einer BAC von 75,41 % bei den ROD Patienten zu T1 und bei einer BAC von
63,33% bei den CHR Patienten, jeweils eine bessere Vorhersagegüte (siehe Tabelle 4.7). Der
GF S erzielte im Rahmen unserer Auswertung die beste Vorhersagegenauigkeit, ist jedoch,
anders als der GAF, klinisch weniger etabliert.
Mit dem GAF D/I, konnten bei einer BAC von 83,53% (siehe Tabelle 4.14) zuverlässig vor-
ausgesagt werden, ob der Patient in den nächsten drei Monaten einen GAF D/I über oder
unter 65 aufweisen wird. Im Rahmen einer wissenschaftlichen Arbeit von Koutsouleris et al.
aus dem Jahr 2017 konnte der GAF nach 12 Monaten bei Patienten, die ihre erste Psychose
erlitten haben, mit einer BAC von 71,1% vorhergesagt werden. Die Arbeit verwendete zahl-
reiche weitere Parameter, wie etwa das Geschlecht, Alter, sozioökonomischer Status und den

1Durch das zusätzliche Einführen von Vektoren in einem Vektorraum sog. „Kerneltrick”, kann die Sepa-
rierbarkeit eines Datensatzes verbessert werden. Mit Hife eines SVMs können sowohl Regressionen als auch
2-Gruppen Klassifizierungen durchgeführt werden [172]
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Bildungsgrad [65]. Die BAC nach 12 Monaten betrug bei den ROP Patienten im GAF D/I
LSTM Klassifikationsmodell 88,24%. Die GAF S Klassifikation konnte nur einen BAC Wert
von 67,14% erzielen. Die GAF S Regressionsergebnisse erreichten mit einer BAC von 75,71%
(siehe Abbildung 4.22) jedoch auch genauere Vorhersagen. Traditionell galt der GAF als ein
Score, dessen prädiktive Fertigkeiten beschränkt sind [46]. Diese Arbeit, aber auch andere
Arbeiten weisen auf Gegenteiliges hin [173]. Die vorgestellte Arbeit von Koutsouleris et al.
aus dem Jahr 2017 verwendete den allgemeinen GAF Wert und unterschied nicht zwischen
GAF S und GAF D/I. Im Rahmen dieser Arbeit wiesen die Vorhersagen, welche den GAF S als
Grundlage nutzten eine deutlich schlechtere Vorhersagequalität auf, was darauf hinweist,
dass der GAF S inhärent eine geringere prädiktive Qualität aufweist. Bei der Beurteilung
eines einzelnen GAF Wertes, werden zu Beurteilung auch die subjektiven Symptome der
jeweiligen Patienten automatisch Hinzugezogen. So könnte die prädiktive Qualität des GAF
beeinträchtigt werden. Im Ergebnisteil war deutlich zu erkennen, dass das reine GAF D/I
Modell mit einer Gesamt BAC von 83,53% (siehe Tabelle 4.14) bessere Ergebnisse lieferte
als das GAF S Modell, welches eine Gesamt BAC von 78,28 % aufweist (siehe Tabelle 4.20).
Tatsächlich konnte mit dem GF S die höchste BAC erreicht werden, was sich auch mit der
Arbeit von Koutsouleris et al. deckt [107]. Der GF S ist ein Maß mit dem nicht die subjektiv
empfundenen Symptome bewertet werden, sondern der Umgang des Patienten mit sozialen
Situationen und dessen Qualität seiner sozialen Kontakte [73]. Stellen wir nun die jeweili-
gen Klassifikationsergebnisse gegenüber (siehe Tabelle Anhang B.3.1), zeigt sich deutlich,
dass im Rahmen der GF S Analysen bei den ROD und bei den ROP Patienten die besten BAC
Werte erzielt werden konnten. Die beste Performance bei den CHR Patienten findet sich bei
den GAF D/I Analysen.
Die hohe Güte der GF S Prädiktionen bei den ROD Patienten deckt sich mit vorangegangen
Publikationen, in denen die Verbesserung der sozialen Funktionsfähigkeit mit einer Linde-
rung der depressiven Symptome verbunden war [174, 175]. Ebenso ist die soziale Funkti-
onsfähigkeit mit dem funktionalen Outcome bei Patienten mit einer Erkrankung aus dem
schizophrenen Formenkreis korreliert [176, 177]. Bei CHR Patienten war etwa Arbeitslo-
sigkeit, niedriger Bildungsgrad, sowie eine niedrige soziale Funktionsfähigkeit bezeichnend.
Da für die Bewertung des GAF D/I sowohl die Funktionsfähigkeit im Alltag und Beruf, als
auch die sozialen Beeinträchtigungen bewertet werden, könnte dies die hohe BAC bei den
CHR Patienten erklären [178]. Eine Übersicht der Klassifikationsergebnisse kann im An-
hang unter A.3.1 eingesehen werden.
Durch die LSTM Regression wird versucht den nächsten, zukünftigen Wert so gut wie mög-
lich anzunähern. Die Abweichung von diesem Zielwert kann in Form des RMSE gemessen
werden, der im besten Fall so niedrig wie möglich sein sollte, da dies auf eine geringe Ab-
weichung hinweisen würde. Im Vergleich wird deutlich, das der GF S die genausten Regres-
sionsergebnisse liefert, während der GAF S über alle Gruppen die schlechteste Performance
zeigt. Übereinstimmend mit dem Klassifikationsmodell kann auch das GF S Modell die bes-
ten Ergebnisse für die ROP und ROD Populationen liefern. Mit einem Wert von 0,69 und
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0,72 findet sich hier jeweils der niedrigste RMSE über alle Modelle. Anders als zuvor liefert
nicht mehr der GAF D/I die besten Ergebnisse für die CHR Population, sondern ebenfalls
der GF S.
Der GF R konnte über alle Gruppen einen RMSE von 0,76 erzeugen und wies somit einen
geringfügig höheren Wert als das GF S Modell auf. Mit einer AUC von 0,91 übertraf der
GF R den GF S sogar, der eine AUC von 0,90 aufwies. Eine AUC von 0,90 oder größer,
spricht für ein exzellentes Modell [149]. Die Regressionsergebnisse, sowie die AUC-Werte
der jeweiligen Modelle können im Anhang unter B.3.2 in der Genüberstellung betrachtet
werden.

5.1 Klinische Implikationen der Ergebnisse

Der PRONIA Datensatz bestand ausschließlich aus ersterkrankten Patienten, welche entwe-
der an einer Erkrankung aus dem schizophrenen Formenkreis erkrankt waren, sich erstmals
mit einer depressiven Episode vorstellig machten, oder die CHR Kriterien (siehe Material
und Methoden 3.2.1) erfüllten [57]. In unserer Arbeit zeigte der GF und im Speziellen der
GF S die beste Prädizierbarkeit. Auch bei dem rekursiven Modell konnte das GF S Modell
noch einen Korrelationskoeffizienten Sρ von 0,57 erreichen. Sowohl bei dem rekursiven GF
R Modell als auch bei dem GAF D/I betrug dieser 0,51. Beim GAF S konnte für Sρ ein Wert
von 0,47 ermittelt werden. Der GF mit den Subdomänen „Roleünd „Social Functioning” wur-
de von Cornblatt et al. etabliert, um CHR Patienten mit einem erhöhten Transitionsrisiko
besser detektieren zu können [179].
Unsere Ergebnisse weisen darauf hin, dass der GF nicht nur für CHR Patienten eine geeig-
nete Metrik ist, sondern wie der GAF auch für andere Erkrankungsbilder zur Beurteilung
des Funktionsniveaus herangezogen werden kann. Besonders zu beleuchten sind in diesem
Zusammenhang die exzellenten Vorhersagen, die mit dem GF S Modell auch bei ROP und
den ROD Patienten erzeugt werden konnten. Da es auch bei dem rekursiven Modell zu ei-
ner moderaten Korrelation kam, weist dies darauf hin, dass die bei Einschluss ermittelten
Werte bereits einen deutlichen Einfluss auf den weiteren Krankheitsverlauf der Patienten ha-
ben. Ein verringertes soziales Funktionsniveau konnte als eigene, unabhängige Trajektorie
identifiziert werden, die unabhängig von Positivsymptomen den Krankheitsverlauf der CHR
Patientenmaßgeblich beeinflusst [180]. In einemReview zur Social Media Nutzung von Pro-
banden konnte gezeigt werden, dass positive Interaktionen, soziale Unterstützung und so-
ziale Verbundenheit durchwegmit einem niedrigeren Niveau von Depressionen und Ängsten
verbunden war, während negative Interaktionen und soziale Vergleiche mit einem höheren
Niveau von Depressionen und Ängsten korrelierte [181]. Ein chronischer Verlauf psychia-
trischer Erkrankungen war mit einem verringerten sozialen Funktionsniveau und kleineren
Familienverbünden assoziiert[182]. Zudem war Psychotherapie bei schizophrenen Patien-
ten mit der Verbesserung des sozialen Funktionsniveau assoziiert, während eine intensive
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Pharmakotherapie über mehrere Monate mit einer Reduktion des sozialen Funktionsniveaus
in Verbindung gebracht wurde [177]. Dies scheint sich auch in den Daten (Tabelle 4.4) der
GF S Analyse widerzuspiegeln. Bis T1 sind die RMSE Werte mit einem Durchschnittswert
von 0,81 deutlich höher, als im späteren Verlauf. Von IV12 bis IV36 betrug der RMSE im
Schnitt nur noch 0,61. Dies deutet darauf hin, dass sich vor allem in den ersten Monaten
der Erkrankung eine deutliche Variabilität des sozialen Funktionsniveaus zeigt. Bei zuletzt
einem RMSE von 0,55 bei IV36, scheint das soziale Funktionsniveau einem festen Muster
zu folgen. Wissenschaftliche Arbeiten, die interventionell das soziale Funktionsniveau von
Patienten gezielt verbessern wollten, konnten im Rahmen einer Literaturrecherche nicht ge-
funden werden.
Insgesamt scheint die Thematik des Sozialen- , aber auch des Rollenfunktionsniveaus, also
der Erfüllung beruflicher und familiärer Aufgaben, erst in den letzten Jahren mehr an Be-
deutung zu gewinnen. Auffällig ist, dass es bisher keine einheitliche Nomenklatur gibt.
Gibt es alternative Erklärungsansätze, die die Prädiktionsgüte des GF S erklären könnten?
Da es sich bei dem PRONIA Datensatz um eine Kohorte Ersterkrankter handelte, waren
diese mit einem Durchschnittalter von 24,96 Jahren verhältnismäßig junge Patienten. Der
jüngste Patient innerhalb des Datensatzes war 15 Jahre alt. Auch dies könnte die gute Prä-
dizierbarkeit des GF S im Vergleich zum GAF D/I und zum GF R erklären.
Viele, jedoch nicht alle, unserer Probanden waren Studierende oder Schülerinnen und Schü-
ler. Die Bewertung des Rollenfunktionsniveaus bezog sich daher bei diesen Probanden fast
ausschließlich auf deren schulische oder universitäre Leistung. Da vor allem Schulen viel
Struktur vorgeben und Schule selbst ein protektiver Faktor ist, der bei einem starken Klas-
senverbund das Risiko an einer psychiatrischen Erkrankung zu leiden deutlich verringert,
könnte durch die unterschiedlichen Lebenssituationen und somit Verpflichtungen der Pa-
tienten eine einheitliche Bewertung des GAF D/I, sowie des GF R deutlich erschwert wor-
den sein [183, 184]. Zudem scheint bei Schülern mit psychiatrischen Erkrankungen die
Funktionsfähigkeit im Alltag vom Geschlecht abhängig zu sein [185]. In einer bekannten
Studie von Fergusson et al. konnte herausgefunden werden, dass Patienten, die bereits im
Alter zwischen 14 und 16 Jahren depressiv waren, ein mehr als dreimal so hohes Risiko
für spätere Depressionen und ein mehr als doppelt so hohes Risiko für das spätere Auftre-
ten von Angststörungen aufwiesen. Diese Ergebnisse waren unabhängig von sozialen Hin-
tergründen, familiären Umständen, individuellen Merkmalen und anderen Komorbiditäten
[186]. Durch die schützenden Strukturen der Schule oder Familie, sowie einem gesicherten
Wohnort, den Jugendliche häufig aufweisen, ist es wahrscheinlich, dass die funktionalen
Beschwerden aller Probanden über die GF S Achse des GF besser abgebildet werden konn-
ten. Folglich könnte die Hinzuziehung des Geschlechts und Alters die Vorhersagequalität
aller Modelle zusätzlich verbessern. In einem Review konnte festgestellt werden, dass De-
pressionen zu Einschränkungen im Bereich Familie, Ehe, Beruf, aber auch der körperlichen
Funktionsfähigkeit und der allgemeinen Zufriedenheit führen [174]. Dies erzeugt verständ-
licherweise subjektiven Leidensdruck, der vor allem durch den GAF S erfasst wird. Inner-
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halb der berichteten Symptomschwere und deren Verläufe konnten von Seiten des Modells
teils nur ungenügende Vorhersagen gemacht werden. So betrug bei dem rekursiven GAF S
Modell die Genauigkeit lediglich 55,04% und die BAC 57,62%. Dieser Unterschied könn-
ten darin begründet sein, dass sich der GAF D/I, aber auch der GF, anders als der GAF S
an objektivierbareren Kriterien bedient. So wird für den Bereich von 41-50 beim GAF D/I
verlangt, dass jegliche schwere Einschränkung im Bereich Schule, Arbeit oder Sozialleben
automatisch zu einer Kategorisierung in diesen Bereich führt. Demgegenüber verlangt die
Beschreibung des GAF S, dass eine Ziffer zwischen 41 und 50 gewählt werden soll, wenn die
Person an „schweren Symptomen“ leidet. Als Beispiele werden häufige Diebstähle, schwe-
re Zwangsrituale und Suizidgedanken genannt [187]. Symptome können intraindividuell,
etwa auf Grund der inhärenten Persönlichkeit der jeweiligen Patienten, sowie auf Grund ih-
rer psychiatrischen Erkrankungen, sehr unterschiedlich geschildert werden. Ob ein Patient
fähig ist zu arbeiten, ist ein objektiveres Maß und kann bei berechtigtem Zweifel leichter
fremdanamnestisch erhoben werden. Zudem können Symptome in viel kürzeren Intervallen
schwanken als das Maß der Beeinträchtigung [188]. Somit ist in einer GAF S Erhebung, die
alle drei Monate stattfindet, mit einem deutlich größeren Hintergrundrauschen zu rechnen,
was zuverlässige Vorhersagen deutlich erschwert. Die divergierenden Ergebnisse bezüglich
der Prädizierbarkeit des GAF D/I und des GAF S könnten die Widersprüche in der aktuellen
wissenschaftlichen Literatur bezüglich des GAFs [46] begründen. Zudem könnte die Ver-
wendung von diagnosespezifischen Symptomen und Funktionskriterien bei der Bewertung
den Informationsgehalt und somit die Prädizierbarkeit des GAF zusätzlich verbessern [189].
Die Unterscheidung zwischen GAF S und GAF D/I reflektiert unterschiedliche Aspekte klini-
scher Beeinträchtigung. Der GAF D/I nimmt häufig niedrigere Werte an als der GAF S. Der
GAF als globaler Indikator ist ein gutes Maß, um die Belastung durch Krankheitssymptome,
sowie eine Einschränkung des sozialen und beruflichen Funktionsniveaus einzuschätzen. In
etwa 10% der Fälle unterscheiden sich der GAF S und der GAF D/I deutlich. Typischer-
weise wird dann zu der Bewertung des GAF der niedrigere Wert aus den beiden Domänen
herangezogen [116].

5.1.1 Der GAF im klinischen Alltag
Inzwischen gehört der GAF zur psychiatrischen Routine in den Krankenhäusern. Der GAF
erwies sich im klinischen Setting als nützlich bei der Kategorisierung von Patienten und bei
der Erkennung von Veränderungen zwischen Aufnahme und Entlassung [190]. Im DSM-IV
ist der GAF in der Achse V enthalten [191] und unterstreicht die Bedeutung, welche dieser
bereits gewonnen hat. Dennoch gibt es auch zahlreiche Daten, die an der Aussagekraft des
GAFs zweifeln lassen. In einer Studie in welcher, der GAF von Klinikern im Rahmen der
stationären Routine in einem Krankenhaus erhoben und im Anschluss mit den Bewertun-
gen von Wissenschaftlern verglichen wurde, war die Interraterkorrelation gering (ICC =
0,39)[72]. Es gibt viele Ursachen, die den GAF im klinischen Routinealltag beeinträchtigen
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könnte. In Forschungsprojekten werden Rater üblicherweise trainiert, um die Skalen und
Fragebögen exakt und gemäß der Empfehlungen ausfüllen zu können, während dies im kli-
nischen Alltag nicht gegeben ist. Ein Rater, der im Rahmen einer Studie tätig ist, weiß, dass
seine erhobenen Werte dokumentiert und gesammelt werden. An den erhobenen Datensät-
zen hat dieser ein direktes Interesse, da es bei einem sauer erhobenen Datensatz deutlich
wahrscheinlicher sein wird, dass aus der Arbeit eine Publikation resultiert. Bei größeren
Projekten erfolgenmeistens Qualitätskontrollen des Datensatzes. Ungenau erhobene Daten-
sätze könnten im Rahmen einer Kontrolle auf die jeweilige Person zurückgeführt werden,
während dies im klinischen Setting nicht unbedingt der Fall ist[192]. GAF Ratings werden
meistens zur Verlaufsdokumentation des Funktionsniveaus bei Aufnahme, sowie bei Entlas-
sung erhoben, dabei könnte die behandelnde Ärztin oder der behandelnde Arzt geneigt sein
eine Verbesserung des Niveaus einzutragen, obwohl dies nicht unbedingt gegeben ist [187].
Inzwischen ist die Verordnung kassenärztlicher Leistungen an GAF-Werte geknüpft. So muss
je nach Indikation ein GAF≤ 50 oder ≤ 40 vorliegen, damit Ärzte psychiatrische häusliche
Krankenpflege verordnen können [193]. Da die häusliche Krankenpflege als konkretes Bei-
spiel von dem GAF-Wert bei Entlassung abhängt, kann auch dies das Rating maßgeblich
beeinflussen. Um die Interraterkorrelation auch im Klinkalltag zu verbessern, sind Weiter-
bildungen und objektive, strukturierte Bewertungen sehr wichtig, da so nachweislich die
Verzerrung von Daten reduziert werden kann [194, 195]. Um den GAF und somit auch den
Vorhersagealgorithmus im stationären und ambulanten Setting sinnvoll nutzen zu können,
müssen die Anwender vorher ausreichend geschult worden sein, um reliable Prädiktionen
erhalten zu können. Die Bewertung, sowohl des GAF S, als auch des GAF D/I bietet einige
Vorteile, da die Art und Weise, wie sich die Skalen im Rahmen der Therapie verändern,
unterschiedlich ist. Patienten die bei Einschluss keine Unterschiede im Bezug auf ihre GAF
S und ihre GAF D/I Bewertung aufzuweisen hatten, zeigten häufig bei Entlassung deutli-
che Unterschiede. Bei diesen Patientin würde die Verwendung eines einzelnen GAF Wertes
die Zustandsverbesserung verschleiern, da für die Bewertung des GAF jeweils die Achse
mit dem niedrigsten Wert herangezogen werden würde [116]. Um die Prädiktionsfähigkeit
des GAF zu verbessern, empfehlen wir, basierend auf den Erkenntnissen dieser Arbeit, die
zukünftige Bewertung des GAF S und des GAF D/I als individuelle Metriken.

5.1.2 Der Einfluss der Pharmakotherapie
Die Pharmakotherapie bildet eine wichtige Säule in der psychiatrischen Behandlung von Pa-
tienten. Manche Patienten wünschen die Pharmakotherapie zur Besserung ihrer Beschwer-
den, während andere Medikamente ablehnen und diese im Verlauf absetzen. Absetzphäno-
mene führen häufig zu einer Verschlechterung des psychopathologischen Zustandes der be-
treffenden Personen und somit auch zu einer Beeinträchtigung des Funktionsniveaus [196].
Im Rahmen unseres Modells wurden keine Daten zur Medikamenteneinnahme mitaufge-
nommen, dennoch konnten sehr gute Vorhersagen erreicht werden.
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Verschiedene Effekte könnten diese Diskrepanz erklären. So könnten Patienten, die nicht
compliant bezüglich ihrer Medikation waren, auch die Studie vorzeitig abgebrochen haben.
Somit wäre es möglich, dass die damit verbundenen Einbrüche des Funktionsniveaus inner-
halb des PRONIA Datensatzes nicht abgebildet wurden [197]. Auf Grund der klinikinternen,
sowie der Abläufe im Rahmen der PRONIA Studie konnten die Patienten nicht am ersten
Tag bei Aufnahme direkt eingeschlossen werden. Erst nach ausführlichem Screening der Pa-
tienten und nachdem diese schriftlich der Teilnahme an der Studie zustimmten, begannen
die Studienteams mit dem Einschluss der Probanden [57]. Dies führte dazu, dass Patienten
bei Einschluss häufig schon seit mehreren Tagen mit einer initalen Medikation anbehandelt
worden waren. Bei Einschluss wurden bei den GF und GAF Bewertungen jeweils auch retro-
spektiveWerte ermittelt (siehe Material undMethoden 3.7.3), somit könnte das Ansprechen
auf eine bereits eingeleitete Therapie in den Funktionsniveaus bei Einschluss bereits abge-
bildet sein. Für Replikationsstudien sollten diese Effekte in Erwägung gezogen werden. Im
Rahmen der PRONIA Studie wurde die Medikation der jeweiligen Patienten anamnestisch
erhoben.
Es gibt Hinweise, dass das soziale Umfeld einen größeren Effekt auf das langfristige Funk-
tionsniveau haben könnte, als die Pharmakotherapie [198, 177].

5.1.3 Remission und Recovery
Im Rahmen der Behandlung von Depressionen konnte bereits früh beobachtet werden, dass
eine vorhandene Residualsymptomatik nach erfolgter Behandlung zu einem erhöhten Risiko
führt erneut an einer Depression zu erkranken. Es zeigte sich, dass die Symptomfreiheit ein
besserer Bewertungsstandard für Studien war als die ledigliche Besserung der Symptome
[199]. Diese Erkenntnisse führten auch bei anderen Erkrankungen wie etwa der Schizo-
phrenie dazu, dass man zunächst eine vollständige Genesung, also eine Recovery anstrebte.
Auf Grund der klinischen Erkenntnisse, stellte sich jedoch heraus, dass nach einer psycho-
tischen Episode zumeist Krankheitsresiduen übrig blieben und eine vollständige Genesung
bei Patienten mit einer Schizophrenie häufig nicht möglich ist. So kam es im Verlauf zu ei-
nem Paradigmenwechsel in der Schizophreniebehandlung [200].
Statt einer Recovery, wird die Remission der Symptome angestrebt, welche durch die Bestim-
mung des Funktionsniveaus gemessen wird. Demnach sollte das Ansprechen auf die Thera-
pie mit Hilfe von Parametern bestimmt werden, die das Funktionsniveau messen [201]. Dies
führte dazu, dass in den letzten Jahren der Schwerpunkt zunehmend auf klinische Behand-
lungsergebnisse, sowie auf die funktionelle Besserung, gelegt wurde. In einer bekannten
wissenschaftlichen Arbeit von Andreasen et al. konnte herausgefunden werden, dass neu-
rokognitive Defizite, wie die Verarbeitungsgeschwindigkeit mit der Sozialen- und der Rol-
lenfunktionsfähigkeit assoziiert war. Diese Erkenntnisse wiesen zudem darauf hin, dass eine
Beeinträchtigung der Funktionsfähigkeit bereits vor dem Beginn einer Psychose vorhanden
ist [202]. Über die Funktionsfähigkeit der Patienten kann in der Folge eine Verschlechte-
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rung oder die Verbesserung des Krankheitszustandes abgeleitet werden. In der Literatur
wurden verschiedene Metriken diskutiert, um die Beeinträchtigung des Funktionsniveaus,
sowie Remission oder Recovery zu messen [203]. Insbesondere durch die hier präsentierten
GF und die GAF D/I Modelle können genaue Vorhersagen zum Funktionsniveau und somit
der Krankheitslast in drei Monaten bestimmt werden. In einem Systematischen Review von
Mausbach et al. schlussfolgerte dieser, dass es aktuell keinen „Goldstandard“ gäbe, um eine
reliable Vorhersage des Funktionsniveaus zu treffen. Insbesondere wurde der eindimensio-
nale GAF als unzureichend für die Messung der Funktionsfähigkeit befunden [204]. Wir
schlagen im Rahmen dieser Diskussion den GF oder den GAF D/I als neue Metrik vor, die
zur Bewertung des Funktionsniveaus herangezogen werden kann.

5.1.4 Das aufstrebende Gebiet der „Precision Psychiatry”
Aufbauend auf dem Konzept der „Präzisionsmedizin” (eng: precision medicine), bildete sich
in der jüngsten, wissenschaftlichen Literatur der Begriff der „Precision Psychiatry” heraus
[205]. Das zu Grunde liegende Konzept der Präzisionsmedizin ist, für den jeweiligen Pa-
tienten gemäß seiner klinischen Daten, zugeschnittene Behandlungskonzepte anbieten zu
können. Fortschritte in den Bereichen Genetik, Bildgebung und Datenverarbeitung lassen
diese Zukunftsvision sukzessive zu klinischen Realität werden [206]. Die Psychiatrie im Spe-
ziellen konnte von diesen Fortschritten bisher nicht ausreichend profitieren [207].
Dennoch konnten in einigen Bereichen der psychiatrischen Forschung deutliche Fortschritte
erzielt werden. Die Präzisionspsychiatrie läutete unter anderem die kritische Beleuchtung
und Veränderung alter Behandlungskonzepte und Theorien zur Krankheitsentstehung ein.
Die Methoden der Präzisionspsychiatrie ermöglichen einen neuen Zugang um durch Phäno-
typisierung, etwa der Gehirnfunktion und dessen Physiologie, neue Erklärungsmodelle zur
Pathophysiologie zu entwickeln [208].MitMaschinellem Lernen können hoch-dimensionale
Datensätze präzise ausgewertet werden, was einerseits neue neurobiologische Erkenntnisse
generiert, anderseits die Entwicklung individueller Biomarker ermöglicht, sowie die Vor-
hersage von Ansprechen auf Therapie und Prognose verbessern kann [205]. Neuere Daten
suggerieren, dass durch Clusteralgorithmen gefundene Subgruppen innerhalb einer psych-
iatrischen Patientenkohorte, Behandlungsoutcomes besser vorhergesagt werden können, als
durch die DSM oder ICD - 10 Diagnosen [209]. Da wir im Rahmen dieser Arbeit maschi-
nelles Lernen nutzen, um individuelle, funktionelle Outcomes zu prädizieren, schlagen wir
in die Kerbe der „Precision Psychiatry” und legen den ersten Stein in Richtung klinischer
Anwendung, dieses aufstrebenden Konzeptes. Wir bieten neue Perspektiven für eine inte-
grative und evidenzbasierte Medizin. Die Vorhersage des Funktionsniveaus mittels LSTM
Netzen kann ein neues Zeitalter der personalisierten Psychiatrie einläuten.
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5.2 Die Entwicklung eines Modells für die klinische An-
wendung

Laut Fusar-Poli et al. erweist sich bei der Entwicklung neuer Prädiktionsmodelle der Transfer
in die Klinik am kompliziertesten. Aktuell werden zahlreiche Modelle entwickelt, die die kli-
nische Prognose verbessern sollen. Da deren Nutzung häufig sehr komplex ist und teils sehr
teure oder aufwändige Anwendungen genutzt werden, kommt es meistens nicht zu einer
tatsächlichen klinischen Anwendung [66]. Da sich die jeweiligen hier vorgestellten Modelle
nur jeweils einem Fragebogen bedienen, gestaltet sich der Transfer in die Klinik verhältnis-
mäßig einfach. Es sind keine zusätzlichen, teuren und zeitaufwändigen MRT Aufnahmen
oder neurokognitiven Testungen nötig, die ebenfalls viel Zeit kosten und speziell geschultes
Personal in Anspruch nehmen. Insbesondere der GAF wird bereits regelmäßig genutzt. Der
Score findet viel Anwendung in der Klinik und wird teils auch explizit in Arztbriefen an-
geführt. Ein GAF Score kann auch telefonisch erhoben werden[210]. Es gibt Belege dafür,
dass die von geschultem Personal der Psychiatrie durchgeführten GAF-Ratings eine zufrie-
denstellende Zuverlässigkeit aufweisen [211, 212]. Generell würden wir auf Basis unserer
gewonnenen Erkenntnisse die Nutzung des GAF D/I oder des GF vorziehen.

5.2.1 Anwendung des LSTM Modells in der Praxis

Diese aber auch zukünftige Entwicklungen, können die Arbeit der Ärzte und Psychologen in
Zukunft erheblich erleichtern, können deren Präsenz aber nicht ersetzen [213]. Potenzielle
Schäden, die Risikokategorisierung und Risikoskalen den Patienten zufügen können wären
etwa, dass Patienten, die als „Hochrisikopatienten“ bezeichnet werden, unnötig restrikti-
ver behandelt werden könnten. Somit könnte die Stigmatisierung der Betroffenen verstärkt
werden [214]. In der klinischen Praxis könnte die Risikobewertung Ärzten und Pflegeper-
sonal falsche Sicherheit geben [215]. Auf Grund dieser Problematik sind weitere Studien
nötig, die das Verhalten der Anwender untersucht und inwiefern die Prädiktionen dadurch
verändert werden [216]. Der scharfe klinische Blick muss trotz Prädiktionsalgorithmen im
Allgemeinen erhalten bleiben. Ein Neuronales Netz kann nur wiedererkennen, was es im
Rahmen seines Trainings erlernte. Prädiktionen, die mit Daten, die etwa ganz andere Pa-
tientengruppen betreffen, generiert werden, sind deutlich ungenauer [74]. Unsere Anwen-
dung kann, Ärzte und Therapeuten in Ihrer Arbeit unterstützen, ist aber auf deren korrekte
Einschätzung angewiesen. Nur wenn sich der Anwender bei einem Follow-up nach drei Mo-
naten durch eine falsche Zeitprädiktion nicht beirren lässt und eine erneute, unverfälschte
GAF Bewertung in den Algorithmus einspeist, ermöglicht dem LSTM die Fehlprädiktion zu
korrigieren und im nächsten Abschnitt eine korrektere Prognose für das kommende Inter-
vall abzugeben.
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5.2.2 Voraussetzungen zur Anwendung im ambulanten Setting

Die aktuellen Daten wurden in 10 verschiedenen Standorten aus fünf verschiedenen Län-
dern generiert. Dabei waren jeweils Krankenhäuser beteiligt, also fand die Datengenerie-
rung hauptsächlich im stationären Umfeld statt. Da sich eher kränkere Patienten im sta-
tionären Rahmen bewegen, könnte der aktuelle Algorithmus im ambulanten Setting dazu
tendieren eher zu schlechte Prognosen vorherzusagen. Um dies zu zeigen oder zu widerle-
gen wären jedoch weitere Daten aus dem ambulanten Rahmen nötig [217].
Folglich müsste eine erneute Follow-up Studie gemäß dem PRONIA Schema im ambulanten
Rahmen erfolgen, um die Anwendbarkeit des Algorithmus zu belegen. Solche Daten exis-
tieren aktuell noch nicht [65]. Im Verlauf sind Replikationsstudien in einem ambulanten
Setting notwendig.

5.2.3 Mögliche Ansätze für die klinische Anwendung

Für die tatsächliche klinische Anwendung schlagen wir einen kombinierten Ansatz vor.
Ein möglicher Weg, um dieses Modell klinisch Umzusetzen wäre als Experten-Anwendung:
Sucht ein Patient erstmals das stationäre Setting auf, kann von dem ausgebildeten Behand-
ler der GF, sowie der GAF ermittelt werden. Mit Hilfe des rekursiven Modells erhält dieser
Vorhersagen bis IV36. Bereits Bei T0 scheint der GF S viel Information bezüglich der weite-
ren Entwicklung des sozialen Funktionsniveaus zu bergen, sodass bereits bei Einschluss der
Patienten Trends zu erkennen sind. Bei weiterer regelmäßigen Nutzung der Anwendung,
werden die zusätzlichen Werte für die Vorhersagen herangezogen und die Vorhersagen ak-
tualisiert. Um die besten Ergebnisse zu generieren, müssten pro Patient Datenbanken ange-
legt werden, um die vorhanden Funktionsniveau Daten zu speichern. Dabei ist wichtig die
Daten der Patienten so zu pseudonymisieren, dass Dritte die Daten nicht auf die jeweilige
Person zurückführen könnten. [218].
In der Literatur gibt es auch Überlegungen zu App-basierten Anwendungen, die sich der Pa-
tient auf sein Mobiltelefon herunter laden kann. Auch hier könnte über die Nutzung einer
zweiten Anwendung, die nur ein Behandler nutzen kann, eine Bewertung des Funktions-
niveaus erfolgen [180]. Jedoch stellt sich auch hier die Frage, ob die Daten im Anschluss
auf den Mobiltelefonen oder auf einem Server gespeichert werden sollten. Bei einer lokalen
Sicherung auf dem Handy würde ein Verlust der Hardware auch den Verlust der Verlaufs-
daten bedeuten. Die Wahrung des Datenschutzes und der Datensicherheit, sollte für die
Entwicklung eines Proptotypen in Erwägung gezogen werden [219].
Für die Anwendung des Algorithmus in der Klinik scheint die LSTM Regression die zu be-
vorzugende Modalität zu sein. Einerseits können so Vorhersagen bis IV36 erfolgen, ande-
rerseits kann bei Verwendung anderer Grenzwerte (siehe 5.3.3) die Performance der LSTM
Regression zusätzlich verbessert werden.
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5.3 Methodische Überlegungen

5.3.1 Die Größe des Datensatzes
Mit steigender Probandenzahl ist auch in unseremModell mit einer weiteren Steigerung der
BAC zu rechnen. Ebenso wird sich der RMSE bei den Regressionsmodellen deutlich verbes-
sern [220]. Üblicherweise arbeiten Neuronale Netze mit sehr großen Datensätzen, deren
unteren Grenze etwa 1000 Stichproben sind. Da wir mit etwa 400 Datensätzen (ja nach
Konstellation etwas abweichend) unsere Netze trainiert haben, befinden wir uns mit unse-
rem Datensatz tief im unteren Spektrum. Bei einem weiteren Trainieren des Algorithmus
mit weiteren Daten, ist mit einer Verbesserung der Prädiktionen zu rechnen.
Die einzelnen Zeitintervalle waren im Rahmen des Projektes nicht immer drei Monate von
einander entfernt. Vor allem T1 Untersuchungen (Untersuchung nach 9 Monaten nach Ein-
schluss) wurden teils sehr spät nachgeholt. Patienten, die kleine Intervalluntersuchungen
aufsuchten, nahmen die Termine pünktlicher wahr.

5.3.2 Replizierbarkeit und Reproduzierbarkeit der Ergebnisse
Obwohl vieleMachine Learning-Studien von erheblichen Vorteilen gegenüber anderen State-
of-the-Art-Modellen hinsichtlich Effektivität berichten, lassen sie oft zwei Faktoren außer
Acht:

1. Replizierbarkeit - ob das berichtete experimentelle Ergebnis mit hoher Wahrschein-
lichkeit mit demselben Modell und denselben Daten annähernd reproduziert werden
kann.

2. Reproduzierbarkeit - ob ein berichtetes experimentellen Ergebnisse durch neue Expe-
rimente mit demselben experimentellen Protokoll und Modell, aber unterschiedlichen
realen Daten reproduziert werden können.

Ein Blick auf die LSTM Trainingsgraphen, wie etwa in Abbildung 4.4, lässt erkennen, dass
die Genauigkeiten der Test- und Trainingsdaten sich häufig überlappen. Dies ist ein Zeichen
dafür, dass während des Trainings die Minibatches sehr unterschiedlich zusammengesetzt
sind. Es ist eine gute Generalisierbarbeit unserer LSTM Netze gegeben, da aus den Vali-
dierungsdaten, welche jeweils aus unbekannten Daten der Universitätsklinik Köln bestand,
gute BAC Werte berechnet werden konnten [221]. Somit kann von einer gegebenen Repli-
zierbarkeit ausgegangen werden[222].
In dieser Doktorarbeit wurde jeweils der erste erfolgte Durchlauf vermerkt. Es erfolgten
keine mehrmaligen Durchläufe, um das bestmögliche Ergebnis zu generieren. Bei erneu-
ten Durchläufen könnten die Ergebnisse je nach Zusammensetzung der Trainings- / Test-
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batches teils besser oder schlechter ausfallen. Es ist zu erwarten, dass bei größeren Trai-
ningsdatensätze die Ergebnisse stabiler sein werden. Es wurde eine feste Zahl von 300
Trainings-Epochen gewählt, um die aktuellen Ergebnisse zu erzielen. Zur Kontrolle eines
möglichen Overfittings wurde einerseits mit Regularisierungsmethoden und andererseits
mit einer Leave-Site Out Validierung gearbeitet [223, 224]. Im Rahmen dieser Arbeit konn-
te gezeigt werden, dass der GAF, sowie der GF mit Hilfe von LSTM Netzen vorhergesagt
werden kann. Durch weitere Experimente und zusätzliche Daten können die Prädiktionen
verbessert und die Reproduzierbarkeit erhöht werden [225]. Um die Ergebnisse so repro-
duzierbar wie möglich zu machen, wurden die Hyperparameter für jedes verwendete Neu-
ronale Netz im Zuge dieser Arbeit genannt. Der endgültige Nachweis der Replizierbarkeit
kann erst durch Wiederholungsstudien an gänzlich anderen Daten erfolgen.

5.3.3 Alternative Grenzwerte

Bei einer GF S Regression werden keine ordinalen, sondern metrische Daten ausgegeben.
Es ist ein GF Wert von zum Beispiel 6,8 als Regressionsergebnis möglich. Unter Betrachtung
der GF S ROC Kurve, welche in Abbildung 4.6 zu erkennen ist, kann vermutet werden, dass
ein Grenzwert von 6,5 bessere Ergebnisse liefert als der in der Literatur bisher verwendete
Wert von 7. Bei einer erneuten Berechnung der BACmit einem Grenzwert von 6,5 ergibt sich
eine BAC 87,22% (siehe Anhang B.1) und übertrifft alle bisherigen Modelle. Der Negativ
Prädiktive Wert betrug bei dem niedrigeren Grenzwert 91,38%.

5.4 Weitere, zukünftige Fragen

In dieser Arbeit haben wir nur an Hand von Daten gearbeitet, die sich dynamisch von Zeitab-
schnitt zu Zeitabschnitt verändert haben. Für weitere Experimente wäre es sehr interessant
statische Daten, wie etwa das Geschlecht oder die Erhebung der CTQ (Childhood Trauma
Questionnaire) zu erfassen. 2Dieser wäre ähnlich leicht zu erheben wie der GAF, da der
Patient lediglich einen Zettel ausfüllen müsste, könnte jedoch die BAC erhöhen. Ein alter-
nativer Modellansatz wäre wie Esteban et al. in einer Publikation aus 2016 beschreibt[228].
Durch die Kombination von dynamischen und statischen Daten, könnte man zudem geneti-
sche Marker, sowie MRT Daten in einen Algorithmus einfließen lassen und somit Sensitivität
und Spezifität weiter erhöhen [229]. Allerdings müsste bei einem Patienten, der den Vorher-
sagealgorithmus nutzen möchte in der Folge ein MRT erfolgen, sowie genetische Analysen

2Dieser Fragebogen besteht aus 28-Elementen, die in fünf Subgruppen unterteilt werden können: Emotio-
nale, körperliche und sexuelle Misshandlung, sowie emotionale und körperliche Vernachlässigung[226].Die
Items sind auf einer fünfstufigen Likert-Skala zu beantworten, die von „überhaupt nicht” (1) bis „sehr häufig”
(5) reicht; somit reflektieren höhere Werte ein größeres Ausmaß an Misshandlungen [227].
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durchgeführt werden, was den Zugang im ambulanten Setting, sowie den Transfer in die
Klinik deutlich erschweren würde.
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Anhang A

Ausgewählte Fragebögen

A.1 Globale Beurteilung der Funktionsfähigkeit (GAF)
Bei der Beurteilung des GAF werden psychologische, soziale und berufliche Funktionen auf
einem hypothetischen Kontinuum der psychischen Gesundheit/Krankheit berücksichtigt.
Einschränkungen der Funktionsfähigkeit auf Grund körperlicher Leiden oder (umweltbe-
dingten) Einschränkungen werden nicht berücksichtigt.

A.1.1 Globale Beurteilung der Funktionsfähigkeit: Symptome (GAF S)
Beurteilen Sie den Grad der psychischen Belastung durch Krankheitssymptome, welcher die
Lebenssituation innerhalb des betreffenden Zeitraumes am besten darstellt. Verwenden Sie
gegebenenfalls Zwischencodes (z. B. 45, 68, 72), wenn dies angemessen erscheint.

91-100 Keine Symptome
81-90 Fehlende oder minimale Symptome (z.B. leichte Angst vor einer Prü-

fung)
71-80 Wenn Symptome vorhanden sind, handelt es sich um vorübergehende

und erwartbare Reaktionen auf psychosoziale Stressoren (z.B. Konzen-
trationsschwierigkeiten nach einem Familienstreit)

61-70 Einige leichte Symptome (z.B. depressive Stimmung und leichte Schlaf-
losigkeit)

51-60 Moderate Symptome (z.B. flacher Affekt und umständliches Sprechen,
gelegentliche Panikattacken)
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41-50 Schwere Symptome (z.B. Selbstmordgedanken, schwere Zwangsrituale,
häufige Ladendiebstähle)

31-40 Eine gewisse Beeinträchtigung der Realitätsprüfung oder der Kommu-
nikation (z.B. die Sprache ist manchmal unlogisch, unverständlich oder
sachfremd)

21-30 Das Verhalten wird in erheblichem Maße durch Wahnvorstellungen
oder Halluzinationen beeinflusst ODER es besteht eine schwerwiegende
Beeinträchtigung der Kommunikation oder des Urteilsvermögens (z.B.
manchmal inkohärent, grob unangemessenes Verhalten, starkes Einge-
nommensein von Selbstmordgedanken)

11-20 Das Vorhandensein einer Gefahr, sich selbst oder andere zu verletzen
(z.B. Selbstmordversuche ohne konkrete Todesabsichten; häufige Ge-
walttätigkeit; manische Erregung) ODER grobe Beeinträchtigung der
Kommunikation (z.B. weitgehend inkohärent oder mutistisch).

1-10 Anhaltende Gefahr, sich selbst oder andere schwer zu verletzen (z.B.
wiederholte Gewalt) ODER schwere Suizidversuche mit eindeutiger To-
desabsicht.

0 Unzureichende Informationen

Schätzen Sie den jeweils höchsten Wert des betreffenden Zeitraumes der GAF-Skala SYMPTOME
ab:

Während des gesamten Lebens: ______
Innerhalb des letzten Jahres: ______
Innerhalb des letzten Monats: ______

A.1.2 Globale Beurteilung der Funktionsfähigkeit: Einschränkungen
im Alltag (GAF D/I)

Beurteilen Sie die Beeinträchtigung der Funktionsfähigkeit, welcher die Lebenssituation in-
nerhalb des betreffenden Zeitraumes am besten darstellt. Verwenden Sie gegebenenfalls
Zwischencodes (z. B. 45, 68, 72), wenn dies angemessen erscheint. Beeinträchtigungen der
Funktionsfähigkeit aufgrund körperlicher Einschränkungen sind nicht einzubeziehen.
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91-100 Überlegenes Auftreten in einem breiten Spektrum von Aktivitäten, die
Probleme des Lebens scheinen nie außer Kontrolle zu geraten, wird von
anderen wegen ihrer oder seiner vielen positiven Qualitäten aufgesucht

81-90 Gutes Funktionieren in allen Bereichen, interessiert und beteiligt an ei-
nem breiten Spektrum von Aktivitäten, sozial aktiv, im Allgemeinen zu-
frieden mit dem Leben, nicht mehr als alltägliche Probleme oder Sorgen
(z.B. ein gelegentlicher Streit mit Familienmitgliedern)

71-80 Nicht mehr als eine leichte Beeinträchtigung des sozialen, beruflichen
oder schulischen Funktionierens (z.B. temporärer Rückstand bei den
Hausaufgaben oder Deadlines)

61-70 Einige wenige Schwierigkeiten im sozialen, beruflichen oder schuli-
schen Bereich (z.B. gelegentliches Schwänzen oder Diebstahl innerhalb
des Familienverbundes), aber im Allgemeinen funktioniert sie oder er
ziemlich gut, hat einige bedeutsame zwischenmenschliche Beziehungen

51-60 Moderate Schwierigkeiten im sozialen, beruflichen oder schulischen Be-
reich (z.B. wenige Freunde, Konfliktemit Gleichaltrigen oder Arbeitskol-
legen)

41-50 Jede ernsthafte Beeinträchtigung des sozialen, beruflichen oder schuli-
schen Lebens (z.B. keine Freunde, Unfähigkeit in einem Beschäftigungs-
verhältnis zu verbleiben)

31-40 Starke Beeinträchtigung in mehreren Bereichen, z.B. Arbeit oder Schu-
le, Familienbeziehungen, Urteilsvermögen oder Denken (z.B. ein de-
pressiver Mann meidet Freunde, vernachlässigt die Familie und ist ar-
beitsunfähig; Kind verprügelt häufig jüngere Kinder, ist zu Hause auf-
sässig und versagt in der Schule)

21-30 Unfähigkeit, in fast allen Bereichen (z.B. bleibt den ganzen Tag im Bett,
keine Arbeit, kein Zuhause, keine Freunde)

11-20 Gelegentlich unterlässt er ein Mindestmaß an persönlicher Hygiene
(z.B. Verschmieren von Fäkalien)

1-10 Anhaltende Unfähigkeit, ein Minimum an Körperpflege zu betreiben
0 Unzureichende Informationen

Schätzen Sie den jeweils höchsten Wert des betreffenden Zeitraumes der GAF-Skala
EINSCHRÄNKUNGEN IM ALLTAG ab:

Während des gesamten Lebens: ______
Innerhalb des letzten Jahres: ______
Innerhalb des letzten Monats: ______
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A.2 Globale Funktionsfähigkeit (GF)

A.2.1 Globale Funktionsfähigkeit: Social Scale (GF S)

Aktueller Wert:
Schlechtester Wert
letzten Jahres
Bester Wert letzten
Jahres
Bester Wert innerhalb
der gesamten Lebens-
spanne

Die Bewertung basiert auf den Angaben der folgenden Personen (Mehrfachauswahl möglich):
� Proband
� Familienmitglieder oder Freunde
� Krankenhausmitarbeiter, Sozialpädagogen oder andere regelmäßiger Betreuer

Instruktionen: Bitte bewerten Sie den niedrigsten Grad der sozialen Funktionsfähig-
keit des Patienten für den angegebenen Zeitraum, der das Funktionsniveau während dieses
Zeitraums beschreibt, um die Kategorie „Schlechtester Wert letzten Jahres“ zu beurteilen.
Für „Aktueller Wert“ geben Sie den am stärksten beeinträchtigten Grad der Funktionsfähig-
keit in der letzten Woche an. Bewerten Sie die aktuelle Funktionsfähigkeit unabhängig von
der Ätiologie der sozialen Probleme. Befindet sich der Patient jedoch in den Schulferien (z.
B. Sommerferien) oder war er <2 Wochen im Krankenhaus und wird nun entlassen, ohne
dass er zwischen Entlassung und Beurteilung des GF die Möglichkeit hatte, seine gewohn-
te soziale Rolle wahrzunehmen (z. B. Beurteilung des GF am Tag der Entlassung aus dem
Krankenhaus), sollten Sie die Situation vor dem Ereignis beurteilen (z. B. Wenn sich die
Person zum Zeitpunkt der Beurteilung im Krankenhaus befindet und dies <2 Wochen her
ist, sollten Sie den GF S unmittelbar vor dem Krankenhausaufenthalt ermitteln). Wenn die
Person aus nicht psychischen Gründen (z. B. komplizierte Grippe) länger als zwei Wochen
im Krankenhaus war, erfolgt die Bewertung auch nach dem Grad der sozialen Funktionsfä-
higkeit unmittelbar vor dem Krankenhausaufenthalt (ebenso bei einem längeren Urlaub).
Befindet sich eine Person in einer Übergangsphase (z. B. zwischen Schule und Studium oder
zwischen zwei Arbeitsstellen), muss auch das Funktionsniveau unmittelbar vor dieser Situa-
tion berücksichtigt werden.
Hinweis: Der Schwerpunkt liegt auf sozialen Kontakten/Interaktionen mit Personen außer-
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halb der eigenen Familie, es sei denn, diese sind die einzigen zwischenmenschlichen Kon-
takte, die eine Person hat (z. B. am unteren Ende der Skala). Zu beachten ist auch, dass die
Bewertung der intimen Beziehungen der Beurteilung primärer Freundschaften untergeord-
net ist und das Alter der Person berücksichtigt werden sollte. So ist bei älteren Personen da-
von auszugehen, dass sie intime Beziehungen haben, die Verabredungen, Zusammenleben
mit einer anderen Person oder Heirat beinhalten, während bei jüngeren Personen lediglich
romantische Interessen (d. h. Flirts oder Verknallt sein) oder enge Freundschaften zu er-
warten sind.

Fragen zur Bewertung des GF S:

1. Erzählen Sie mir von Ihrem Sozialleben. Haben Sie Freunde?

2. Sind es lockere oder enge Beziehungen? Falls es sich um lockere Beziehungen handelt,
sind es nur Schul- oder Arbeitsfreunde? Bei engen Freundschaften: Wie lange sind Sie
schon enge Freunde?

3. Wie oft sehen Sie Ihre Freunde? Sehen Sie diese außerhalb der Arbeit/Schule? Wann
haben Sie einen Ihrer Freunde das letzte Mal außerhalb der Arbeit/Schule gesehen?
(Versuchen Sie, die tatsächliche Menge an sozialen Kontakten gegenüber der wahrge-
nommenen Menge an sozialen Kontakten zu bestimmen).

4. Initiieren Sie normalerweise den Kontakt oder die Aktivitätenmit Freunden oder rufen
diese Sie normalerweise an oder laden Sie ein? Vermeiden Sie manchmal den Kontakt
zu Freunden?

5. Hatten Sie jemals Probleme/ Streitigkeiten mit Freunden? Streitereien oder Ausein-
andersetzungen? Wie werden sie normalerweise gelöst?

6. Haben Sie einen Freund oder eine Freundin oder sind Sie an einem Freund der Freun-
din interessiert? (Nach Bedarf ändern, um altersgemäße intime Beziehungen zu be-
urteilen)

7. Verbringen Sie Zeit mit Familienmitgliedern (zu Hause)? Wie oft kommunizieren Sie
mit ihnen? Meiden Sie manchmal den Kontakt zu Familienmitgliedern?
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10 Herausragende so-
ziale Kompetenz

Herausragendes Funktionieren in einem breiten Spektrum von sozialen und zwi-

schenmenschlichen Aktivitäten. Sucht häufig andere Menschen auf und unter-

hält zahlreiche befriedigende zwischenmenschliche Beziehungen, darunter meh-

rere enge und gelegentliche Freunde. Wird von anderen auf Grund vieler positiven

Eigenschaften aufgesucht. Altersgemäße Beteiligung an intimen Beziehungen (er-

forderlich).

9 Überdurchschnitt-
liche soziale
Kompetenz

Gutes Funktionieren in allen sozialen Bereichen und gute zwischenmenschliche

Beziehungen. Interesse und Beteiligung an einem breiten Spektrum sozialer und

zwischenmenschlicher Aktivitäten, einschließlich enger und lockerer Freundschaf-

ten. Altersgemäße Beteiligung an intimen Beziehungen (erforderlich). Nicht mehr

als alltägliche zwischenmenschliche Probleme oder Sorgen (z.B. ein vereinzelter

Streit mit dem Ehepartner, einer Freundin/einem Freund, Freunden, Arbeitskolle-

gen oder Klassenkameraden). In der Lage, solche Konflikte angemessen zu lösen.

8 Gute soziale Kom-
petenz

Leichte vorübergehende Beeinträchtigung der sozialen Funktionsfähigkeit. Leichte

soziale Beeinträchtigungen sind vorhanden, aber vorübergehende und erwartbare

Reaktionen auf psychosoziale Stressfaktoren (z.B. nach kleineren Auseinanderset-

zungen mit dem Ehepartner, der Freundin/dem Freund, Freunden, Arbeitskollegen

oder Klassenkameraden). Hat einige bedeutsame zwischenmenschliche Beziehun-

gen zu Gleichaltrigen (gelegentliche und enge Freunde) und/oder altersgemäße

intime Beziehungen. Seltene zwischenmenschliche Konflikte mit Gleichaltrigen.

7 Milde Beeinträch-
tigung sozialer und
zwischenmenschli-
cher Beziehungen

Anhaltende leichte Schwierigkeiten beim sozialen Funktionieren. Leichte Beein-

trächtigung, die NICHT nur eine erwartbare Reaktion auf psychosoziale Stressfak-

toren ist (z.B. leichte Konflikte mit Gleichaltrigen, Arbeitskollegen oder Klassenka-

meraden; Schwierigkeiten, Konflikte angemessen zu lösen). Hat einige bedeutsame

zwischenmenschliche Beziehungen zu Gleichaltrigen (gelegentlich und/oder en-

ge Freunde). Gewisse Schwierigkeiten, altersgemäße Beziehungen zu entwickeln

oder aufrechtzuerhalten intime Beziehungen aufzubauen oder aufrechtzuerhalten

(z.B. mehrere kurzfristige Beziehungen)

6 Moderate Be-
einträchtigung
sozialer und zwi-
schenmenschlicher
Beziehungen

Mäßige Beeinträchtigung der sozialen Kompetenz. Mäßige Beeinträchtigung vor-

handen (z.B. wenige enge Freunde; erhebliche, aber intermittierende Konflikte mit

Gleichaltrigen, Arbeitskollegen oder Klassenkameraden). Mäßige Schwierigkeiten,

altersgemäße intime Beziehungen aufzubauen (z.B. seltene Verabredungen). Ge-

legentlich sucht sie oder er andere auf. Reagiert, wenn sie oder er von anderen zur

Teilnahme an einer Aktivität aufgefordert wird.
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5 Deutliche Be-
einträchtigung
sozialer und zwi-
schenmenschlicher
Beziehungen

Deutliche Beeinträchtigung der sozialen Funktionfähigkeit. Keine engen Freunde

oder Intimpartner, hat aber einige lockere soziale Kontakte (z.B. Bekannte, nur

Schul-/Arbeitsfreunde). Sucht selten nach anderen. Gelegentlich kämpferisches

oder verbal streitsüchtiges Verhalten gegenüber Gleichaltrigen. Beginnt sich von

Familienmitgliedern zurückzuziehen (z. B. initiiert keine Gespräche mit der Fami-

lie, reagiert aber, wenn er angesprochen wird).

4 Schwere Be-
einträchtigung
sozialer und zwi-
schenmenschlicher
Beziehungen

Schwere Beeinträchtigung der sozialen Funktionsfähigkeit. Schwere Beeinträch-

tigung der Beziehungen zu Freunden oder Gleichaltrigen (z.B. sehr wenige oder

keine Freunde, häufige Konflikte mit Freunden oder Vermeidungsverhalten gegen-

über Freunden). Häufiges streitlustiges oder verbal argumentatives Verhalten mit

Gleichaltrigen. Seltener Kontakt mit Familienmitgliedern (z.B. reagiert er manch-

mal nicht auf Familienmitglieder oder meidet sie).

3 Marginale soziale
Kompetenz

Äußerst geringe Fähigkeit, in der Gesellschaft zu funktionieren oder zwischen-

menschliche Beziehungen zu pflegen. Häufig allein und sozial isoliert. Schwere Be-

einträchtigung der Beziehungen zu allen Gleichaltrigen, einschließlich Bekannten.

Wenige Interaktionen mit Familienmitgliedern (z.B. oft allein im Zimmer). Schwer-

wiegende Beeinträchtigung der Kommunikation mit anderen (vermeidet z.B. die

Teilnahme an den meisten sozialen Aktivitäten).

2 Unfähigkeit in-
nerhalb der
Gesellschaft zu
funktionieren

Unfähig, sozial zu funktionieren oder zwischenmenschliche Beziehungen zu pfle-

gen. Typischerweise allein und sozial isoliert. Verlässt nur selten das Haus. Geht

nur selten ans Telefon oder an die Tür. Nimmt selten an Interaktionen mit anderen

zu Hause oder in anderen Umgebungen teil (z.B. Arbeit, Schule).

1 Extreme soziale
Isolation

Extreme soziale Isolation. Keinerlei soziale Kontakte, sowie kein Kontakt zu Fami-

lienmitgliedern. Verlässt das Haus nicht. Weigert sich, an das Telefon oder die Tür

zu gehen.
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A.2.2 Globale Funktionsfähigkeit: Role Scale (GF R)

Aktueller Wert:
Schlechtester Wert
letzten Jahres
Bester Wert letzten
Jahres
Bester Wert innerhalb
der gesamten Lebens-
spanne

Die Bewertung basiert auf den Angaben der folgenden Personen (Mehrfachauswahl möglich):
� Proband
� Familienmitglieder oder Freunde
� Krankenhausmitarbeiter, Sozialpädagogen oder andere regelmäßiger Betreuer

Instruktionen: Bitte bewerten Sie den niedrigsten Grad der Funktionsfähigkeit des Pati-
enten innerhalb der Bereiche Beruf, Ausbildung und / oder Hausarbeit für den angegebenen
Zeitraum, der das Funktionsniveau innerhalb dieses Zeitraums beschreibt, um die Kategorie
„Schlechtester Wert letzten Jahres“ zu beurteilen. Für „Aktueller Wert“ geben Sie den am
stärksten beeinträchtigten Grad der Funktionsfähigkeit in der letzten Woche an. Bewerten
Sie die aktuelle Funktionsfähigkeit unabhängig von der Ätiologie der Probleme. Befindet
sich der Patient jedoch in den Schulferien (z. B. Sommerferien) oder war er <2 Wochen im
Krankenhaus und wird nun entlassen, ohne dass er zwischen Entlassung und Beurteilung
des GF die Möglichkeit hatte, seine gewohnte berufliche/schulische Rolle wahrzunehmen
(z. B. Beurteilung des GF am Tag der Entlassung aus dem Krankenhaus), sollten Sie die
Situation vor dem Ereignis beurteilen (z. B. Wenn sich die Person zum Zeitpunkt der Beur-
teilung im Krankenhaus befindet und dies <2 Wochen her ist, sollten Sie den GF R unmit-
telbar vor dem Krankenhausaufenthalt ermitteln). Wenn die Person aus nicht psychischen
Gründen (z. B. komplizierte Grippe) länger als zwei Wochen im Krankenhaus war, erfolgt
die Bewertung auch nach dem Grad der sozialen Funktionsfähigkeit unmittelbar vor dem
Krankenhausaufenthalt (ebenso bei einem längeren Urlaub). Befindet sich eine Person in
einer Übergangsphase (z.B. zwischen Schule und Studium oder zwei Arbeitsstellen), muss
auch das Funktionsniveau unmittelbar vor dieser Situation berücksichtigt werden.
Bestimmen und bewerten Sie den GF R für die primäre Rollenverteilung (Arbeit, Schule
oder Zuhause) anhand der Fragen unten. Wenn die Testperson in verschiedenen Aufga-
benbereichen involviert ist, ist die Gesamtdauer, die mit den rollenspezifischen Aktivitäten
verbracht wird (d. h. Teilzeitschule plus Teilzeitarbeit entspricht Vollzeitrollenstatus) ent-
scheidend.
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Hinweis: Diese Skala hebt den Grad der Unterstützung hervor, der in der Umgebung der
Person bereitgestellt wird, und die Leistung der Person, die diese Unterstützung erhält. Der
Begriff „unabhängig“, wie er in diesem Instrument verwendet wird, impliziert, dass eine Per-
son auf einem „altersgemäßen Niveau“ ohne die Hilfe von externen Unterstützungen oder
Anpassungen funktioniert. Beispiele für ein unabhängiges Funktionieren sind (1) ein alters-
gemäßes Funktionieren in einer Regelschule, ohne dass zusätzliche Hilfe, spezielle Klassen
oder besondere Vorkehrungen für Tests erforderlich sind, (2) wettbewerbsfähige Vollzeitbe-
schäftigung ohne zusätzliche Anleitung, Unterstützung, Job-Coaching oder andere Formen
besonderer Hilfe; und (3) Vollzeit-Hausfrau, die für die Erledigung von Aufgaben und Aktivi-
täten im Haushalt für eine Familie ohne zusätzliche Anleitung, Unterstützung oder Aufsicht
verantwortlich ist.

1. Wie verbringen Sie Ihre Zeit während des Tages?

2. Wenn Sie derzeit arbeiten:

(a) Wo arbeiten Sie? Was sind Ihre beruflichen Aufgaben?
(b) Wie viele Stunden pro Woche arbeiten Sie?
(c) Wie lange arbeiten Sie schon in Ihrem derzeitigen Beruf? Gab es in letzter Zeit

irgendwelche Veränderungen in Ihrem Job (z. B. Verlust des Arbeitsplatzes, Be-
endigung des Arbeitsverhältnisses, Änderung der Position oder der Arbeitsbelas-
tung)?

(d) Benötigen Sie bei der Arbeit normalerweise Unterstützung oder regelmäßige Auf-
sicht? Wie oft brauchen Sie zusätzliche Hilfe? Gibt es Aufgaben, die Sie nicht
allein bewältigen können?

(e) Haben Sie manchmal Schwierigkeiten, auf dem Laufenden zu bleiben? Sind Sie
in der Lage, einen Rückstand aufzuholen, wenn Sie in Verzug geraten?

(f) Haben Sie (positive oder negative) Kommentare oder anderweitige Rückmeldun-
gen zu Ihrer Leistung erhalten? Haben andere Sie auf Dinge hingewiesen, die Sie
gut oder schlecht gemacht haben?

3. Wenn Sie derzeit eine Schule besuchen:

(a) Welche Art von Schule besuchen Sie? (allgemeinbildende Schule, nicht-öffentliche
Schule, Wohnheim/Krankenhaus)

(b) Waren Sie schon einmal an einer Sonderschule oder einer anderen nicht allge-
meinbildenden Schule eingeschrieben?

(c) Wie lange sind Sie schon an dieser Schule? Hatten Sie in letzter Zeit irgendwelche
Änderungen in Ihrer Schul-Einstufung?



108 A. Ausgewählte Fragebögen

(d) Benötigen Sie zusätzliche Hilfe oder Unterstützung, um den aktuellen Schulstoff
zu bewältigen? Bekommen Sie Nachhilfe oder zusätzliche Hilfe während des Un-
terrichts oder nach der Schule? Bekommen Sie zusätzliche Zeit, um Tests zu
schreiben oder können Sie das Klassenzimmer verlassen, um an einem ruhigen
Ort Tests zu schreiben?

(e) Haben Sie Schwierigkeiten, mit Ihren Kursarbeiten Schritt zu halten? Können Sie
den Rückstand aufholen, wenn ein solcher anfällt?

(f) Wie sind Ihre Noten (beste und schlechteste)? Ist ihre Versetzung gefährdet?

4. Wenn Sie Hausfrau oder Hausmann sind:

(a) Welche Aufgaben erledigen Sie im Haushalt oder für die Familie?

(b) Wie lange sind Sie schon für den Haushalt zuständig?

(c) Wie viele Stunden pro Woche verbringen Sie mit Aufgaben im Haushalt?

(d) Sind Sie in der Lage, mit den Anforderungen Ihres Haushalts Schritt zu halten?
Geraten Sie jemals in Rückstand? Wenn ja, sind Sie in der Lage, den Rückstand
aufzuholen, oder sind Sie auf die Hilfe anderer angewiesen? Vermeiden Sie ir-
gendwelche Aufgaben? Benötigen Sie für bestimmte Aufgaben im Haushalt re-
gelmäßig Unterstützung oder Aufsicht?

10 Herausragende
Rollenfunktion

Erfüllt selbstständig Aufgaben mit überdurchschnittlichem Ergebnis in anspruchs-

vollen Funktionen (Vollzeit oder gleichwertig). Erhält nur überdurchschnittliche

Leistungsbewertungen bei kompetetiven Arbeitsstellen. Erhält fast ausschließlich

Einsen in der Regelschule. Plant, organisiert und erledigt alle Aufgaben im Haus-

halt mit Leichtigkeit.

9 Überduchschnitt-
liche Rollenfunkti-
on

Arbeitet selbstständig und sehr gut in anspruchsvollen Funktionen (erfordert Voll-

zeitbeschäftigung oder eine gleichwertige Tätigkeit). Selten abwesend oder nicht

arbeitsfähig. Erzielt gute bis überdurchschnittliche Leistungen bei kompetetiven

Arbeitsstellen. Erzielt in allen Kursen der Regelschule entweder Einsen oder Zwei-

en. Plant, organisiert und erledigt alle hauswirtschaftlichen Aufgaben.
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8 Gute Rollenfunkti-
on

Erfüllt selbstständig Aufgaben in anspruchsvollen Funktionen (erfordert Vollzeitbe-

schäftigung oder eine gleichwertige Tätigkeit). Gelegentlicher Rückstand bei Aufga-

ben, holt diesen aber immer wieder auf. Erzielt eine zufriedenstellende Leistungs-

beurteilung bei einem kompetitiven Praktikumsplatz. Erzielt in der Regelschule ei-

ne Drei und bessere Leistungen. Gelegentliche Schwierigkeiten bei der Erledigung

oder Organisation von Hausarbeiten. Oder Erzielt überdurchschnittliche Leistun-

gen mit minimaler Unterstützung (z. B. Nachhilfeunterricht; reduzierte akademi-

sche Kurse an der 4-Jahres-Universität; Besuch der Volkshochschule; möglicher-

weise zusätzliche Unterstützung bei der Arbeit weniger als 1-2 Mal pro Woche).

Erhält gute Arbeits-/Schulbeurteilungen, erledigt alle Aufgaben mit diesem Maß

an Unterstützung.

7 Milde Beeinträchti-
gung der Rollen-
funktionsfähigkeit

Geringfügige Beeinträchtigung der Funktionsfähigkeit bei anspruchsvollen Aufga-

ben. Häufigmit Aufgaben im Rückstand oder unfähig, diese zu erfüllen. Erhält häu-

fig schlechte Leistungsbeurteilungen in kompetitiven Arbeitsplätzen oder Vieren

oder besser in der Regelschule. Häufige Schwierigkeiten bei der Erledigung oder

Organisation von Aufgaben im Haushalt. Erzielt bessere Leistungen mit minima-

ler Unterstützung (z. B., erhält zusätzliche Anleitung/Unterstützung bei der Arbeit

1-2x pro Woche), erhält dann eine Drei oder besser, zufriedenstellende Arbeits-

/Schulbeurteilungen und erledigt die meisten Aufgaben im Haushalt mit diesem

Maß an Unterstützung.

6 Moderate Beein-
trächtigung der
Rollenfunktionsfä-
higkeit

Beeinträchtigung der Funktionsfähigkeit bei selbstständig ausgeübten Tätigkeiten.

Kann gelegentlich eine sechs in normalen Kursen erhalten, anhaltend schlechte

Leistungsbewertungen bei kompetetiven Arbeitsplätzen, Arbeitsplatzwechsel auf-

grund schlechter Leistungen, anhaltende Schwierigkeiten bei der Erledigung oder

Organisation von Hausarbeiten. Oder Benötigt teilweise Unterstützung (einige

Hilfsmittel- oder Sonderschulkurse; erhält 2+ Mal/Woche Anleitung/Unterstüt-

zung bei der Arbeit). Benötigt möglicherweise weniger anspruchsvolle Vollzeit-

oder Teilzeitjobs und/oder eine gewisse Beaufsichtigung in der häuslichen Umge-

bung, funktioniert aber gut oder angemessen, wenn die Unterstützung angeboten

wird (mit Unterstützung zufriedenstellende Beurteilungen am Arbeitsplatz oder

gute Noten in der Schule).
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5 Deutliche Beein-
trächtigung der
Rollenfunktionsfä-
higkeit

Schwere Beeinträchtigung der Funktionsfähigkeit bei selbstständig ausgeübten Tä-

tigkeiten. Durchfallen in mehreren Kursen der Regelschule, möglicherweise Verlust

des Arbeitsplatzes (z.B. Bewährung am Arbeitsplatz) oder nicht in der Lage, die

meisten Aufgaben im Haushalt selbstständig zu erledigen. Oder in vollständig son-

derpädagogischen Klassen, benötigt weniger anspruchsvolle berufliche/alltägliche

Unterstützung oder Anleitung, benötigt möglicherweise berufliche Rehabilitation

und/oder etwas Betreuung im häuslichen Umfeld, hält aber überdurchschnittliche

Leistungen mit Unterstützung aufrecht - erhält Einsen und Zweien, gute Beurtei-

lungen in Arbeit/Schule, erledigt alle Aufgaben.

4 Schwere Beein-
trächtigung der
Rollenfunktionsfä-
higkeit

Sehr schwere Beeinträchtigung der Funktionsfähigkeit bei selbstständig ausgeüb-

ten Tätigkeiten. Nur Sechsen in der Regelschule oder Schulabbruch. Kann eigen-

ständig keine Arbeit finden oder halten. (z.B. kürzlich entlassen, mehrere kurzfris-

tige Jobs in der jüngeren Vergangenheit, aber aktiv auf Arbeitssuche oder neue Ar-

beit in naher Zukunft erwartet), oder nicht in der Lage, praktisch alle Aufgaben im

Haushalt selbständig zu erledigen. Oder ausreichende bis gute Funktionsfähigkeit

mit großer Unterstützung. Benötigt eine supportive Arbeitsumgebung, vollständig

sonderpädagogischen Unterricht, eine nicht-öffentliche oder psychiatrische Schu-

le, Heimunterricht zum Zweck einer unterstützenden schulischen Umgebung un-

d/oder eine unterstützte häusliche Umgebung, ABER funktioniert mit dieser Un-

terstützung angemessen (erhält zufriedenstellende Leistungsbewertungen am Ar-

beitsplatz oder gute Noten).

3 Marginale Rollen-
funktionsfähigkeit

Beeinträchtigte Funktion trotz großer Unterstützung. Benötigt ein supportives Ar-

beitsumfeld, vollständig sonderpädagogischen Unterricht, eine nicht-öffentliche

oder psychiatrische Schule, Heimunterricht mit dem Ziel eines supportiven schu-

lischen Umfelds und/oder supportiven häuslichen Umfelds, ABER trotz dieser Un-

terstützung schlechte Funktionsfähigkeit ( ist ständig im Rückstand bei Aufgaben,

ist häufig nicht in der Lage, Leistungen zu erbringen, erhält schlechte Leistungsbe-

wertungen am Arbeitsplatz oder fällt in der Schule durch).

2 Unfähigkeit ei-
genständig eine
gesellschaftliche
Rolle einzunehmen

Behindert, nimmt aber an strukturierten Aktivitäten teil. Invalidität oder ein gleich-

wertiger, nicht selbstständiger Status. Arbeitet nicht gegen Bezahlung, besucht kei-

nen Unterricht oder lebt nicht autonom. Verbringt 5 oder mehr Stunden pro Woche

mit strukturierten, rollenbezogenen Aktivitäten (z. B. aktive Arbeitssuche/Bewer-

bung, stationäre Behandlung, Freiwilligenarbeit, Nachhilfe, geschützte Arbeitspro-

gramme).

1 Extreme Dysfunk-
tion

Schwerbehindert. Invalidität oder gleichwertiger unselbstständiger Status. Arbei-

tet nicht gegen Bezahlung (z. B. längere Arbeitslosigkeit oder nie erwerbstätig UND

nicht auf der Suche nach Arbeit), besucht keinen Unterricht oder lebt nicht auto-

nom. Verbringt weniger als 5 Stunden pro Woche mit strukturierten, rollenbezoge-

nen Aktivitäten.



Anhang B

Weitere Ergebnisse

B.1 GF S Ergebnisse mit einem Grenzwert von 6,5

Nach Abbildung 4.6 kann abgeleitet werden, dass der Grenzwert <6,5 (statt <7) ein geeig-
neterer Grenzwert für die GF S Regressionsanalyse sein könnte. Probatorisch wurde daher
auch mit dem Grenzwert von 6,5 eine Analyse durchgeführt. Hierbei zeigt sich eine Sensiti-
vität von 82,84% (95% CI: 76,96% - 87,75%), eine Spezifität von 91,60% (95% CI: 88,47%
- 94,12% ), eine PLR von 9,87 (95% CI: 7,11-13,69) und eine NLR von 0,19 (95% CI:
0,14 - 0,25). Insgesamt ergibt sich somit eine BAC von 87,22% und eine Genauigkeit von
88,67%. Der PPW beträgt 83,25% (95% CI: 78,17% - 87,34%) und der NPW 91,38% (95%
CI: 88,67% - 93,49%).

B.2 GF R Ergebnisse mit einem Grenzwert von 6,5

Wie auch bei Punkt A.1 wurde bei der GF R Regression nachträglich mit unterschiedlichen
Grenzwerten experimentiert. Es wurde ebenfalls ein Grenzwert von 6,5 genutzt, um ho-
he und niedrige GF Werte voneinander zu unterscheiden. So konnte man nachträglich die
BAC und andere Gütekriterien, welche typischerweise für die Klassifikation herangezogen
werden, berechnen. Hierbei ergibt sich eine BAC von 86,41% und eine Genauigkeit von
86,21%. Die Sensitivität beträgt 87.22% (95% CI: 82.17% - 91.27%) und die Spezifität
85,60% (95% CI: 81,68% - 88.97%). Der NPW ist mit einem Wert von 91,85% ( 95% CI:
88,90% - 94,08%) sehr hoch. Der PPW beträgt 78,26% (95% CI: 73,72% - 82,21%).
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B.3 Zusammenfassende Tabellen der Ergebnisse

B.3.1 Klassifikationsergebnisse

alle Gruppen ROD CHR ROP
GF S 85,04% 88,01% 82,48% 82,40%
GAF D/I 83,53% 84,51% 84,68% 76,50%
GF R 82,75% 85,26% 81,58% 78,91%
GAF S 78,28% 84,10% 74,75% 72,15%

Tabelle B.1: Die Tabelle zeigt die balancierte Korrektheit (balanced accuracy) der verschie-
denen Klassifikationsergebnisse im Vergleich.

B.3.2 Regressionsergebnisse

alle Gruppen ROD CHR ROP AUC Sρ
GF S 0,72 0,69 0,73 0,72 0,90 0,81
GF R 0,76 0,68 0,74 0,76 0,91 0,81
GAF D/I 0,89 0,89 0,89 0,89 0,90 0,81
GAF S 0,85 0,88 0,87 0,85 0,88 0,75

Tabelle B.2: Die Tabelle zeigt die RMSE Werte der verschiedenen Regressionsergebnisse,
sowie Spearmans ρ und die AUC im Vergleich.
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