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Zusammenfassung

Solangeder Menschseit Beginn der modernenWissenschaftrersucht,seinekognitiven

Fahiglkeiten durch anatomischephysiologischeund psychologischdJntersuchungerzu

verstehenwerdendieseForschungerauchvon der Entwicklungmathematischeodelle

begleitet. Dies geschiehin der Hoffnung, zu einemtieferenVerstandnigier Gehirnfunk-
tionenzu gelangerundin jingsterZeit mit demZiel, neuartigemathematisch®&erfahren,
z.B. zur Mustererlennungund Funktionenapproximatiorgu erhaltenIlm Rahmendieses
Ansatzeswvurdevor etwa 10 Jahrendasradiale BasisfunktionenRBF)-Netzwerkeinge-
fuhrt, welcheshestimmteStrukturenm cerebellarerCortex modelliert.

In friherenArbeiten wurdentiefgehendeBeziehungerewischendiesemdreischichtigen
Netzwerkmodelunddermaximuniikelihood (ML)-Schatzungron empirischerDaterver
teilungendurchMischungerunivariater NormalerteilungeraufgedecktSolcheNetzwer
ke eignensichzur datengetriebengrunktionenapproximationnd zur L6sungvon Klassi-
fikationsaufgabem\usgehendron diesenBeobachtungewird in dervorliegendenrArbeit
dasRBF-Modellstufenweiseverallgemeinert.

Zunachstwird mit dem generalisiertemradialenBasisfunktionen(GRBF)-Netzwerkein

Modell vorgestellt, dessenParametersich aus ML-Schatzungernvon Daterverteilungen
durchMischungermmultivariater NormalverteilungerableitenlassenDamit wird erstmals
ein Verfahreneingefuihrtmit demalle Netzwerkparametesimultanoptimiertwerdenkdn-

nen.Ein deterministische&bkihlschemasogt dabeifiur die sichereKorvergenzdeszu-

gehdrigersequentiellerstochastischebhernprozesses.

AnschlieRendvird ein neuesModell zur Funktionenapproximatiorder sogenannté L M-
Approximator, vorgestellt,dasebenélls auf Dichteschatzungedurch Mischungenmul-
tivariater Normalverteilungenberuhtund sich in Spezialfallenauf das GRBF-Netzwerk
reduziert.Im LLM-V erfahrenwird die zu approximierendd-unktiondurcheineInterpo-
lation lokaler linearer Regressionsmodelldamgestellt.In VerallgemeinerunglieserVer-
fahrenwird schlief3lichein Konstruktionsprinzigir Systeméokaler Expertenformuliert,
dassowohl WettbeverbalsauchKooperatiorunterschiedlicheExpertenzur Lésungeiner
gemeinsameAufgabeorganisiert.

Die ArbeitsweisendesLLM-Approximatorsals auchdesSystemdokaler Expertenwer-

denam Beispiel von Regelungsproblemeiilustriert. Zunéchstwird die Regelungeines
virtuellen Bioreaktorsmit Hilfe desLLM-Approximatorsvorgestellt. Anschliel3endwvird

dasSystemlokaler Expertenfir die Regelungeinerrealen komplexenindustriellenAnla-

ge verwendetDabeihandeltessich um die Anlagezur Ruckstandserbrennungm Werk
BurghauserderWacker-ChemieGmbH.






Inhaltsverz eichnis

1. Einleitung 1
1.1. MotorischeKontrolle . . . . . . .. ... ... . ... ... . . ... 1
1.2. IndustrielleRegelung . . . . . . . . .. L 5
1.3. EinneuronaleAnsatzzurindustriellenKontrolle . . . . . . ... ... .. 8
1.4. AufbauderArbeit. . . . ... ... ... 10

2. Gehirn, Datenanal yse und neuronale Netzwerke 13
2.1. Uberblick . . . . . . . . e 13
2.2. GehirnundKleinhirnrinde . . . . . . ... . o o o 15

2.2.1. NerwenzellenundSynapsen. . . . .. ... ... ... ...... 15
2.2.2. Kleinhirnrinde . . . . . .. ... 19
2.3. Datenanalyse. . . . . . . . ... .. e 22
2.3.1. Funktionenapproximation. . . . . ... .. ... ... ...... 22
2.3.2. Mustererlennung. . . . . . . ... 27
2.3.3. Dichteschatzung. . . . . . . ... ... .. .. . 35
2.4. KinstlicheneuronaleNetze. . . . . . ... ... ... ... ........ 43
241, Perzeptron . . . . . . . . e e e 46
2.4.2. GRBF-Netzwerk. . . . . . . ... ... . . o 49

3. GRBF-Netzwerke , Dichtesc hatzung und Funktionenappr oximation 57
3.1. ErweiterungdesGRBF-Netzwerks. . . . . . ... .. ... ... ..... 58
3.2. Lernregelnfur dasmultivariateGRBF-Netzwerk . . . . . ... ... ... 62

3.2.1. DurchfihrungdesLerrverfahrens. . . . . . ... ... ... ... 67
3.3. Funktionenapproximation. . . . . . ... ... ... . ... 0. 70

3.4. DiskussionundBeispiele. . . . .. .. ... ... oo 73



Systeme lokaler Experten

4.1. Warumsindlokale Expertervorteilhaft?. . . ... ... ... .. ... ..

4.2. VerallgemeinerungesGRBF-Netzwerksufein Systemlokaler Experten.

4.3. ApproximationeinermultifunktionalenDatenfolge . . . . . . ... .. ..
4.3.1. mGRBF-Systenfir einemultifunktionaleDatenfolge . . . . . ..

4.3.2. LLM-Approximator fir einemultifunktionaleDatenfolge . . . . .

Regelungstheorie

5.1. Grundbgriffe derRegelungstheorie. . . . . . .. ... ... ... ....
5.2. ModellbasierteRegelungmit einemPID-Reggler . . . . . . . . ... .. ..
5.3. ErfahrungsbasiertBegelungmit einemFuzzy-Regler. . . . . ... .. ..

5.4. Datenbasiert®egelungmit neuronalemNetzen . . . . . ... .. ... ..

Regelung eines Bioreaktor s im Computere xperiment

6.1. DynamikdesBioreaktors. . . . . . ... ... .. .. . ... ...

6.2. RegyelungdesBioreaktors. . . . . . . .. ... ... o
6.2.1. SimulationdesBioreaktors. . . . . ... ... ... ... ... ..
6.2.2. KriterienzurBeurteilungeinerRegelung . . . . . . ... ... ..
6.2.3. DreiRgylerfurdenBioreaktor. . . . . ... ... .........

6.3. Ergebnissdir verschieden&zenarieundRegler. . . . . . . ... .. ..

Regelung der Rickstandsverbrenn ung in einer industriellen Anlage
7.1. Die AnlagezurRlckstandssrbrennung. . . . . . . . ... ... ... ..
7.1.1. OfenundBrennstreckn . . . .. ... ... ............
7.1.2. RandbedingungeandSicherheitsaspekte . . . . . ... ... ..
7.1.3. ProzelleitsysterderRuckstandssrbrennung. . . . . .. ... ..
7.1.4. ProblemebeiderRegelungderRuckstandserbrennung . . . . . .
7.2. EntwurfeinerneuerRegelung . . . . . . . . ... oL
7.2.1. ZielsetzungundKonzeption. . . . . ... .. ... ... .....

7.2.2. ProgrammPCSzur ReggelungindustriellerProzesse . . . . . . ..

85

97
97
99
103
109

115
115
121
121
122
124
128



7.2.3. Experterzur RegelungderFlussigleitszufuhr. . . . . .. . .. .. 151

7.2.4. Zweispeziellepedarfsorientiert&xperten . . . . . ... ... .. 152

7.2.5. Experterzur RegelungderAbgaszufuhr. . . . . . . ... ... .. 158

7.3. BeispieleundDiskussion. . . . ... . ... ... oo 159
A. Anhang 165
A.l. DerLLM-Approximator . . . . . . . . . . . i 165
A.1.1. HerleitungdesLLM-Approximators. . . . . ... ... ...... 165

A.1.2. Klassifikationmit einemLLM-Approximator . . . ... ... ... 168

A.2. DynamikdesBioreaktors. . . . . .. ... ... oo 169
A.2.1. FixpunktedesBioreaktors. . . ... ... ... ... ... .... 169

A.2.2. StabilitatsanalysderFixpunkte . . . . ... ... ... ...... 171

Literatur verzeichnis 175






1. Einleitung

Mit nur wenigenStrichenskizziert Sempéin der obigen Abbildung das Phanomerdes
Lernens[Sem8%. DasKind muf3 seineganzeAufmerksamleit auf die neueBewegungs-
form desRadfhrensrichten. Dagegenhat die Mutter, die gutmutigihr Kind beobachtet,
keinerleiSchwierigleitenmit der Kontrolle desFahrrads Auf welcheWeisehatdie Mut-
ter inre Fahigleit erworbenWassind die MechanismeresLernensVie werdenin der
Biologie sokomplexe Aufgabenwie die Koordinationder Skelettmuskulatuwahrenddes
Radfhrengyelost?

DiessindFragenum derenBeantwortungsichviele ForschungsgebieteemihenAuf der
einenSeitegibt esBiologen,MedizinerundPsychologendie Lernprozesse biologischen
Systemeruntersuchemind beschreibenauf derandererSeitelngenieureund Regelungs-
techniler, die fur ihre alltagliche Arbeit Regelungsmethodenur Losungverschiedenart-
iger technischeProblemebenétigen ZwischendiesendurchauggegenséatzlicheWissen-
schaftsgebietefinden sich Forschungszweigaie die der kinstlichenintelligenz, Neu-
roinformatik, Fuzzy-Logik, genetischelgorithmen, nichtlinearenOptimierungund der
SelbstoganisationDie vorliegendeArbeit ist im skizziertenZwischenbereiclangesiedelt
undunternimmtdenVersuchausdemAufbaunatirlicherRegelungssystemeulernen,um
die dort erkennbarerOrganisationsprinzipiem die ArchitekturtechnischeRegelungssy-
stemezu Ubertragen.

1.1. Motorisc he Kontr olle

Wassindnundie Prinzipien,auf GrunddereresderNaturgelingt,Regelungsproblemelie
in der TechnikgroReSchwierigleitenbereitenohneMihe zu I16sen?Um die wichtigsten
Aspekteanschaulictherausarbeitemu konnen,soll als Beispieldie motorischeKontrolle
beimMenschenyie siez.B. wahrenddesRadf&hrensnotwendigist, betrachtetverden.

In Abbildung 1.1 ist dasmotorischeSystemschematiscldaigestellt. SeineBestandteile
werdendabeialsKomponenterinestechnischemRegelkreisesnterpretiert Denauffallig-
stenTeil desmotorischenSystemsbildet der Bewegungsapparat].h. Knochen,Sehnen,
Banderund Muskeln [Sch9§. Die Aufgabeder durchdaszentale Nervensysten{ZNS)
zu leistendenRegelung bestehtin der Kontrolle diesesBewegungsapparategurch eine
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Abbildung 1.1.: Das motorische System.Die beteiligtenKomponentertassersichdenin der
TechnikublichenBegriffen (Aktoren, SensorenRegler, Strecle) zuordnenDie Informations-
Ubertragungerfolgt iberdie Nervenfasern Die GesamtstruktuentsprichtderjenigereinesRe-
gelkreises.

Vielzahlvon Muskeln. Die Muskeln sind alsodie Aktoren desSystemsSie erhaltenvon
denMotorneuronerdesGehirnsBefehlezur Kontraktion.Informationeniiberdie jeweils
aktuelle Positionder GliedmalRenverdendem ZNS Uber verschieden&innesmodalita-
ten zugefihrt.Die wichtigsteRolle spielt hierbeider Koérpersinn,der zum einenauf der
Langenmessunder Muskelfaserndurch die Muskelspindelnund zum anderenauf der
Spannungsmessurtgr Muskeln durchdie Sehnenaganeberuht[ST8Y. Zusatzlicheln-
formationenerhéaltdasGehirndurchdie optischeWahrnehmungler GliedmafRerundden
taktilen Sinnauf der HautoberflacheDiesedrei Sinnesmodalitatehilden dassensorishe
SystendesBewegungsapparatfie sensorischeBignalereprasentieredie Eingabedaten
fur deneigentlichenRayler innerhalbdesZNS, der sich ausverschiedeneReflexbégen,
demKleinhirn undbestimmterleilender Grof3hirnrindezusammensetzt.

DasskizzierteSystemzeigteinige BesonderheiterDie grolieAnzahlverschiedenekus-
keln und der damit verbundenehoheFreiheitsgradan kérperlichenBewegungenlafdt ah-
nen,welcheSchwierigleitendie Koordinationsovieler Aktorenbereitet. Auchist bemer
kenswertdalRdie Sensorerausganzlichverschiedene®innenbestehengdie zudemeine
Vielzahl verschiedenerzum Teil redundanteinformationenliefern. DieseRedundanzen
gebenunsdie Méglichkeit, BewegungenauchuntererschwerterBedingungerauszufih-
ren(blind zu gehenmit dickenHandschuheetwaszu greifen),selbstwennunsdiesohne
Ubung nicht mit der gevohntenPrazisiongelingt. Bei der Informationsiibertragungder
Sensordatem dasGehirnist diesesPrinzipderRedundanzebenélis sichtbar Viele Stran-
gevon NervenfaserrziehenvondenGliedmalieniberdasRickenmarkin dasGehirn.Die
Informationwird dabeinicht tiberein besondereBrotololl* tibermittelt;vielmehristin der

L In derTechnikwiirdebei einersolchenprotokollbasierterinformationsiibertragundie Nachricht“Ther-
mometemifRt435°C undManometemif3t0.17bar” Ubergenaueine Leitunggesendetverden.
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Natur jeder Nervenfaserein bestimmterinformationsgehalzugeordnetSo wird z.B. ein
Reizin einersehrkleinenHautragion durcheine Erregungweniger— nur diesemHautbe-
reich zugeordneter Nervenzellenin dasGehirntbertragenLiegt kein solcherReiz vor,

sofallt esunsschwer dieseHautregion bevul3twahrzunehmerDieserUmstandafitsich
nunsobeschreiberjalfjederNervenfasereineBedeutungzugeordnetvird. Erstdurchdie
ErregungderNervenfasermwird die zugeordnet®edeutungvahigenommerundsofir das
Gehirnrelevant.

Abbildung 1.1 zeigt,dalRauchim motorischerKontrollsysteneineredundantéufgaben-
verteilungexistiert [ST83. Sehrschnelle,unterUmstanderiebensrettend®eaktionsbe-
wegungenwerdeniberdie sog.monosynaptidtenReflkb6gen gesteuertbei denensen-
sorischeSignaleschonim Ruckenmarkan motorischeNervenzellenweiteigegebenwer-
den.Im Gegensatzzu den unwillkirlichen Reflexbewvegungenstehendie willkurlichen,
geplanterBewegungenwie z.B. dasGreifennacheinerKaffeetasseEine solcheAktion
wird zundchsim motorischer~eld der GroRR3hirnrinde(motorisdier Cortex) geplant.Die
Feinkoordinationaller beteiligtenMuskeln wird dagegenvor allemvom Kleinhirn ausge-
fuhrt [Ste88. DasKleinhirn ist demGrol3hirnabernicht einfachnur nachgeschalteson-
dernagiertparallelzu diesem.So kénnensich Menschemmit einerschwererverletzung
desKleinhirns durchausnochbewegen, nur zeichnensich dieseBewegungendurch eine
“falsche”Dosierung(Asynegie), einenTremor oderdurcheinenzu niedrigenMuskelto-
nusaus[ST89. Viele leichtereVerletzungerdesKleinhirns kdnnenabernahezuperfekt
durchdasGrof3hirnkompensiertverden.Dagegenfihrt eineLasionim Bereichder moto-
rischenCortex zu einerLahmungdesbetrofenenMuskelbereichsyerbundenmit einemzu
hohenMuskeltonus(spastisbe Hemiplayie) [ST85. Wir werdendenfunktionellenAuf-
baudesKleinhirnsim VerlaufdieserArbeit nochgenauediskutieren.

Diese— wennauchnur sehrgrobe— Skizze desmotorischenSystemszeigt wesentliche
MerkmaleeinegedenbiologischerRegelungssystem®ffensichtlichexistierteinegewis-
se AufgabenteilungzwischenverschiedenespezialisierterTeilen, wie z.B. den Reglern
und SensorerausAbbildung 1.1, die von nunan als Expertenbezeichnetverdensollen.
Die GrenzerzwischerdeneinzelnerExpertersindabemichtsostarkabgesteckglalnicht
ein Expertedie Aufgabeneinesandererwenigstenseilweisetibernehmekdonnte An Stel-
le einerstarrenAufgabenteilungst die ZusammenarbewischendenExpertenvielmehr
von Koopemtion und Konkurrenz gepragt.Die Kooperationwird im obigenBeispielim
WechselspiekwischenGrobkoordinationund Feinkoordinationdeutlich. Eine unwillkir-
liche Reflexbewegung,entggeneinerandersartiggeplanterBewegung, zeigtdagegendie
KonkurrenzzwischendeneinzelnenExperten Auch dieseArchitektur einesSystemsson
kooperierendemund konkurrierenderExpertenwird fur die weitere Argumentationvon
zentraleBedeutungsein.

In dem hier beschriebene®ystemzur motorischerKontrolle lassensich drei Zeitskalen
identifizieren,die flr viele biologischeRegelungssystemg/pischsind. Die Radfahrende
Mutter ausdem Eingangsbeispiekorrigiert zligig geringeAbweichungenvon ihrem ge-
plantenWeg und wird sich auchnicht von plétzlichenSituationséanderungefz.B. durch
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einentiberdenWeg springenderHund) irritieren lassenlhr motorischeKontrollsystem
arbeitetvor allem auf einerkurzen Zeitskala.Kurzfristige Anpassungemelingenihrem
Kind hingegenwesentlichschlechterEs befindetsich nochin der Lernphase in dersein
Kontrollsystemauf einermittelfristigen Zeitskalaerstausvielen SituationentypischeBe-
wegungsmusterdie zum sicherenRad&hrennotwendigsind, extrahiert. In dieserPhase
stelltdie Begegnungmit einemHundnochein groRedProblemdar. Mutter, Kind undHund
verweiserauchaufdie evolutiondrerMechanismendie dasmotorischeKontrollsystener-
zeugthaben.Das Radfhrenist sicherlichkeine Fortbevegungsform,die demMenschen
angeborenst. Trotzdemkdnnenwir unsdie dafur notwendigen- wie auchandere yviel
schwierigere- Bewegungenauf Grundunserei_ernfahiglkeit durchUbunganeignenDie-
seFlexibilitat desmotorischerSystemgst die Folge einersehrlangfristigenEntwicklung
aufeinerZeitskalavon vielenMillionen Jahren.

Die KlarungderFragenywie sichdie verschiedeneRegelungsmechanismem Laufevon
Jahrmillionenevolutionar herausgebildehabenund was die treibendenKrafte fur diese
Evolution sind, ist Aufgabeder Phylogenieln Anlehnungan die dort aufgedecktertnt-
wicklungsmechanismeder Natur existiert eine eigeneForschungsrichtunggie sich mit
der Erforschungsog. evolutionarerAlgorithmen zur Optimierungund Regelungtechni-
scherSystemebeschéaftigif KS97, BS93 Bac9q. Im FolgendenwerdenUmformungen
und Entwicklungen,die auf einer sehrlangenZeitskalaablaufen,abernicht berticksich-
tigt. Vielmehrwird die Existenzsinrnvoller biologischerKonstruktionenrhier einfach als
gegeberhingenommenk-ur die KonstruktionbiologischinspirierterAlgorithmenbedeutet
dies,daRverschieden&/arianteneinesVerfahrensnicht durch daslangfristige Uberleben
in einer“feindlichen” Umgelung ausg&vahlt werden(survival of the fittest). Im von uns
angenommenefzenarianul3vielmehrderEntwicklerdieserAuswahlprozel¥ornehmen,
indemer Kostendefiniert,die bei Uber bzw. Unterschreiterzur Verwerfungbzw. zur Wei-
terentwiclelungeinerldeefihren.

WaskannmanausderobigenBetrachtundernenwennmanRegelungssystementwickeln
will, die amVorbild desZNS orientiertund gleichzeitigauchin einertechnischetumge-
bung anwendbaseinsollen?Vier Punktekristallisierensich herausgdie fir denweiteren
VerlaufdieserArbeit von zentraleBedeutungsind:

e Die Informationsubertragungrfolgtin einemdoppelterDatenformatDie Nervenfa-
seralssolchehatzwar eineBedeutungabererstdie AktivierungdieserNervenfaser
verleihtdieserBedeutungaktuelleRelevanz.

e Die GesamtaufgabeinesRegelungssystemwird in eine Reihevon Teilaufgaben
zerlggt und diesewerdenspezialisierterintereinheiterzugeviesen.Diese Exper
ten lésendie gestellteGesamtaufgabm einemWechselspiehusKooperationund
Konkurrenz.

e RayelungssystemeeigeneinenmodularenAufbau. DasmotorischeKontrollsystem
gliedertsich in SensorenRegler und Aktoren. Das Gehirnals Regler ist in viele,
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teils hierarchischeteils parallelarbeitendaund voneinandemabhangigg-unktions-
gruppenstrukturiert. DiesesStrukturprinzipist bis zur unterstenEbenehinab, den
Nervenzellensichtbar

e Bei der KonstruktioneinestechnischerRegelungssystemmul’ der Gesamtaufbau
voneinemEntwicklerunterBerucksichtigungyonKostenvorgegebenverdendadie
langfristigeselbstoganisierendéuswahl einerkonkretenSystemarchitektudurch
evolutionareAlgorithmenzum einenzu langedauern zumandererhohetechnische
Risikenverursachemvirde.ln demvonunsverfolgtenSzenaricsoll ein solchesSy-
stemmittel- undkurzfristige Anpassungeselbstandigyornehmerkénnen.

UnterBericksichtigunglieservier Vorgabenwird in diesemText ein neuronalmotiviertes
Architekturprinzipfir komplexe Regelungssystementwickelt, theoretischerforschtund
an Hand einerindustriellenAnlage auf seinepraktischeRealisierbarkit untersuchtBei
dieserAnlage handeltes sich um jenenTeil desWerks Burghauserder Wacker-Chemie
GmbH, in welchemdie Ruckstandeder chemischerProduktionverbranntwerden.Die
KontrollproblemedieserTeilanlagewarenes, welche dieseArbeit motiviert haben.Um
in die entsprechendeRragestellungerinzufihrengibt derfolgendeAbschnittzunachst
einenUberblickiiberdenallgemeinemufbaueinerindustriellenProduktionskntrolle,um
anschlieRendlie Kontrollproblemebei der Riickstandssrbrennungm Werk Burghausen
zu skizzieren.

1.2. Industrielle Regelung

Abbildung 1.2 zeigt ein Luftbild desWerksBurghauserder Wacke-ChemieGmbH. Auf
diesemetwa 100 ha groRenGelandewerdenin etwa 30 Produktionsbetriebewor allem
Grundstofe fir die chemischdndustriehemgestelltfWCG99. Die kontrollierte Fiihrung
einertechnischerAnlagedieserGrol3eerfordertbesonderétrategien. Wie in Abbildung
1.3dagestelltist, ist eineausgepragtelierarchieder Organisationsstruktunotwendig die
sich auchin der informationstechnischeAusstattungwiderspigelt. Die Unternehmens-
fuhrungtrifft vor allem langfristige betriebswirtschaftlichéntscheidungerdie sich nur
schlechtdurch Informationssystemautomatisiererassen.Auf der Ebeneder Produk-
tionsfuhrungwerdenmittelfristige Planungerfir die Produktionsablaufeorgenommen,
die durchdie Fihrungerder Teilbetriebeumgesetztverdensollen.Diesebeidenmittleren
Ebenenverdenin letzterZeit zunehmendalurchinformationssystemeanterstitztDie auf
deruntersterEbeneangesiedelt®rozel3fihrungst lediglich fir denkorrektenAblauf des
jeweiligentechnischerVerfahrensverantwortlich. Schonlangewerdenhier Prozel3leitsy-
stemefur die Automatisierungund Regelungzu Hilfe genommen.

In denletztenJahrerhabenm BereichderindustriellenLeittechnikstarke Veranderungen
stattgefundenWVarenfriherelLeitsystemeoroprietard_dsungerdesjeweiligenHerstellers,
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Abbildungl.2.:Werk Burghausender Wacker-Chemie GmbH. DasGelandevird vom Alz-
Salzach-Kanaunterteilt,desserBau um 1900 flir den StandortdesWerks ausschlaggebend
war. Der Kreis markiertdie Anlagefir die Riickstandserbrennag (aus[WCG99).

so ist derzeitein deutlicherTrend hin zur Standardisierungler verschiedenefKompo-
nentenzu beobachteiBir99]. DieseEntwicklungist abernochim Gangeund wird stark
von denFortschritterder Netzwerktechnilbeeinfluit. Die zunehmenainfachereverfiig-
barkeit von Informationenzu Produktions-und ProzeRablaufeim gesamteriVerk wird

gegenwartigvor allem zur Analyseund Archivierung von BetriebsdaterverwendetZur

eigentlichenProzel3fiihrungalso zur Kontrolle destechnischemblaufes,werdendiese
neueninformationstechnischeNoglichkeiten dageen noch nicht systematisclgenutzt.
Dafur verantvortlich ist ein gewisserMangelan Methodenmit denendie vielenverschie-
deneninformationenzur Kontrolle einesProzesseserknipft werdenkdénnen.Etabliert
sinddag@enVerfahren die durchMessungeinereinzelnenGrol3e(z.B. Druck) unddurch
VariationeinerzugehorigerStellgrol3gz.B. Ventilstellung)einenSollwert einregeln.

Ende 1994 kam im RahmeneinesVortragsvon Paul Tavan Uber Methodender Neuro-
informatik ein Kontaktmit dem RegelungsingenieurhomasList zustandeT. List war
damalsm Werk Burghauserder Wacker-ChemieGmbH fir die Optimierungbestehender
Anlagenteilezustandigund daherauchimmer auf der Suchenachneuen erfolgverspre-

2Esist zu erwarten,daRdasfur dasinternet zentraleUbertragungsprotaldl TCP/IP und die plattformun-
abhangigd’rogrammierspractjava auchin derLeittechnikimmerwichtigerwerden.



1.2. IndustrielleRegelung

Funktion System
Unternehmensfiihrung
Produktionsfuihrung Produktionsleitsystem
Betriebsfiihrung Betriebsleitsystem
Prozef3fuhrung Prozelileitsystem

Abbildung 1.3.: Hierar chieebeneneinesindustriellen Betriebs. Links sind die verschiede-
nenOrgansiationsebeneatagestelltunddanebemlie informationstechnis@n Systemedie zu
Unterstitzungeingesetziverden(nach[Bir99]).

chenderKontrollverfahren.

Eine seinerdamaligenAufgabenwar die Behelung bestehendeProblemein der Riick-
standserbrennungsanlagikesWerks.DieserBetriebsteildientderVerbrennungon Rest-
stoffen, die innerhalbder verschiedeneRroduktionsanlagedesWerksanfallen. Die An-
lage zur Riickstandssrbrennunguimfatdrei verschiedemroReOfen,in denenunterEin-
haltung diverserGrenzwertedie Abfalle (Gase,Flussigleiten und Feststafie) bei hoher
Temperatuverbranniverden WegendergestiggenerProduktiondesWerksunddesdamit
verbundenerAnstiegsanAbfallstoffendrohtedie Kapazitatder Anlagezur Rickstandser-
brennunganihre GrenzereustoRenEswardaherdaszZiel vonHerrnT. List, Moglicheiten
einerKapazitatserhéhungu untersuchemnd gegebenerdlls entsprechend®alRnahmen
zu emgreifen. Der EinsatzkonventionellerRegelungstechnikzur LésungdieserAufgabe
war jedochwegender relativ komplexen Strukturder Ruckstandserbrennungsanlagait
grol3enSchwierigleitenverbunden.

DieseProblemefiihrtenzu derldee,in einemstaatlichgeforderterForschungsprojektie
Ruckstandserbrennungls Demonstrationsanladér die Anwendbarleit von Regelungs-
methoderder Neuroinformatikzu nutzen[DLT95]. Insbesondersollte in diesemProjekt
ein ganzheitlicheEntwurf einesSystemszur Produktions- Betriebs-und Prozel3fiihrung
versuchtwerden.SparmalRnahmeder staatlichenForderstellerlie3enein Projektdieser
GroRRenordnungberieidernichtzu. Trotzdemwurdeim Marz 1995eine—vonderWacker-
ChemieGmbH finanzierte— “kleine” Kooperationvereinbart,in derenRahmenTeile der
vorliegendenArbeit durchgefuhriwurden.Der Ablauf diesesProjektssoll nun kurz skiz-
ziertwerden.

Nacheiner Analyseder Anlageund vorhandenearchvierter Datenwurdenverschiedene
Problemfeldeund Optimierungsmaoglich&itendeutlich.EinezentraleAufgabederAnlage
ist die zuverlassigaund standigeVerbrennungler tiberlangeRohrleitungerangelieferten
Abgaseausden Produktionsbetrieberba dieseAbgasekaum gepufert werden,ist eine
standigeVerfiigbarleit der Ruckstandssrbrennungnhotwendig.Ein langererAusfall der
Anlagewurdedie Einstellungvon Produktionsprozessegrzwingen.In Hinblick auf das
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Kontrollproblemkommt erschwerendinzu, dal3viele Abgasenicht kontinuierlich, son-
dern— abhangigvom jeweiligen Produktionserfahren— sto3artigherangefihriverden.
Derartigesehrplotzlich auftretendeBelastungsspitzekdnnenzu Uber bzw. Unterschrei-
tungenvon Grenzwertensomitzu einererzwungenemotabschaltungon Verbrennungs-
o6fenundin derFolge auchzum Stillstandin bestimmterProduktionsbetriebefiihren.

Ein weiteresProblemfeldbetrifft die Verbrennungron fliissigenAbfallen. Derenchemi-
scheundphysikalischeEigenschaftesindin aller Regel nicht bekanntundsomitist kaum
WissenuberVerbrennungsenthalpiemd Viskositaternverfigbar Diesmachtihre kontrol-
lierte Dosierungzu einemschwierigenUnterfangen Da sowvohl die Ventilcharakteristikn
wie auchdie Durchflumessungeuf GrundderunbekannteWiskositatermit sehrgrof3en
Fehlernbehaftetsind, mul3 haufigallein ausder ReaktiondesVerbrennungswgangsauf
die Verbrennungsenthalpiater jeweiligenFlissigleitengeschlossewerden.

Dadie Anlagezur Riuckstandssrbrennungseitetwa 1950standigerweitertwurde,finden
sichin ihr sehrviele historischbedingteEigenarterund Korventioner, die zu einerge-
wissenUnubersichtlichkit fihren.Dasin der AnlageinstallierteProzelleitsysterstammt
ausdenachtzigerJahrenund hat sich fur eine Optimierungder Regelungals groResHin-

derniserwiesenda seinesehrschwerfalligeProgrammierunglie Implementierungheuer
Methoderfastunmoglichmacht.Erstdie ProgrammierunginerSchnittstellezu einermo-

dernenworkstationhatdiefur die EntwicklungneuartigeRegelungserfahremotwendige
Flexibilitat erzeugt.

Der wichtigsteRegelkreis,derim Prozelleitsystenmplementierist, versuchtdenDruck
in den AbgasleitungennnerhalbgewisserGrenzenauf einenkonstanteriVert zu halten.
DieseRegelungist abernicht die HauptaufgabalesProzel3leitsystemsSie bestehtviel-
mehrdarin, die VisualisierungzahlreichetMeRwerteund die Fernsteuerungbensazahl-
reicherVentilezu ermdglichenMit derBeobachtungindBedienungdesLeitsystemssind
die Anlagenhhrerder jeweiligen Schichtfur die kontrollierte Verbrennungler Gaseund
Flussigleitenverantvwortlich. Ihre wesentlicheStrateyie bestehtdarin, die Ofenin einem
sehr“sicheren” Bereich zu belassengd.h. den Betriebszustandier Ofen moglichstweit
entferntvon GrenzwertenderenUberschreitungur automatischemNotabschaltungiih-
renwurde,zu halten.DieseStratgie fihrt zwar zu einerwiinschenswerteReduktionder
Ausfalle;anderseitsvird aberdadurchauchdie mittlere VerbrennungskapazitderAnlage
verringert.

1.3. Ein neuronaler Ansatz zur industriellen
Kontr olle

Die Zusammenarbeihit der Wacker-ChemieGmbH von Mérz 1995bis Dezemberl997
bot die selteneGelegenheit‘echte” industrielleDatenzu analysiererund auchregelndin

3Sowerdendie 12 Abgaszuleitungemon 1 bis 13 durchnumeriertLeitung siebenrexistiert nicht.
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einenrealen,komplexen ProzefReinzugreifenIn vielen Produktionsanlagewerdenver-
fahrenstechnisch&blaufe zum Schutzvor IndustriespionageertraulichbehandeltDaher
istin solchenAnlagenein detaillierterEinblick werksfremdePersonersehruniblich.

Diesmagauchein Grunddafirsein,weshalbzwar viele Konzeptezur intelligentenKon-
trolle mit MethoderderNeuroinformatikpubliziertwerden MSW92 DeS93, aberbislang
nur wenigedieserKonzepteantatsachlichexisitierendenAnlagenerprobtwurden.Dasin
der Literatur haufig skizzierteVorgehenbestehtvielmehrdarin, neueMethodenan Hand
derSimulationvon Modellsystemerzuevaluieren DabeiwerdenaberAspektewie Verflig-
barkeit, Zuverlassigleit, Pflegbarleit undpraktischeRealisierbarkit haufigvernachlassigt.
Die wenigenzuganglicherBeispielefur industrielleAnwendungervon Regelungsmetho-
denderNeuroinformatikkdnnenin zwei Gruppenreingeteiltwerden.

Zum einenfindensichin der Literatur seitetwa 1987 Arbeitenzum Einsatz(z.B. [SR87,
LBD*90]) von sogenanntemulti layer perceptons (MLP), die mit dem badkpropaga-
tion-Algorithmustrainiert wurden[RHW86, And97]. Das Training diesesNetzwerktyps
erfolgte dabeihaufig mit einemder inzwischenallgemeinverfiigbarenProgrammpag-
ten[Uni99, Mat99. Die mathematisclkomplizierteundbiologischwenigplausibleMLP-
Strukturerlaubtesabernicht, ausdiesenhaufigsehrspeziellerArbeitenRickschlissauf
dengenerellerNutzendieserNetzwerkarchitektuzu ziehen[Cri89]. Anderseitswerden
seitetwa 15 JahrerzunehmenadheuronaleNetzwerkmodellezerwende{Mal81, RMS93,
die auf KonzepterderbiologischerSelbstoganisatiorberuhenlinsbesondereurdenhier
sogenannteeuonale Karten [Koh82 RT89, Koh9Q MBS93, Netzwerle mit radialen
Basisfunktioner{(RBF)[MD89, PG90aABK *99] odermit lokalenExperten[JJ93aJJ93
intensi untersuchtSolcheselbstoganisierendeodelle wurdenauchzur Losunginge-
nieurstechnischdfrageneingesetztwie z.B. zur Kontrolle einer WalzstraRMGPS94,
zurKontrollevon Roboterf WMS91] undvon autonomerrahrzeugefiMSW92,. Die vor-
liegendeArbeit ordnetsichin diesenDiskussionszusammenhaam.

Angesichtglerrelativ geringenAnzahltatsachlicheAnwendungervon Kontrollmethoden
derNeuroinformatikin derindustriellenPraxisund desMangelseigenerErfahrungerauf
diesemGebietstelltedie obenskizzierteKooperatiomrmit der Wacker-ChemieGmbH ein
Wagnisdar. Anderseitseprasentiertedie damitverbundenerufgabestellungeaucheine
Herausforderungja sie eineneueForm desinterdisziplindremrbeitenserforderten Auf
der einen Seitewarendie Einarbeitungin Verfahrens-und Leitsystemtechnilsowvie der
Austauschmit Anlagenaihrernund Technilernvor Ort notwendig.Auf der anderenSei-
te mul3terkonzeptionell&Entwicklungengeleistet,TestsanModellbeispielerdurchgefuhrt
undschlie3lichneueRegelungsmethodein ein zuverlassigesoftwae-Systemmplemen-
tiert werden.

In Anlehnungandie weiterobenskizziertenPrinzipiender motorischerKontrolle bei Le-
bewvesen,die Architektur von RBF-Netzwerken sowie an Konzeptevon M. Jordanund
R. JacobqJJ92 JJ934% wurdefir die Regelungder Anlage zur Rickstandserbrennung
ein hierarchischeSystemokaler Expertenentwickelt. JederExperteist dabeifur einebe-
stimmteTeilaufgabezustdndig So gibt esz.B. einenExpertenderfur die Einhaltungdes
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vorgegebenemrucksin denAbgaszuleitungererantwortlich ist, undandereExpertendie
nur bei Gefahr einerNotabschaltunglurchUnter bzw. Uberschreitungon Grenzwerten
in denProzelReingreifen.Im Gesamtsysterarbeitenetwa 20 Expertenbei der Kontrolle
derRuckstandssrbrennungusammengderenZusammenarbedls Wechselspievon kom-
petitivenund kooperatvenProzessepnrganisiertist.

Es st ein Ziel diesesTextes, diesesan biologischenVorbildern angelehnteExpertensy-
stemzu begriinden.Entsprechendst sie in einentheoretischeeil und einenAbschnitt,
der nochgenauerauf dasgeschildertdndustrieprojekteingehenwird, gegliedert. Weite-

re Gliederungsaspekiegebensich ausder Notwendigleit, in Hinblick auf die skizzierte
Kontrollaufgabesovohl MethodenderNeuroinformatikwie auchderRegelungstechniku

untersuchen.

1.4. Aufbau der Arbeit

Die vorliegendeArbeitistin drei Blocke aufgeteilt.Sieumfaldteinfihrendeé<apitel, theore-
tischeEntwicklungenunddie DemonstratiorerneuenviethoderanHandvon Beispielen:

e In Kapitel2 wird zunachsein UberblickiiberdenAufbaudesGehirnsunddie Struk-
tur biologischerNeuronennetzwegkgegeben.Darauswerdeneine Reihevon For-
derungeran die mathematischekigenschafterentsprechendéviodelle abgeleitet,
d.h. eswerdendie Eigenschafterkiinstlidier neuonaler Netzwerk (KNN) spezi-
fiziert. Dabeiwerdendie KNN-Modelle als Variantenklassischemathematischer
Verfahrenzur MustererlennungFunktionenapproximationnd Dichteschatzung-
terpretiert NachderBeschreibingeiniger fur die EntwicklungderNeuroinformatik
wichtiger, Modelle neuronalemetzwerle wird der Schwerpunkider weiterenBe-
trachtungauf dasradiale Basisfunktionemetzwerk (RBF) und dasgenealisierte
radiale BasisfunktioneMNetzwerk(GRBF) gelenkt,die spezielleVariantender feed
forward Netzwerle sind.

Abbildung 1.4 zeigt den Aufbau einessolchendreischichtigenneuronalenNetz-

werks.Dem Netzwerkwerdentuberdie Eingabeshicht Datenzugefihrt,die durch

die Zwisden- und Ausgabeshicht verschiedenefiransformationelwderUmkodie-

rungenunterworfen werden.Die drei Schichtensind jeweils auskiinstlichenNeu-

ronenaufgebautderenReizantvortcharakteristikder Funktionsweiseébiologischer
Nervenzellennachgebildetst. Die Neuroneneiner Schichtgebentber Verbindun-
geninformationerandie Neuronerdernachfolgendeischichtweiter. Die Gewichte

dieserVerbindungerstellenfreie ParameterdesNetzwerksdar. Weiterefreie Para-

metergehenin die Reizantvortcharakteristikn der Neuronenein. Die Anpassung
dieserParametedurcheinengeeigneter\lgorithmuswird alsLernenoderTraining

bezeichnetDazuwird ein Trainingsdatensatbendétigt,in demzu jedemSatzvon

Eingabedatedie zu realisierende\usgabenvorgegebensind.

10
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Eingabedaten Ausgabedaten

Eingabeschicht
Zwischenschicht
Ausgabeschicht

Abbildung 1.4.: Dreischichtigesneuronales Netzwerk. Die drei Schichtenwerdenjeweils
durchkinstlicheNeuronengebildet(graueKreise).Diesekdnnenlberparametrisierbarger
bindungen(diinnePfeile) Informationenandie Neuronerdernachfolgendei®schichtweiteige-
ben.

e In Kapitel 3wird erlautertwarumfir dasoptimaleTraining einesGRBF-Netzwerks
einesogenanntparametrisch®ichteschatzungerVerteilungder Eingabedateer-
forderlich ist. Fur den Fall der Dichteschatzungnit einer Mischung multivariater
Normalverteilungn werdenLernregeln fur die freien Parameterhegeleitet, wel-
chedielikelihood derDichteschatzungei schnelleundsichereiK onvergenzmaxi-
mieren[ABK 799]. AnschlieRendvird diesesKonzeptzum Zweck der Funktionen-
approximationdurchein GRBF-Netzwerkverallgemeinertindemdie gemeinsame
Dichte der Ein- und Ausgabedatererteilungeneiner Schatzungunterzogenwird.
Man erhaltso eineneuartigeFunktionenapproximatiodurchlokale lineare Model-
le (LLM). Die Arbeitsweisediesed LM-Approximatorswird aneinigeneinfachen
Beispielendemonstriert.

Allen Typenvon GRBF-Netzwerknist eigen,daf3die Kodierungder Eingabedaten
auf der Zwischenschichtles Netzesstark lokalisiert ist. Entsprechendkdnnendie
Neuronender Zwischenschichals lokale Expertenfiir einenTeil der Eingabedaten
aufget3twerden DieseEigenschaftvird in Kapitel4 dazugenutzteinallgemeines
Konzeptfur ein Systemzu entwerfen welchesauslokalen Expertenaufgebauist,
die Uberklar definierte abermdglicherweisavechselseitigiberlappend&ustandig-
keitenverfligen Die Experterberechnemebenhrer AusgabenocheineKompetenz
mit dersie die Relevanzihrer AusgabequantifizierenDiesezusétzlicheAngabeih-
rer eigenenKompetenzermdglicht,wie gezeigtwerdenwird, die Einfihrungvon
kompetitvenund kooperatvenWechselirkungenzwischendenExperten.

e Als eineanspruchsvlle Anwendungvonneuronalemetzenwelchedie Lésungvon
Aufgabenwie die der Klassifikation, der Funktionenapproximationind des Ler-
nenseinschlie3tgilt die Regelungvon technischerSystemenKapitel 5 fuhrt die
in diesemzZusammenhangichtigstenBegriffe ein unddemonstrieranHanddreier
prinzipiell verschiedeneMdoglichkeiten,wie einesolcheRegelungrealisiertwerden
kann.

Mit dem analytischerModell dessogenannteBioreaktorsist von verschiedenen

11
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Autoreneinbentimark-Systentir denVemleichvon Regelungssytemeaingefihrt
worden.In Kapitel 6 werdenzunéchstlie Differentialgleichungediskutiert,welche
diesenbiochemischerProzelfbeschreibenynd eswerdendamit die Schwieriglei-
ten der RegelungdiesesSystemsaufgezeigt AnschlieRendverdenein klassischer
PID-Rgler, eineFuzzy-Regelungundein Regler, deraufeinemLLM-Approximator
beruht,amBeispieldieseBioreaktorsgetestetindverglichen.

Kapitel 7 beschreibschlie3licham Beispielderschonangesprochendriickstands-
verbrennungene Erfordernissaund Problemedie bei der UmsetzungneuerRege-
lungslonzeptean die PraxisdesindustriellenAlltags auftretenViele derin Kapitel 3
und4 beschriebeneverfahrenwurdenverwendetum die RegelungderRickstands-
verbrennungrfolgreichzuverbesserrNachdenmAufgabeundAufbaudieserAnlage
dagestelltunddie softwae-technischerProblemeder Anwendunggeschildersind,
wird aufverschiedenéspektedesrealisiertenGesamtsystensngeyangen.



2. Gehirn, Datenanal yse und
neur onale Netzwerke

1987wurdenvon M. Pawvell [Pov87] Netzwerle ausradialenBasisfunktioner(RBF) als
Werkzeugezur InterpolationhochdimensionaldDatensatzausfihrlichuntersuchtind so
derwissenschaftliche®ffentlichkeit bekannggemachtin derFolgehatsichausdieserzu-
nachstrein mathematisclegrindeterMethodedasRBF-Netzwerkals ein weithin beach-
teterNetzwerktypder Neuroinformatikentwickelt und etabliert.Eine grol3eZahl von Ver-
offentlichungerhatsichmit verschiedeneWariantenernalgorithmerund Anwendungen
von RBF-Netzwerlen beschéftigi(siehez.B. [CCG91, MAC'95, BFG95 BF95 KL98]),
so daRdieseNetzwerle heuteAlternativen zum urspriinglichsehrweit verbreitetenaber
biologischnur schwerinterpretierbaremulti layer-PerzeptrofRHW86, And97] darstel-
len.WegenderzentralerStellung,diedasRBF-Netzwerkmodeih dervorliegenderArbeit
hat, sollenvorabdie Fragendiskutiertwerden,(i) warum RBF-Netzwerlk in der Neuro-
informatik einederartwichtige Rolle spielen,(ii) in wie weit sie neurobiologischd&eob-
achtungerwiderspigyeln und, (iii) in welchemZusammenhangre mathematischeki-
genschaftemmit den Fahigleiten des Gehirnsstehen Fir ein tiefergehended/erstéandnis
ist esdabeinotwendig,etwasweiter auszuholerund vorab einige Fakten,Methodenund
KonzepteausdenForschungsgebietester Neuroanatomiestatistischerbatenanalysend
Neuroinformatikzu referieren.Darauf aufbauenckann anschlieRendier Prototyp eines
RBF-Netzwerk§MD88, MD89] vorgestellt,begriindetund untersuchtverden.

2.1. Uberblick

Ziel der Neuroinformatikist es,die Funktionsweisales Gehirnsdurch die Konstruktion
vereinfaichtermathematischeModelle zu verstehenDabeiwird daszentraleNervensy-
stem(ZNS) als informationserarbeitendeSystemaufgef3t. Ausgehendvom heutigen
Kenntnisstanavird angenommergaliseineinformationserarbeitendefahigleiten—wie

in derEinleitungamBeispieldermotorischerKontrolleskizziert— aufderArbeit derNer-

venzellenundderInformationsibertragundurchdie Nervenfasernberuhen.

Um empirischeGrundlagerfur die Bildung von Modellenin der Neuroinformatik,insbe-
sonderedler RBF-Netzwerlk, zu erarbeitenyerdenin Abschnitt2.2 zun&chseinigejener

13
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anatomischennd physiologische\spektedesZNS dagestellt,die fiir die weiterenAus-
fuhrungenvon Bedeutungsind. Dabeiwird genaueauf dasKleinhirn eingegangenwel-
chesfir die Feinkoordinationim motorischenSystemverantvortlich ist. DieserTeil des
ZNS zeigteinerelativ einfacheanatomisché&truktur derenVerschaltungron J.C.Eccles
und Mitarbeitern[EIS67, Ecc73 entschlisselkvurde.1969wurdevon D. Marr [Mar69

ein erstesFunktionsmodelfur die Kleinhirnrinde entwickelt und anschlie3endon J. Al-

bus[Alb71] verfeinert.Die Anatomieund Funktionsweiseler Kleinhirnrinde soll haupt-
sachlichdeshalbrelativ detailliert besprochenverden,da sie dasbiologischeVorbild fir

RBF-Netzwerlk ist [PG89.

Daim Laufe dieserArbeit verschiedenenathematischéspektedesvon uns entwickel-
tengeneralisierteRBF-Netzwerk§GRBF)untersuchtverdensollen(vgl. [Ado92 KT97,
ABK199]), wird mit Abschnitt2.3 ein mathematischereil eingeschobern demBegriffe
eingefuhrtwerden die fur dasweitereVerstandnisvichtig sind. GRBF-Netzwerk dienen
— wie viele andereneuronaleNetzwerkmodelleauch— der Approximationeinesgegebe-
nen Datensatzeslurch eine Modellfunktion. Entsprechendoll diese Aufgabe zunachst
allgemeinmathematisclskizziertwerden.Fernersoll gezeigtwerden,dal3 solcheFunk-
tionenapproximatoreim praktischenAnwendungendazu genutztwerdenkénnenKlas-
sifikationsproblemezu I6sen, wie sie z.B. bei der Spracherknnungauftreten.Zur Vor-
bereitungder Analysein Kapitel 3, die tiefgreifendeZusammenhanggKlo96] zwischen
unserenlGRBF-Netzwerl{ ABK *99] und etabliertenstatistischerVerfahrender parame-
trischenDichteschatzunfPH73] ausnutzenvird, sollendie obengenanntetKonzepteesin-
gefuhrtwerden Die Auswahlderin Abschnitt2.3 daigestelltermathematischexerfahren
ist alsovor allemdadurchmotiviert, daRviele dieserAlgorithmenbei der Diskussionvon
RBF-Netzwerkenvon grundleggendemBedeutungsind.

NachderEinfuhrunganatomischeaund mathematischdBegriffe stehtein Teil jenerMittel
bereit,die zur neurobiologischeBegrindungderFormulierungunsere$sRBF-Netzwerks
bendtigtwerden EsfehlenabernocheinigeVorstellungengdie im BereichderNeuroinfor
matik mittlerweile wohletabliertsind.

Die GrundlagerdiesesVissenschaftsgebietsurdenEndedesletztenJahrhundertgelegt.
Damalswarendie Mikroskopie- und Praparationstechng ausreichendveit entwickelt,
um die anatomischestruktur des GehirnsuntersucherjyC52 Gol23 und so auchsei-
nenfunktionellenAufbau erforscherzu kénnen.Seitdemist die Vorstellungvom Gehirn
alseinemNetzwerkvon NervenzellenwelchetiberNervenfasernelektrischeSignaleaus-
tauschenallgemeinakzeptiert.Einesder zentralenParadigmender Neuroinformatikist
daherdie UberzeugunggdaR sich die kognitiven Fahigleiten des Gehirnsauf ein dyna-
misches sich selbstorganisierendedletzwerkvon neuronalerfProzessoren’zurtckfih-
renlalt. Auf der Basisdieserauchals Konnektionismusezeichnetemypothesestellten
1943W. McCullochundW. Pitts[MP43 erstmalsein Netzwerkformaler Neuronervor,
auf das,wie sie zeigenkonnten,jede beliebigeOperationder bindrenLogik abgebildet
werdenkann.In denletztenJahrzehntemat sich darausdasForschungsgebiader Neu-
roinformatik entwickelt, welchesinzwischenin viele verschiedendeilgebietegegliedert
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ist unddementsprechendele Konzepteund Theorienhenorgebrachtat. Im drittenund
letztenAbschnitt2.4 dieseKapitelswerdendaherdiejenigenModelle der Neuroinforma-
tik beschriebendie flr dasVerstandnisunseresGRBF-Netzwerksnotwendigsind. Den
Abschlu3bildet die DarstellungjenesmodifiziertenRBF-Netzwerks welches1988 von
J.Moody undC. Darken[MD88, MD89] vorgeschlagemvurde,undwelchesvon unszum
GRBF-Netzwerkverallgemeinertvurde[ABK +99.

2.2. Gehirn und Kleinhirnrinde

DasGehirndesMenscherundandereihdherei_ebevesenist ein ungemeirkompliziertes
Gebilde,dassichin einegrof3eAnzahlanatomischestrukturengliedernlaRt[Sch9§. Ab-
bildung2.1zeigteinenBlick auf dasmenschlichésehirnzusammemit denBezeichnun-
genderauffalligstenStrukturen Aus naturwissenschaftlich&ichtfungiertdiesesGebilde
alsinformations\erarbeitendeSystem,dasseineEingabeinformationeausder Aktivitat
derverschiedeneBinnebeziehtDie Sinnesreizeufenim Gehirnhéchstkomplexe undim
Einzelnengrdl3tenteilmochunbekanntéAblaufe heror, die letztendlichzu Aktionender
Muskelnfuhren.

In diesemJahrhunderund speziellim vergangenenlahrzehntwurden aul3erordentlich
grol3eAnstrengungeminternommenym dieseszunachsgeheimniswoll erscheinend®r-
ganunddie PrinzipienseinerArbeitsweisesystematisclzu erforschenAls Ergebnisdie-
serUntersuchungenur anatomischerphysiologischemndfunktionellenStrukturdesGe-
hirnshatsichinzwischerein sehrbreitesundzumTeil auchtiefgehendesVissenangesam-
melt,welchegnsbesonderauchin die ModellbildungerderNeuroinformatikeingegangen
ist. Dabeiwerdendie zu einemNervennetzwerkerbundenemervenzellenalsdie wesent-
lichen Elementarbausteinger Hirnfunktion aufgef3t. Entsprechendollenim nachsten
Abschnittzunachsdie fur die Bildung von FunktionsmodellenvichtigstenEigenschaften
dieserBausteineskizziertwerden.

2.2.1. Nervenzellen und Synapsen

Um die JahrhundertwendeonntenRamony Cajalund C. Golgi auf GrundspeziellePra-
parationstechnin erstmalseinzelneNervenzelleninnerhalbsehrdinnerGehirnschnitte
unterdemMikroskop nachweiseliyC52, Gol23. Fur dieseleistungwurdensie 1906ge-
meinsammit dem NobelpreisausgezeichneSchnellwurdedeutlich,dalRdasGehirnaus
einerUnzahlvon Nervenzellenaufgebauist, die, verbundendurchdie Nervenfasernein
sehrkompliziertesGeflechtbilden. Heutewird geschatztgdal3sich unserGehirnausetwa
1019 — 10" NervenzellenzusammensetzDabeiist jede dieserZellen durch Nervenfa-
sernmit etwa 1000 andererZellenvertundenST89. Diesegrundlegenden Bausteineles

Die Nervenzellenwerdenmeistzusatzlichvon Begleitzellenumhiillt. DieseGliazellen,die zahlreicheials
die Neuronensind, nehmenmehrals die Halfte desRaumsim Gehirnein und scheinervor allem eine
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Parietallappen

Frontallappen Ay
‘ (Scheitellappen)

(Stirnlappen)

Okzipitallappen
(Hinterhauptslappen)

Kleinhirn

Temporallappen
(Schlafenlappen) Hirnstamm

& S A\
” Q—-’—Rﬁckenmark
r/

Abbildung 2.1.: Das menschlicheGehirn. Die stark gefaltete Grof3hirnrindeliberdeckidie
stammesgeschichtlichiterenStrukturendesKleinhirnes,desHirnstammesind deshier nicht
sichtbarerMittelhirns (aus[Hub9Q).

Gehirnstreten,abhangigvon ihnrem anatomischetumfeld, in vielen Variationenauf. Im
folgendersollenaberzunéchseinigegemeinsamanatomischélerkmalevon Nervenzel-
len besprochemverden[ST83.

Wie in Abbildung 2.2 schematiscldagestelltist, bestehieineNervenzelleausdrei Funk-
tionsgruppendem Zellsoma,den Dendritenund dem Axon. Die Zellmembran,die als
guterelektrischetsolatorwirkt, umschlieBtieseFunktionsgruppenndgrenzisodie Zelle
gagenihre Umgehung ah Die Dendritensind haufigmehrfachverzweigtund erstreclen
sichin die ndherdUmgehungdesZellsomasDasAxon, welchesoft auchals Nervenfaser
bezeichnetvird, entspringtam Axonhtigelausdem Somaund ist typischerweiseelativ
lang, sehrdiinnund am Endeverzweigt.Axone werdenvon prasynaptischeEndigungen
abgeschlossen.

Bei einemKontakteinesAxonsmit derZellmembrareinerandererNervenzellekannsich

eine Synapseausbilden,welchedie Ubertragungvon elektrischenSignalenermdglicht.

DieseKontaktstellerbestehemusder prasynaptischeBndigungdesAxons,demsynapti-

scherSpaltundderpostsynaptischellembranwelchezumeistandenDendritenoderam

Zellkdrper machmalaberaucham Axon der nachgeschalteteelle lokalisiertist. Man

kann daherzwischenaxo-dendritischenaxo-somatischennd axo-axonischersynapsen
unterscheiden.

Versogungs-und Schutzfunktiorfir die Nervenzellenzu haben ST89.
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2.2. GehirnundKleinhirnrinde

Abbildung2.2.: Vereinfachter Aufbau von Nervenzellen (aus[Hub9Q). Im Gehirnhatjede
Zelle durchschnittlichmit etwa 1000andererZellen synaptisch&/erbindungenDie typische
GroReeinerNervenzelleliegt bei 5-100m. DasAxon kannbis zu einemMeterlangwerden.

Vom Standpunktder Informations\erarbeitungpbetrachtetfungierendie Nervenzellenim
Organismugugleichals Prozessorewie auchals LeiterbahnenEntsprechenthssersich
ihre speziellenAufgabeneinteilenin die Aufnahmevon Information,ihre Verarbeitung,
die Fortleitungderverarbeitetednformationeniibergrof3ereDistanzensowvie derenWei-
tergabean eineodermehrerenachgeschaltetéellen. BetrachtetmandenOrganismusals
Ganzesso erfolgt die Aufnahmevon Informationdurchdie Sinneszellendie als Senso-
renauf die DetektionverschiedengphysikalischetJmgehungseinfliissepezialisiersind.
DieseZellen kodierendie Ergebnissehrer jeweiligen Messungerzunadchsdurchgradu-
elle Veranderungerhres Membranpotential$Ste8§. Diese Veranderungekdnnenvon
nachgeschalteteNervenzellenabgeayriffen werdenund dort in einer Art Analog-Digital-
UmwandlungSequenzepulsférmigerDepolarisationelesMembranpotentialauslosen.
Diesespikes werdenschliellichtiberdie AxonedieserZellenweitegeleitet.

Die biophysikalischerMechanismerdesaxonalenspike-Transportssind im Prinzip seit
denPionierarbeitevon A. HodginundA. Huxley (Nobelpreiszusammemit J.C.Eccles
1963,[HH52]) bekannt.lhre biochemischerund molekularenGrundlagerwurdenseit-
demim Detail aufgeklart.Die Ausbreitungsgeschwindigit der etwa 1 ms andauernden
spikes liegt zwischenl und 100 m/s. Insgesamscheintbei der Umwandlungder anden
Sinneszellerzumeistnochin analoger~orm reprasentierteMelR3wertein Pulsfolgender
nachgeschaltetefellendie sog.Frequenzkdierungwirksamzu sein: Starke Sinnesreize
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Abbildung 2.3.: Stark vereinfachte Struktur eines Netzwerks aus Nervenzellen (nach
[Hub9Q@). An vielen motorischerRegelkreisenim Gehirnsind nur 4-10 Schichtervon Ner
venzellerbeteiligt. Die Zahl der VerbindungerzwischendenNervenzellenist in einemrealen
Netzwerkaberum GroéRenordnungendher

fuhrenzu hochfrequentespike-Folgen[ST85.

Wie obenerwahntwurde,erfolgtdie Signaltibertragungwischerverschiedenedellenan
den SynapsenBei EinlaufeneineselektrischenSignalsin die prasynaptisch&ndigung
einesAxonswerdendort chemischélransmitterstde ausgeschuttetie durchdensynap-
tischenSpaltdiffundierenund an der postsynaptischeMembranein elektrischesSignal
verursachefST83. DasSignaleinerZelle, welchesdurchdasAxon aneineSynapséer
angefuhrtwird, kannauf die postsynaptischélervenzelleeine erregende(exzitatorische)
oderhemmend¢inhibitorische)Wirkung haben Die Starle der Kopplungzwischenver
schiedeneZellenhangtvon derZahl und Effektivitat dersynaptischeNerbindungerah

Im Zellsomaeiner Zelle werdendie zumeistiber die Dendritenvon vielen Seitenein-
gehenderSignalenaherungsweiseinfach aufsummiert,wenn man von ebenélls még-
lichen, nichtlineareninteraktionender Signaleabsieht.An der Somamembrarihrt das
UberschreiterinerbestimmterGesamtdepolarisatiodje zu einemgegebenerZeitpunkt
auf Grundder Erregungder vielen synaptischerKontaktevorliegt, zur Ausbildungeines
DepolarisationspulsasdsomitzueinemAusgabesignalerZelle,welchesiberdasAxon
weitelgeleitetwird [ST8Y. Die Erreggbarleit einerNervenzelleist dabeivon vielen Fakto-

ren,wie derNeuronengréRe&lemNeuronentypundderEntfernungderjeweiligenSynapse
vom Zellsoma,abhangig.

Abbildung 2.3 fal3t die wichtigstenFunktionsbausteindes Nervensystemschematisch
zusammenMan erkennt,wie sensorisch®ateniuberdie RezeptoreminemNetzwerkvon
Nervenzellenzugefiuhrtwerden.JedesolcheZelle empfangtiberdie Synapsenr- hier dar
gestelltals Pfeilspitzen- Informationenvon andererNervenzellen DieseSignalekdnnen
die Nervenzellezum AussendereigenelSignaleaktivieren,die UberdasAxon — die Pfeile
— anandereNeuronenweiteigegebenwerden.Dabeientscheidemlie Ubertragungseigen-
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schafterder Synapsengb undin welchemMal3edie nachgeschaltetedeuroneraktiviert
odergehemmiverden.Dashier skizzierteVerschaltungsschenist einederzentralerAn-
nahmerderNeuroinformatikhachdersichdie FunktionsweiselesGehirnsdurchdie sinn-
volle Verschaltungon sehrvieleninformations\erarbeitendei&lementen- denNeuronen
— erklarenla3t[And97].

Im Gegensatzu der schematische@arstellungin Abbildung 2.3 sind die Verbindungen
innerhalbdesGehirnsnichtausschliel3lichivorwéarts”,d.h.vondensensorischek&ingang-
en zu den motorischenAusgangengerichtet.Vielmehr gibt es dort zusatzlichelaterale
Verbindungennnerhalbder Zellschichtenund reziprole Verbindungerzwischendiesen
SchichtenDiestrifft auchfiur die relativ Ubersichtlichaund gut untersuchteKleinhirnrin-
de zu, der sich der nachsteAbschnittausdenfolgendenGrindenwidmet: Einerseitssoll
durchdie Darstellungder Anatomieund FunktionderKleinhirnrindeeineVorstellungvon
derKomplexitat derVerschaltunglerNervenzellenm ZNS vermitteltwerden Anderseits
dienten,wie obenerwahnt Aufbau und FunktionderKleinhirnrindeals biologisches/or-
bild bei derKonstruktionderunsinteressierendeRBF-Netzwerlke [PG89.

2.2.2. Kleinhirnrinde

DasKleinhirn (Cerebellum) dient hauptséchlicider Kontrolle und Feinabstimmungler
Kdrpermotorik.Esist stammesgeschichtliciiter als dasGrol3hirn(Cerebrum) und glie-
dert sichim wesentlicherin zwei Teile. Die innenliegendeweil3eMasse bestehtvor al-
lem aus Nervenfasern.Dort werdendie Uber dasMittelhirn und GroRRhirneingehenden
Informationenzu geplantermotorischenAktionen auf die auf3enligendeKleinhirnrinde
(cerebellaer Cortex) verteilt [Sch9§. Diesegraue Masse welchein Abbildung 2.4 im
Querschnittdagestelltist, hat eine starkfaltige Strukturund stellt im ausgebreitetedu-
standeine Schichtvon etwa 1500cn? dar Die Kleinhirnrindeist tiberweite Gebietesehr
einheitlichaufgebauund weist eine gewisse Schichtstruktuauf, die durchverschiedene
Zelltypenentsteh{Sch98§.

Abbildung 2.5 zeigt das Verschaltungsschemder wichtigsten Zelltypen innerhalb der
KleinhirnrindenachJ.C.Ecclesund Mitarbeitern[EIS67, Ecc73. Fur die Funktiondieser
Verschaltungvurdevon D. Marr [Mar69 und J. Albus [Alb71] eineerstelnterpretation
geliefert.

NachdiesemModell wird einein der Gro3hirnrindegenerierteBewvegungsskizzéiberver
schiedenétufenandie Kleinhirnrindegesendetind schlief3lichiiberdie sog.Moosfasern
an die KornerzellenherangefihrtDabei hat eine MoosfaserVerbindungemmit ca. 400
Kdrnerzellen;eine Kornerzellehat abernur etwa vier Verbindungemmit verschiedenen
MoosfasernDie Kérnerzellen(beim Menscheretwa 10'°) verarbeiterdie tiberdie Moos-
faserreinlaufenderEingaberund gebendasErgebnisiberihre Axone,die Parallelfasern,
in RichtungderMolekularschich{vgl. Abbildung2.4) weiter, in derdie Ausgabeinforma-
tion Ubereine Umgehung von ca. 1-2 mm Durchmesseverteilt wird. Die Parallelfasern
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Abbildung 2.4.: Schnitt durch die Kleinhir nrinde. Die Dicke desdagestelltenSchnittsbe-
tragtca.1 mm. Die im Kleinhirn innenliegendeweil3e Massebefindetsichin der Abbildung
links unten(aus[ Tho9Q).

durchqueremierbeidie DendritenbaumallerandererNeuronerundbilden Synapsemit
denGolgi-, Stern- Korb-undPurkinjezellef ST8Y. Dabeilassersichzwei Informations-
stromeunterscheiden:

Zum einenwird Uberdie Golgizelleneine Ruckkopplungzu denKdérnerzellenaufgebaut.
Die Golgizellensammelndie Gber die ParallelfasernvermitteltenAktivitaten der Koérn-
erzellenein, verarbeitendieseund bilden mit ihren Axonen an den Kontaktstellenzwi-
schenMoosfasernund Kdrnerzelleninhibitorischeaxon-axonisch&ynapsenDiesenega-
tive Rucklkopplungfuhrt zu einerRegulierungder Kérnerzellaktvitat und damitder Paral-
lelfaseraktitat.

Zumandererwird die Aktivitat derKornerzellerandie grol3enPurkinjezellerweitelgege-
ben.DerenZahl st viel kleiner als jeneder Kérnerzellen(1 : 80000); ihre Axone bilden
den einzigen“Ausgang”der Kleinhirnrinde. Diese Ausgabesignal@rreichennach Ver

schaltungemm Thalamuswiederdie motorischeGro3hirnrindeund GiberdasRickenmark
die verschiedeneMuskeln.

Zu denPurkinjezellerscheintsicheineweitere,hier aberanscheinengositive Rickkopp-
lung aufzubauenMan findet in der weiRenMassekleine Gebietemit Anhaufungervon
Zellkorpern, die inferior olivia. Aus dieserRegion gibt es Uber die KletterfasernVer-
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Abbildung 2.5.: Schematischeneuronale Verschaltungim Cerebellum. Die verschiedenen
Nervenzellensind zusammermit ihren Dendritenbdumenls Ellipsendagestellt.Die Pfeile
symbolisiererdie Axone, die von demjeweiligen Neuronausgehenynd die Pfeilspitzendie
synaptischeWerbindungenEineexzitatorischebzw inhibitorischeVerbindungwird durchein
+ bzw — in derPfeilspitzecharakterisier{nach[ST85).

bindungenzu denDendritender Purkinjezellen Dabei“klettern” die Verzweigungerder
Kletterfasernan den Asten der Dendritenbaumeler Purkinjezellenhochund bilden dort
zahlreicheexzitatorischeSynapseraus.JedePurkinjezellewird von nur einerKletterfaser
erreichtaberjedeKletterfasernversogt 10-15PurkinjezellenEin einzelnedmpulsin einer
Kletterfaserfuhrt daherzu einermehriachenEntladungderaktiviertenPurkinjezellen.

Siehtmanvon dendurchdie Parallelfasernaktivierten Purkinjezellerab, so sind die Wir-
kungender tbrigen,von diesenFasernaktivierten Zellen inhibitorisch. Beispielsweise
hemmendie Golgizellendie Kérnerzellen(feedbak-Hemmung),wéhrenddie Sternzel-
len unddie Korbzellenhemmendauf die Purkinjezellenwirken (feedforwad -Hemmung).
Bis aufdie Kérner undPurkinjezellensowie die Zellenderinferior olivia, wirkenalsodie
meistenNeuronender Kleinhirnrindeinhibitorisch.An keinerandererStelledesZentral-
nenensystemsst ein derartigedJberwiggenderHemmungbekann{ST83.

Nach der Interpretationvon D. Marr [Mar69 und J. Albus [Alb71] kann man sich die
groReUberzahlanKdrnerzellengegeniibedenMoosfaserralsein Abbildungderiiberdie
MoosfaserngeliefertenEingabein einenhéherdimensionaleRaumvorstellen.Die hoch-
dimensionaléAusgabeder Kornerzellenstellt somit einesehrredundant@ransformation
der Eingabedatemar, welchezusatzlichdurchdie inhibitorischeRickkopplunguberdie
Golgizellenmoduliertwird. Die Signaleder Purkinjezellerspannerschlie3lichwegenih-
rer geringerenAnzahl einenRaumvon deutlich niedrigererDimensionauf, auf dendie
SignalederKornerzellerabgebildetverden Die Ruckkopplungiberdie inferior olivia hat
dabeidie Eigenschaftdal3die exzitatorischeriVerbindungerewischenParallelfasernund
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Purkinjezellenverstarktwerden,wenngleichzeitigein Signal tiber die Kletterfasernund

denParallelfasernanliegt [Mas84. EinederartigeVerstarkungynaptische¥erbindungen
auf GrundgleichzeitigerAktivitatenvon pra- und postsynaptischeNeuronenvurdeerst-

malsim Jahrel949von D. HebbalsLernregel fir die Modifikation synaptischeKontakte
postulierfHeb49. Inzwischergibt esHinweiseaufdie Wirksamleit diesetHebbschemRe-

gelim zentralnervoseenebe[KGB86]. Im gegebenerfall desCerebellumsbelohnt”

die inferior olivia alsorichtige Aktionen, die durchdie Purkinjezellenausgeldstverden,
durchWachstunderzugehdrigerSynapsenstagn.

1989diskutiertenT. Poggiound F. Girosi [PG89 erstmalsdenZusammenhangwischen
einemRBF-Netzwerkund demModell desCerebellums/on D. Marr und J. Albus. Die-
serZusammenhangndmithin die biologischeMotivierungvon RBF-Netzwerknwird in
Abschnitt2.4 nochgenaueerlautertwerden.Um die mathematischekigenschaftewon
RBF-Netzwerken griindlichdiskutierenzu kdnnen,ist esjedochzunéachsnotwendigsich
mit einerReihevon mathematischeKonzepterzu befassenDieseKonzeptestammeraus
den Gebietender statistischerDatenanalyseder Mustererlennung,der Wahrscheinlich-
keitstheorieund der Optimierung Wie an HanddesRBF-Modellsgezeigtwerdensoll, hat
die Natur mit der KonstruktiondesCerebellumsanscheinen&in mathematischelstru-
mentgeschdken, desserselbstoganisierendé&/erschaltungsund Funktionsdynamileine
VielzahlwohlbekannterschwierigeProblemeausdieserklassischeWissenschaftszwei-
genzuldsenvermag.

2.3. Datenanal yse

Viele derintelligentenFahigleitenhthererLebavesenberuhenauf einerAnalysedervon
denSinnesoganereingehendeinformationenVogelngelingteinepunktgenauéandung
aufeinemschwankendenAst, Lebevesenkdnnenausvielen BeobachtungerinenErfah-
rungsschataufbauerund Menscherhabendie bemerlenswertd=ahigleit Gesichterauch
nachlangerZeit wiederzu erkennenDie Grundlagerfir alle dieseFahiglkeitensind zwar
angeborenViele dieserFahigleitenentfaltensich abererstdurchintensvesTraining. Es
sollennun einige jener Begriffe eingefihrtwerden,mit derenHilfe sich die Fahigleiten
zur Analyseund Speicherungensorischeinformationen sowie die zugehdérigenernpro-
zessemathematisctiormulierenlassen Dabeiwerdenwir insbesonderé&nsatzeausder
klassischerstatistischerbatenanalysgenauedarstellerund mit demProblemder Funk-
tionenapproximatioteginnen.

2.3.1. Funktionenappr oximation
Der Begriff der Funktionenappoximation bezeichnemathematisch&erfahren,die dar

auf abzielen,denlediglich an Hand von MessungerzugénglichenZusammenhangwi-
schenEingabenx € IRP und Ausgabeny € IRX einesbeliebigenSystemsdurcheine
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Abbildung 2.6.: Funktionenapproximation. Die Punktezeigenalle ElementeeinesDaten-
satzesZ, welchereinenfunktionalenZusammenhangwischenden jeweils eindimensiona-
len Eingabedater®t und Ausgabedate)) aufweist.Dieser Datensatavurde erzeugt,indem
zu der Funktion f(z) = 22 + 0.7 exp[— 3 &-%4%) die als gestrichelteLinie eingetragerist,
ein Rauschterm addiertwurde.Der Datensatzt istim Intervall [—0.5, 1.5] nicht gleichver
teilt, sonderrentsprechendinerNormalerteilunggewiirfelt. DieseNormaherteilunghatbei

z = 0.5 ihr Maximumundfallt bisz = —0.5 bzw, z = 1.5 starkah

analytischd~unktionzu approximierenAbbildung 2.6 zeigtein einfachesniedrigdimen-
sionaleBeispielfur dieseAufgabenstellungDie Mengenderbeobachteteiingabedaten
X = {x4|k = 1...N} C IRP undAusgabedatey = {y;|k = 1... N} C IRX werden
als gegebenvorausgesetaind zum GesamtdatensatZ = {X’, Y} zusammengef3t.Es
wird angenommergal3der DatensatzZ einerAbbildung

vi=f(xp)+m,  k=1...N (2.1)

gehorchtDabeiist f(x) derdemDatensatZ zu GrundeliegendefunktionaleZusammen-
hangundn einnichtnahembekannteRauschtermgjeretwaMel3fehleteiderBeobachtung
einesDatenpunktesx;, y;) beriicksichtigtGesuchist nuneineFunktionf (x; ©), dieden

im DatensatzZ verbogenenfunktionalenZusammenhan€(x) maoglichstgut widerspie-

gelt. Mit einemzu definierender\hnlichkeitsmafsolltealso

A~

f(x;0) = f(x) (2.2)
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gelten.Hier ist © die Mengealler Parameterdiein die Funktionf : IRP? — IRK eingehen.
Die BestimmungeinesParametersatze®, fir den(2.2) gilt, ist damitein Optimierungs-
problem,anwelchesdie folgendenAnforderungergestelltwerden:Die Funktionf(x; 0)
soll einerseitdibereinehoheApproximierungsqualitatverfligen,um denZusammenhang
zwischenX und) im DatensatzZZ gutwiedegebenzu kdnnen Essolltealsogelten

A

f(x;0)~yp, k=1...N. (2.3)

Anderseitssoll f(x; ©) im Sinnevon (2.2) auchgenearlisierungsfahigsein.Der Rausch-
termmn aus(2.1) solltedahemoglichstweitgehencdeliminiertwerden.

Bei derBerechnunglesParametersatz&d kannzwischenparametrischenndnicht-para-
metrischerVerfahrenunterschiedemwerden[Bis95. Bei einemnicht-parametrischexer-
fahrenwerdenalle Paramete© einfachausZ abgelesemindnicht durcheinenspeziellen
Algorithmusberechnet.

Betrachterwir alsBeispielfir ein nicht-parametrischégerfahrendie linearelnterpolation
eineseindimensionaleatensatzegD = 1, K = 1). Hier wird die Funktion f (z) appro-
ximiert, indemder Funktionswertf (z; ©) aneinerim Datensataicht aufindbarenStelle
z, die zwischendirekt benachbarte@atenpunkter, undzy, liegt, geman

f(2;0) = gy, + L2V g (2.4)
Tpy — Ty

ausdenzugehdrigery-Werteny,, undy, berechnewvird.

Die Approximierungsqualitécﬂiesesnicht-parametrische‘vierfahrensistWegenf(:ck; 0)=

yr, k = 1... N, optimal.Allerdingsist seineGeneralisierungsfahight gering,dakeinerlei
Anstrengungunternommerwurde,dasRauschem zu unterdriiclen. Der Vorteil, dal3die

Paramete® nichtausZ berechnetverdenmiissensonderrdurch Z unmittelbargegeben
sind,wird durchdenNachteilerkauft,da3die Parameterzahl®| genausogroRist wie der
DatensatZZ.

Eine Alternative sind parametrischélethoden die versuchemit sehrviel kleinerenPa-
rametersatzeauszulbmmenund eine hdhereGeneralisierungsfahight erreichen Dabei
stellt sichzunachstie nicht-triviale Aufgabeder Wahl einergeeignetemnalytischerDar
stellungder Funktionenschaf(x; ©). Wenndaszu untersuchendsystemeinerbestimm-
tenProblemklassangehdrtso kannhaufigmittels einerAnalysedesSystemsinegeeig-
neteFunktionenschaf'(x; ©) ausgavahltwerdert. Soll der parametrisch&unktionenap-
proximatorjedochauf eine groRReKlassevon Systemeranwendbarsein, so ist die Wahl

2Als Beispielseidie wiederholteMessunglesStromungswiderstanddseinesKorpersin einerturbulenten
Stromungbeiverschiedeneseschwindigkiteny genanntDafur denturbulentenStromungswiderstand
derZusammenhang = chgz;Q bekannist[LG88], istesauchsinnvoll eineFunktionenapproximation
mit F(v; © = {¢, }) auszufiuhrenA ist hierbeider gré3teder Strdmungentggenstehend&drperquer
schnittund p die Dichte desstromenderMediums. Der Widerstandsbeiwert,, ist ein Parametemund
kannmit einemRegressionserfahrenausdemDatensatzZZ bestimmitwerden.
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2.3. Datenanalyse

derFunktionenschak(x; ©) schwierigerEsmiisserdannRegularisierungsannahmenie
etwa Glattheitsannahmegemachtverdenwelchein allgemeineiForm versuchendie Ei-

genschaftederjeweiligenSystemklassernu beschreiberisteineFunktionenschaﬁ(x; 0)

festgelgt, misserschliel3lichdie Paramete©® andenDatensatZ angepaliverden Hier
stelltsichdie Frage nachwelchemOptimierungskriteriundieserfolgenund mit welchem
Algorithmusdie Paramete© berechnetverdensollen.

Eine verbreiteteForm zur Parameterbestimmunigt die Regression[ MKB94]. Das Opti-
mierungskriteriumst hierdie ForderunghachderMinimierungdermittlerenquadratischen
Abweichung

2

f‘(XkQ 0) - Yk|

E(©;2) = %Z (2.5)
k=1

derApproximationdesFunktionswertf(xk; ©) amEingabedatenpunkt; vom zugehori-
genAusgabedatenpunkt, fur dengesamterDatensatzZ. Mit der Definition desMitte-
lungssymbolg-) durch

1
(g(x))x = NZg(xk), X ={xx|lk=1...N} (2.6)
k=1
kanndiesaucheinfacherals
E(6; Z) = (|f(xx;0) - vil’)2 2.7)
geschriebemverden.Die Stationaritatsbedingungen
%E(@;Z) =0 Vo € © (2.8)

reprasentieredanndie notwendigervVoraussetzungefiir dasVorliegeneinesMinimums
desFehlerfunktional (0©; Z).

Regression mit Polynomen

Eine haufigeWahl fiir die Funktionenschaf (x;; ©) sind bei eindimensionalefin- und
Ausgabedatenséatzele Polynome

flz;0) = ijxj (2.9)
=0

der Ordnung L. DieserAnsatzfuhrt mit (2.8) zur polynomialenRegression bei der die
Paramete© = {wy...wr} durchdaslineareGleichungssystem

ij<xj+l) = (ya'), l=0...L (2.10)
=0
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Abbildung 2.7.: Polynomiale Regression.Links ist dasErgebniseinerpolynomialenRegres-
sion der DatenausAbbildung 2.6 mit einemPolynomder OrdnungL = 1 (durchgezogene
Linie), L = 5 (gestricheltjund L = 10 (gepunktet)gezeigt.Rechtsist der Fehler(2.7) in
Abhangigleit von der Polynomordnund. dagestellt.Dabeiwird zwischenE(0; Z) (¢) und
E(0; Zest) (+) unterschieden.

bestimmtsind. Fur dentrivialen Fall der Approximationdurch eine konstanteFunktion
f(@;0 = wy) = wo, alsoL = 0, erhdltmanaus(2.10 wy = (y). Der gesuchteZu-
sammenhangwischenEin- und Ausgabedatensatzird alsogeradedurchdenMittelwert
desAusgabedatensatz@sgenahertDie lineare Reggressionmit einerAusgleichsgeraden

(L = 1) liefert die Funktionenapproximation

A

f(z;0) = wy + wyz (2.11)
mit
_ley) = 2)y) wn— () — el
wy = <$2> _ <.’IZ‘>2 d 0 <y> 1< >? (212)

in die, nebendenMittelwerten(z), (y), die Korrelation(zy) — (z)(y) derEin- und Aus-
gabedatesowie die Varianz(z?) — (z)? derEingabedateringehenDie beidenBeispiele
fur L = 0 und L = 1 verdeutlichenwie sich der Parametersat® ausder Berechnung
statistischeMomenteegibt.

Abbildung 2.7 zeigtfur denDatensatausAbbildung 2.6 dasErgebnisder polynomialen
Regressionmit Polynomender OrdnungenZ = 1,5 und 10. Ebenélls damgestelltsind
die Fehler(2.7) dieserRegressionenn Abhangigleit von der OrdnungL der Polynome.
Dabeiwird zwischendemFehlerfir denDatensatzZ, anHanddessermlie Parametenach
(2.10 bestimmtwurden,und dem Fehlerfir einenweiterenDatensatzZ,.;, der durch
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2.3. Datenanalyse

denselberstochastischeRrozel}generiertwurde,unterschiederBei Z sprichtmanauch
vom Trainingsdatensatzindbei Z,.; vom Testdatensatz

Fur denTrainingsdatensatist in Abbildung 2.7 zu erkennenwie die steigendd®olynom-

ordnungL allmé&hlichzu einerAbnahmedesFehlersE (©; Z) fuhrt undsomitdie Qualitat

der Approximationzunimmt. Anderseitswird der Fehler E(O; Z,) fir den Testdaten-
satzbei L > 15 wiedergrof3er Wennder Datensatdurchein Polynomzu hoherOrdnung
approximiertwird, nimmt alsodie Generalisierungsfahight ah Abbildung 2.7 zeigtaber
auch,daflldie Qualitatder Funktionenapproximatiofiuir grof3eL nichtunbedingimit L zu-

nimmt. Der Grunddafurist in der Notwendigleit zu sehendal3fir zunehmendd, immer

hoherestatistischédvlomenteberechnenverdenmissenFireinenDatensatZ mit endlich

vielen Elementersind dieseabermit einemimmer gréf3ererstatistischeriFehlerbehaftet.
Eine Erhéhungder Polynomordnundihrt alsonicht zwingendzu einerVerbesserunger

Approximierungsqualitatind Generalisierungsfahigit [Bis95.

Fur denallgemeinerefh Fall einerhochdimensionalekingabe(D # 1) und einer eindi-
mensionalerAusgabeg( K = 1) kanndie polynomialeRegressiomaturlichauchauf mul-
tivariablePolynomeangavendetwerden.Die Bestimmungder Parametei® beruhtdann
wieder auf der BerechnungverschiedenestatistischeMomentevon X und ). Fir ein
Polynomdritter Ordnungmui3tez.B.

D D D D D D
f(X; @) = wp + Z Wiy Tiy + Z Z Wiyig Tiy Tiy + Z Z Z WiyigizLiy Lig Lig
i1=1 11=1142=1 t1=143=1143=1

geschriebenwerden.Bei einersolchenAbbildung gilt fur die Parameterzah|©| ~ D*.
Bei einemgegebenerhochdimensionalePatensatzZ hatdieserasanteZunahmeder Pa-
rameterzahtur Folge,dal3mit zunehmende®rdnungL fir die Berechnunglereinzelnen
Parametelimmer weniger Datenpunktezur Verfligungstehen.Dahernimmt der statisti-
scheFehlerder Parameterbestimmungit steigendent. raschzu. Fir hochdimensionale
Abbildungenmuisserdahersehrgrof3eTrainingsdatensatzaur Verfigungstehenum eine
guteQualitatder Approximationzu erhalten Auch wird die Fehlerfunktion(2.7) fur viele
Parameteimmerkomplexer undihre OptimierungimmerschwierigeBis95.

2.3.2. Mustererkenn ung

Eineherausragendeeistungvieler Lebavesenist die Mustererlennungozw. Klassifikati-
on. Beim Menschernwird dieseFahigleit beispielsweisdei der Gesichts-oderder Spra-
cherlennungdeutlich. Hierbei wird einemsehrhochdimensionalénEingabesignalyel-
chessichausoptischeroderakustischersinnesvahrnehmungeausammensetzeéinePer
sonodereinebestimmtesprachlicheAuRerungzugeordnetBemerlenswertist, daRdiese
3Tatsachlichist dies der allgemeineFall, da jede Abbildung f : IR? — IR in K Einzelabbildungen
fr : RP — IR zerlegt werdenkann.

“Die Netzhautdes menschlichemuges enthaltungefahr108 lichtempfindlicheRezeptorenNach einer
Vorverarbeitungnnerhalbder Netzhautwird die visuelle Wahrnehmungiberden Sehnerywelcheret-
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A(X)=1 A(x)=2 !

Abbildung 2.8.: Mustererkennung Links sind N = 3000 Merkmalsektorenx; eineszwei-
dimensionalerDatensatzest’ dagestellt. Zusétzlichist die Wahrscheinlich&itsdchte p(x),
nachderdie gezeigterPunktegewirfelt wurden,in einerHohenliniendarstellg eingetragen.
Die Datengliedernsichin finf Haufungenim ganzlinken Haufenbefindensich 1000Punkte
undin denrestlichervier jeweils 500 Punkte Im rechtenTeilbild ist jederMerkmals\ektordes
Datensatzed’ einervon zweiKlassen\ € {1,2} zugeordnetdie Klassenzugehdrighten )\
werdendurchdie Farbkodierungerrot und griinunterschiederDie gestrichelteingezeichnete
Linie markierteinemoglicheGrenzezwischendenbeidenKlassenDurcheinesolcheGrenze
werdenzwei GebietedesMerkmalsraumsbggrenzt,auf denendie zugehorigeKlassifikati-
onsfunktion\(x) jeweils die Werte A\(x) = 1 (grin)und A(x) = 2 (rot) annimmt.Verwendet
man dieseFunktion zur Klassifikationder Daten,so werdennur wenigenObjektenausder
Klasse‘rot” irrtimlich der Funktionswert\(x) = 1 zugeordnet.

Erkennungauchauf derBasisunvollstandigerEingabedaterelativ gut ausgefuhriverden
kann:Ein Gesichtist von der Seitezu erkennenauchiberschlechtelelephonleitungerst
ein Gesprachmaglich.

TypischeMustererlennungsproblemsind die Spracherknnung[Alb95, Der93 oderdie
Gesichtserknnung Kiih94, LVB*93]. Abbildung2.8illustriert an Handeinessehreinfa-
chenBeispielsdie Aufgabenstellungglie bei der Mustererlennungzu bewaltigenist. Dem
Beispielliegt ein fiktives Szenariczugrunde welchesso oderahnlichin jedemLehrhbuch
zur Mustererlennunganzutrefenist (z.B.[DH73]). Dabeiwird angenommergal3Objekte
k auseinerMenge/C durchzwei Sensoremef3technisclerfaltwerden.Fir jedesObjekt
k werdenbeideSensorsignale, undzsy, zueinemMerkmalsvektork;, zusammengefit,
deralsOrtswektorin einemzugehdrigeMerkmalsaum interpretiertwird. Ein Objektwird

wa 108 Nervenfasernumfaft,in denvisuellenCortex bertragerfHub9d. Auch wenndie Signaleder
vielenNervenfasernstarkkorrelieren,so hatderdurchdieseSignaleaufgespannt®aumeine gewaltige
Dimension.
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2.3. Datenanalyse

sodurchdie MessuncausgavahlterMerkmalecharakterisiertJedesensorisclbeobachte-
te ObjektkanndaheralsPunktim Merkmalsraundagestelltwerdenwobeidie Dimension
diesesRaumsdurchdie Zahl der Sensorergegebenist. Entsprechendvird die Menge
durcheinenDatensatzt = {xx|k = 1... N} undmithin durcheine Punkterteilungim
MerkmalsraunreprasentiertDaslinke Teilbild von Abbildung 2.8 zeigt ein Beispielfur
einesolcheVerteilung.Zuséatzlichist bei diesemnumerischgenerierterBeispielnochdie
beiderErzeugungrerwendetdviodelldichtep(x) anggebenBei tatséchlicherKlassifika-
tionsproblemerist dieseDichte selbsterstandlicmicht bekannt.

Im BeispielausAbbildung2.8wird fernerangenommergalfidie ObjekteauszweiKlassen
A = 1,2 stammenDie AufgabeeinesmustererknnenderSystemsoderKlassifikatos ist

esnun,die Objekteausschlie3lictanHandder sensorischeBeobachtung ihrer jeweili-

genKlasse\(x) zuzuordnenin Abbildung 2.8 ist eine mdglicheKlassifikationsfunktion
A(x) durchdie AngabeeinerGrenzliniedefiniert,beider A\(x) vomWert A\(x) = 1 aufden
Wert \(x) = 2 springt.Als Wissensbasifiir die KonstruktioneinessolcherKlassifikators
dientein TrainingsdatensatZ = {X’, Y}, der nebendenMeRegebnisserx,; auchnoch
die Klassenzugehorighten A, enthalt.In Abbildung 2.8, rechtswurde der DatensatzY

ausdemlinken Teilbild zu einemsolchenTrainingsdatensatZ erweitert,wobeizur An-

gabederKlassenzugehdrighiten )\, die Farbkodierunggrianfir A, = 1 undrotfir A\, = 2

verwendetvurde.

Aus demangefuhrterBeispielkannnun zunédchsgeschlossewerden,dal3die Musterer
kennungals Spezialall der Funktionenapproximatioaufgef3twerdenkann.Gilt esdoch
hier, ausBeispieldaten{xy, \¢|k = 1... N} eineKlassifikationsfunktion\(x) zu extra-
hieren.Anderseitsscheintder Fall besonderginfach zu sein,dadie Klassifikationsfunk-
tion nur endlichviele Werteannehmerkannund Giberweite BereichedesMerkmalraums
konstantsein sollte. Eine solcheKlassifikationsfunktiorflihrt so zu einer Aufteilung des
Merkmalsraumsn Raumgebietedie mit denverschiedene®bjektklassemssoziiersind.
Man sprichtbei diesemVorgangauchvon der Partitionierung desMerkmalsraumsDie
Trennflacherewischenden verschiedeneiartitionenwerdendurch die Klassengenzen
gebildet.In Abbildung 2.8, rechts,ist einemoglicheKlassengrenzeingezeichnetdlie zu
einersehrgutenKlassifikationfihrenwtrde.

In dennachsterbeidenAbschnittenwerdenzwei Methodenzur Mustererlennungdisku-

tiert, die sichunteranderemn derArt derPartitionierungunterscheiderBei demnéadsten
Nadbar Erkenner wird einescharfe PartitionierungdesMerkmalsraumsorgenommen.
Dies bedeutetdalRjederRaumpunkigenaueinerPartition zugeordnetwird. Der anschlie-
RenddalgestellteBayesshe Erkenner beruhtdageen auf einer unsdarfen Partitionie-

rung, beiderein RaumpunkimehrererPartitionenzugeordnetverdenkann.

Nachster Nachbar Erkenner

Ein naheligendesKonzeptzur KonstruktioneinesErkennersbestehtin der geeigneten
BestimmungeinergeringenAnzahl M < N von prototypistien PunktenC = {c,|r =
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1...M} C IRP, derenKlassenzugehorigt ), bekanntist [Rip96]. Wird ein zu klassi-
fizierenderMerkmals\ektor x dem Erkennerprasentiertso wird zunachstentsprechend
einerMetrik | - | undderVorschrift

r' = arg rirlunM lc, — x| (2.13)

derzux néchsterototypischd?unktc,: bestimmtundanschlieRendie Klassenzugehorig-
keit . diesemnachsterNachbarrals erkannteKlasse\(x) angenommerDie Schwierig-
keit diesesVerfahrendiegt in der Auswahl der Punktmengé’, welchedie prototypischen
Punktec, umfalit.

Die Bestimmungeiner solchenPunktmenge&” wird auchals Vektolquantisierung (VQ)

oderclustering [DH73, Der93 bezeichnetDieseMethodenzielenauf eineoptimaleBe-

schreilung einesgrofRenDatensatzest’ durch eine kleinereMengeC von reprasentati-
ven, typisthen Datenpunkterah C bezeichnetanublicherweiseals Kodeluch undihre

Elementec, als Kodeluchvektoen oder Prototypen Viele technischeAnwendungerim

Bereichder DaterverarbeitungerforderneinesolchereduzierteDarstellungin Form eines
Kodehuchs,um eineeffiziente Speicherungbermittiungund Verarbeitungon Datenzu

erreichen.

In derLiteratur gibt eseineVielzahlvon Vorschlageriur clustering-Verfahren,die unter
schiedlichbegriindetwerdenund jeweils ihre Vorziigeund Nachteilehaben.So wurden
ausingenieurstechnisch&icht algorithmischeinfach zu handhabend&lethodenwie et-
wa der LBG-Algorithmus[LBG80] oderdask-meanslustering [Mac67 entwickelt, die
auf die OptimierungunterschiedlicheFehlermalieur Reprasentatiornon Datenzielen.
DieseVerfahrenweisenjedochalle sehrschwerwigendeKonvergenzproblemeawuf (siehe
z.B.[Kuh94 fur einenUberblick).Aus Uberlegungerzu selbstoganisierendeneuronalen
Netzenstammerdageen clustering-Methodenwie die selbstoganisierendeierkmals-
kartenvon T. Kohonen[Koh82 RMS92 DT944 oderder neural-gas Algorithmusvon
Martinetzet al. [MS91], die zwar sicherkonvergieren,derenOptimierungsziebberhau-
fig nicht klar definiertist. Im folgendenwird daherein Verfahrenvorstellt, dassowohl
Ubergute Korvergenzeigenschafteals auchiiber eine klare mathematisch®egrindung
verfugt.

RGF-Algorithm us

K. Rose E. Gurewitz undG. Fox haben1990ein clustering-Verfahrenvorgeschlagenjas
auf Konzepterausder statistischerMechanikberuhtfRGF9Q. Als Fehlermal3dasdurch
ein optimalesC minimiertwerdensoll, wahltensie

UECYV) =D vir(x — ;). (2.14)

k=1 r=1
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Dabeibeschreibdie MengeV = {v, € {0,1}/k = 1...N,r = 1... M} die Zuord-
nungender Datenpunktex; zu jeweils genaueinemKodeluchwektor c,, d.h. esgilt die
Nebenbedingung , vx, = 1. Fir ein gegebenes’ sind die optimalenc, die Zentroide
Cr = ) 1 UkeXr/ D1 Ukr, SODABU nurvony abhéngtd.h.U = U(V). Allerdingsist die
BerechnunglesjenigerSatzes) von Zuordnungsariablenuy,, der U(V) minimiert, ein
hdchstkompliziertesNP-wllstdndigeOptimierungsproblemGJ79.

Um diesesProblemzu I6sen,kann mannachK. Roseet al. dasFehlerfunktionall (V)
als die Enegie einesphysikalischerSystemamit den dynamischerVariablenv,, inter-
pretierenein kanonischegEnsemblesolcherSystemebetrachterund versuchenzunachst
das Minimum der zugehoérigenfreien Enegie bei endlicher Temperaturzu bestimmen
(vgl. auch[KUh94)). Ein AbkuhlendesEnsemblegiihrt dannzum Grundzustand’, des
Systemsnit minimalerEnegie U (V,). Dadiefreie Enegie dieseskanonischeftnsembles
nichteinfachberechnetwerdenkann,schlugerk. Roseetal. vor, dasProblemim Rahmen
der mean-fieldN&herungzu behandelnin dieserNaherungist die freie Enegie bei der
Temperatufl' = 20?2 eineFunktiondesKodehuchsC undist gegebendurch

= —20° Zln (Zexp (x — ¢,)%/20 ]) (2.15)

Sienimmtihr Minimum bei denErwartungswerte®(r|x, C, o) = v, derZuordnungsa-
riablenwvy, an,die durch

A 2
P(rx,C,0) = Apr[ (x —&)"/207] (2.16)
D _pi—1 €xp[—(X — &v)?/207]
gegebensind und ZuordnungswhrscheinlichkitenreprasentiererDie Erwartungswerte

¢, deroptimalenKodehuchwektorenergebensich auchhier durchdie Zentroidbedingung,
diesichnunals

__(P(r]x,C,0)x)x
Cc, = = 2.17
(P(r|x,C,0))x ( )
schreiberaf3t.DurchDifferenzierervon (2.15 kannmanleichtverifizieren,dafidie nicht-

linear gekoppeltenGleichungssystemg.16) und (2.17) die Sattelpunktgleichungefur
F(C, o) unddamitnotwendigeBedingungerilr ein Minimum von F'(C, o) darstellen.

Es sei angem_erkthaBdie Nebenbedingung _, vk, = 1 auchnochfir die Erwartungs-
werte P(r|x,C,0) = g, gilt [vgl. (2.16)] und sich nun als Normierungsbedingunder
Zuordnungswhrscheinlichkiten

> P(rjx,C,0) =1 (2.18)

erweist.FalRtmandie M ZuordnungswhrscheinlichkitenP(r|x, C, o) alsFunktionenvon
x auf, so definierensie eine unstarfe Partition desMerkmalsraumgGra99, durchdie
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jederPunktx mit derWahrscheinlichkit P(r|x, C, o) demKodehuchwektorc, zugeordnet
wird.

Zur BestimmungdesoptimalenKodehuchsschlagenK. Roseet al. nun vor, durcheine
Fixpunktiterationvon (2.16) und (2.17) dasMinimum von F(C, o) zunachstbei hoher
Temperatuo? zuberechnenweil F(C, o) dorteinfachkorvex ist unddasMinimum dort
entsprechendichergefunderwird. Anschlie3endollte durchVerringerungdesTempera-
turparameters ein AbkuihlvorgangmodelliertundsoeinKodeluchbestimmtverdenwel-
chesdasobenaufgefuihrte=ehlermal§2.14) ndherungsweisainimiert. Die Eigenschaften
diesesAbkuhlprozessesierzueinerhierarchisclgeordneterserievon Kodebuchermihrt,
welchedie StrukturendesDatensatzesit zunehmendeAuflésungwiderspigeln, sind
vonverschiedeneAutorendetailliertuntersuchtvorden[DT94hb, DT944 Der95 RGF9(Q.

Im BesonderekRanndiesesRGF-clusteringauchalssequentiellerstochastischeklgorith-

musformuliertwerden[Der99. Dabeiwird ausdemDatensatzt’ zufallig ein Datenpunkt
X gezogerundentsprechenderLernrgyel

et = 4 e, Ac,(x1), r=1...M (2.19)

,
mit

Ac,(xz) = P(r[xs, C, 0)(x — ) + v (2.20)

r

eine AnpassungdesKodeluchsC vorgenommenHierbei ist v ein normaherteilter Zu-
fallsvektor mit einersehrkleinenVarianzund einemverschwindeneMiittelwert [Der93.
NachjedemLernschritt(2.20 wird der Temperaturparametergeringfigigverkleinertbis
—ausgehengon einemStartwerto; —ein Endwerts; erreichtist. Im Verlaufdieseriterati-
venKodeluchberechnungird auchderLernpamametere. voneinemgrofRenwWert (= 0.9)
aufeinenkleinenWert (~ M /N) verringert.

EsseiangemerktdaRdie Lernregeln(2.19 und(2.20) tiefgreifendgormaleAhnlichkeiten
zuclustering-Algorithmenwie demKohonen-Algorithmu$koh87 aufweisendie ausder
NeuroinformatikstammenDiesein derDissertatiorvonD. DerschiDer99 genaueerklar
tenZusammenhandasseresauchzu,dasRGF-clusteringalsModell fur selbstoganisief
tesLernenin biologischemeuronalemMetzwerlenzuinterpretierer{(vgl. [ABK *99]).

D. Derschund P. Tavan habengezeigt{DT94b, DT944, dal3ein optimalesKodeluchim
Grenzall sehrvieler Kodeluchwektoren(M — oo) die Eigenschaftlerload balance d.h.

1
(P(r|x,C,0))x = 7L r=1...M (2.21)
undder Schwerpunkterhaltungl.h.
1 M
1726 = ()x (2.22)
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Abbildung 2.9.: RGF-clustering und nachster Nachbar Erk enner. Fir die Konstruktionei-

nesnachsteNachbarErkennersvurdendie DatenpunktelerKlassen\(x) = 1 undA(x) = 2

getrennteinemRGF-lustering mit jeweils M)—; = 7 und M,—» = 3 Kodehluchwektoren
unterzogenlinks wird fur jede der beidenKlassender Verlauf des Relkonstruktionsfehler
R(C, X) wahrenddesAbkuihlprozesseals FunktiondesTemperaturparametessdaigestellt.
Der Temperaturparametet; bei minimalemR(C, X) ist jeweils als Pfeil eingetragenRechts
werdendie beidenbei minimalem R(C, X') erhaltenerKodebiicheC; undC; (¢ und +) im

Datensatzt’ gezeigt.Die aus(2.13 resultierendélassengrenzest als schwarzeLinie einge-
tragen.

hat.Die Eigenschaftlerload balancebesagtlabei,dal3jederKodeluchwektorc, die glei-
cheAnzahlvon DatenpunktemeprasentiertD. Derschentwickelte auf Grundlagederbei-
denEigenschafterf2.21) und (2.22 einenAlgorithmus, der dieseEigenschafterals Ne-
benbedingunginfiihrtundsozu besseretodebuchertiiihrt [Der9g.

Das Ergebnisdes RGF-clusterings ist unabhangigrom gewahlten Startkodetuch, wenn
o; > oy gewahltwird, wobeio » die StandardabweichurdesDatensatzes’ ist[RGF9(Q.

Furdie WahldesEndwertss; gibt esaberkeineahnlichverbindlicheVorschrift.D. Dersch
flhrte als AbbruchkriteriumdasMinimum desRelonstruktionsfehles R(C, X) = (|x —

Zfil P(r|x,C,0)c,|)x ein. AllerdingskonntedieseKriterium nur heuristischbegriindet
werden[Der99. In Abschnitt2.3.3wird dageenein theoretiscHundiertesAbbruchkrite-
rium eingefuhrtwerden dasaufdernochzu erklarenderquivalenzdesRGF-clusterings
mit Verfahrender DichteschatzungurchMischungerunivariaterNormalverteilungerbe-
ruht.

Zur lllustration der ErgebnissedesRGF<lusterings zeigt Abbildung 2.9 einennéchsten
NachbarErkenner der mittels desRGF-clusterings berechnetvurde. Auch wennder so
resultierendelassifikatorzu gutenErgebnisserfihrt (sieheauch[Alb95, Gro95), soist
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einsolcheméchsteNachbaiErkennerauswahrscheinlichkitstheoretischesichtdennoch
wenigbefriedigend.

Bayesscher Erkenner

Bei derBehandlunglerKlassifikationim RahmerderWahrscheinlichkitstheorig Gar97

wird dasZiel verfolgt, einenunbekannteerkmals\ektorx sozu klassifizierendal3das
Risiko einer Fehlklassifikatiorminimiert wird [Bis95. Fur einenMerkmals\ektor x be-
zeichneP()\|x) die Wahrscheinlichkit, daRdie Klasse\ vorliegt. Ist diesea posteriori-

Wahrscheinlichkit P(\|x) bekanntdannkanndurchdie Klassifikationswerschrift

— are '
A(x) = arg max P(XN|x) (2.23)

eineMinimierungderFehlklassifikationerrreichtwerden[Rip9q.

Furdie Konstruktioneinessolcherrisikominimierendererkenneranisserdie a posterio-
ri -Wahrscheinlichkiten P(\|x) ausden Merkmals\ektorenX und denKlassenzugeho-
rigkeiten)’ einesTrainingsdatensatzed bestimmtwerden.Mit Hilfe desausder Wahr
scheinlichlkeitstheoriebekannterBayessche®atzegRip96|

Pyp(x|)) _ Pyp(x|))
p(x) 3% Pup(x|X)

laRktsich P(\|x) auf GroRBenzurickfiihrendie durchdie Analysevon X und) geschétzt
werdenkdnnen.Dabeisind P, die a priori -Wahrscheinlichkitender K Klassendie ein-
fach ausden Machtigkeiten der verschiedenerKlassenin Z bestimmtwerdenkoénnen.
Die Dichte p(x) beschreibdie Verteilungaller Merkmals\ektorenin X und kanndurch
die Summeuberalle a priori -Wahrscheinlichkiten, multipliziert mit denklassenlokalen
Dichtenp(x|A), berechnetwerden.

P(\x) = (2.24)

Letztendlichist alsofir eine Klassifikationnach(2.23 und (2.24) die naherungsweise
Bestimmungvon P, und p(x|\) notwendig.Ein solcherKlassifikatorwird dannauchals
BayesscheErkennerbezeichnetAbbildung 2.10illustriert dasVorgehenan Hand eines
eindimensionaleatensatzedn diesemBeispielwird auchdeutlich,dal3die a posterio-
ri -Wahrscheinlichkiten P(\|x) eineunsdarfe PartitionierungdesMerkmalsraumslar
stellen,dafir jedesx die Normierungsbedingung

K
> PAx) =1 (2.25)
A=1

gilt.

Im BayesscherSatz (2.24) beschreibtp(x|)\) die Verteilungder Merkmalsektorender
Klasse ). Da dieseDichtefunktionentiblicherweiseunbekanntsind, miussensie fiir die
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Abbildung 2.10.: BayesscherSatz. Links sind schematischklassenlokaleDichten p(z|1),
p(z]2) undp(z|3) eineseindimensionaleatensatzegu erkennender ausdrei Klassenbe-
steht.Die a priori -WahrscheinlichkitenderKlassensind P, = P, = 1 und P; = 3. Rechts
sinddie a posteriori-Wahrscheinlich&iten P(1|z), P(2|z) und P(3|z) nachAnwendungdes
Bayesscheisatzeq2.24) dagestellt.Die Pfeile kennzeichnemlie Klassifikationsgrenzerdie
sichausder Gleichheit(z.B. P(2|z) = P(3|z)) dera posteriori-Wahrscheinlich&iten ege-
ben.

KonstruktioneinesBayesscheMustererlennerszundchsausdemDatensatzZZ geschatzt
werden.Diesesals DichteschatzundgpekannteProblemwird im 3. Kapitel eine herausra-
gendeRolle spielenlm nachsterbschnittwerdendaherzweiverschieden¥erfahrenzur
Dichteschatzungliskutiert,um die Schwierigleitenund moéglicheHerangehensweiseam
dieseAufgabenstellunguillustrieren.

2.3.3. Dichtesc hatzung

In derklassischerstatistikist die Dichtesthatzungeinesgegebenebatensatzed” = {x|
k =1...N} einbekannte®roblem[DH73]. Die Aufgabebestehdarin,die Wahrschein-
lichkeitsdichtep(x), mit der DatendurcheinenbestimmterProzeferzeugtwurden,durch
eineFunktionp(x|©) zu schatzenAlle dazunotwendigerParametemwerdendabeimit ©
bezeichnetDie DichteschatzunginesDatensatzesst in der Statistikh&ufigvon grof3em
Nutzen.Soist, wie obenverdeutlichtwurde,eineguteDichteschatzunderklassenlokalen
Daterverteilungerunabdingbafiur die KonstruktioneinesgutenBayesscheiustererlen-
ners.

Die einfachsteMethodeeinerDichteschatzunggst die HistogrammnaherunH73], wel-
chein Abbildung 2.11 veranschaulichtvird. Dabeiwird zun&chstfir jede Achsei =
1...D desEingaberaum{R” ein Intenvall 7; = [z¢, 2] festgelgt und diesesanschlies-
sendin N? Teilintervalle 77, z; = 1... N7, i = 1... D, aufgeteilt,sodaR N> = [P N7
Zellenentstehenk-ur die Histogrammnaherungird nunabgezahltyie viele Datenpunkte
ausX innerhalbdersodefinierterVoluminag**? = J7' x J35? x. . . x J5P liegen.Diese

Kardinalzahlenl/#--#2 sind ein Mal3 fur die Wahrscheinlichkit einenDatenpunkinner
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X, Xy

Abbildung2.11.:Daterverteilung und Histogrammné&herung. Links ist nochmalsdie zwei-
dimensional®aterverteilungX dalgestellt.Rechtdst dasErgebniseinerDichteschatzungnit
derHistogrammnaherungu sehenDerzweidimensional&ingaberaumvurdedafirin 30 x 30
Zellenzerlegt. Die Grautdnungst ein MaRR fir die Anzahlvon Datenpunkterin einerZelle.

halbvon 7% -#p zu finden.Die Dichteschatzungrfolgt schliel3lichiiberdie Normierung
der M*-#p mit der GesamtanzahV derDatenpunkte:

le...zD
N
Die Paramete® einersolcherHistogrammnaherungmfasserdie Kardinalzahlen\/#--#p

unddie Definition der Zellen 7% --*P, Eine solcheDichteschatzungst in Abbildung2.11
durchdenGrautonder30 x 30 Zellendamgestellt.

p(x|0) =

mit x € J#D. (2.26)

DiesesVerfahrenzur Dichteschatzungst zwar einfachin deralgorithmischerusfuhrung,
abernur fur niedrigdimensional®atensatzet geeignetDa die ZellenzahlN* exponen-
tiell mit der DimensionD anwachstjst sehrschnelldie GrenzedesMachbarererreichg.

Eine grol3eZellenzahlN* erforderteinensehrumfangreicherDatensatzY’, um eine ei-

nigermal3eraussagekraftigBichteschatzungu erhalten.st der Datensatzt’ kleinerals
die ZellenzahIN*#, sowird in viele Zellen 7#'-*? kein DatenpunkeingezahltDamitwer-

dendie Schatzungersehrunzuwerlassigund die statistischer-ehlerentsprechendgrol3.
Die hier angesprochendaroblemewerdenin derenglisch-sprachigehiteratur haufigals
curseof dimensionalitybezeichne[Bis95.

Von gréRereBedeutundlr die DichteschatzundpochdimensionaleDatenséatzesind an-
dereparametrisch&erfahren Eine Méglichkeit ist die Verwendungron Mischungermul-

Swird ein 20-dimensionaleEingaberaunm jeweils 3 Zellenpro Raumachsaufgeteilt sosindschon3!® ~
3.5 x 10° Zellennotwendig.
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tivariaterNormalwerteilungen DichteschatzungewermittelssolcherMischungenwerden
entscheidendh dasvonmir weiterentwiclelte RBF-Netzwerkzur Funktionenapproximati-
oneingeher{sieheKapitel 3). Die beidenfolgendenAbschnittestellendaherzweietablier
te Verfahrenzur Dichteschatzungnit Hilfe einer einzigenund mit Hilfe einerMischung
von multivariatenNormalwerteilungerdar.

Dichtesc hatzung mit einer multiv ariaten Normalver teilung

Zunachswird die Dichteschatzungnit einermultivariatenNormalwerteilung

exp[—(x —¢)'S 7 (x — ¢)]
(2m)P/2(det X2)1/2

betrachtefDH73]. Die positive Funktion(2.27) hatamPunktc € IR ihr Maximum.Die
Ausdehnungvon p(x|©F¢4) in die verschiedeneRaumrichtungerwird Uber die sym-
metrischeMatrix ¥ € IRP*P skaliert. Auf Grund der Normierungist p(x|©F¢4) eine
Wahrscheinlichkitsdichte.

p(x|0F4) = (2.27)

Wie konnennun die Parametel©?¢4 = {3 ¢} soausdenTrainingsdatent bestimmt
werden,daf p(x|©F°4) moglichstgut die Verteilungvon X abschatztEine mogliche
Antwort auf dieseFrageliefert der maximumlikelihood-(ML)-Ansatz. NachdiesemAn-
satzgibt der Wert p(x; |©F¢4) geradedie likelihood an, daRx; durchdie Modelldichte
p(x|©F4) erzeugwwurde.Entsprechendst dasProdukt

p(X|0FC4) =H 5| ©FCA) (2.28)

die likelihood, daRder gesamteDatensatzt' von der Modelldichtep(X|©F¢4) erzeugt
wurde.JeneParametersat®?c4, fir denp(X |6F¢4) maximalist, kennzeichnealsodie
optimalezu X passendéModelldichte. Aus analytischenGriindenwird haufigauchdie
log-likelihood

I(X|OFC4Y) = Inp(x|0F°c4) = Zlnp 1| ©FCA) (2.29)

verwendet.Da der Logarithmuseine monotonsteigendeFunktion ist, maximiert ©7¢4
auchl(x|©r¢4). Am Maximumderlog-likelihood misserdie Sattelpunktbedingungen

0

o6

erflllt sein.WerdendieseBedingungerauf die multivariateSchatzund2.27) angavendet,
erhaltmanmit (2.6) fir die Paramete©¥ ¢4 die Bestimmungsgleichungen

c (x)x (2.31)

Y = ((x—c)(x—c))x. (2.32)

(xjefcty =0 v gecofc (2.30)
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Xy

Abbildung2.12.:principal component analysis. In der Abbildungist dasErgebniseinerPCA
desexemplarischeatensatzeausAbbildung2.11zusehenDie beidenHauptachsemv; sind
alsKoordinatenkreueingezeichnetyvelchesauf demMittelwert c derVerteilungzentriertist.
Die Standardabweichungen sind durchdie Langender Achsenanggeben.Die Form der
zweidimensionaleNormalerteilungp(x|©@F¢4) wird durchdie Hohenlinienangedeutet.

Der optimalePunktc ist geradeder Mittelwert von X und die optimalemetrischeMatrix
Y. ist die Kovarianzmatrixder Daten X’ [DH73]. Die ML-Schatzungder DatenX mit der
Dichte (2.27) fuhrt alsozu denParameterreiner Statistik2. OrdnungdesDatensatzes’
[Gar91.

Die KovarianzmatrixX kannin ihre Eigervektorenw; und in die Eigenwertes?, i =
1...D, zerlegt werden.Mit derorthogonalerMatrix W = (w; ... wp) undderdiagona-
len Matrix X (3; = o?) wird die Spektralzerlgung

> =wIw’ (2.33)

ermoglichif MKB94]. Ebensdkanndie Inversex ™! durchdieinverseDiagonaImatrixﬁ]71
damgestelltwerden,

s owsTwT, (2.34)

und esgilt det X = det 3. Die Parameterder Schiatzung(2.27) kénnenalso auchals
orca — {ﬁ], W, c} geschriebemverden DieseBeschreibng einesDatensatzes’ durch
einemultivariateNormalerteilungwird GblicherweisalsHauptatsenanalysederprin-
cipal componenanalysis (PCA) bezeichnefMKB94].

In Abbildung 2.12ist die PCA der BeispieherteilungausAbbildung 2.11 dagestellt.Er-
wartungsgemaist die ML-Dichteschatzunguf GrunddeseingeschrankteModellansat-
zesvon schlechterQualitat. Abbildung 2.13 zeigt einen Bayesscherkrkenney der auf
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Xy X

Abbildung2.13.:KlassenlokaleML-Dichteschatzungund BayesschelErk enner. Links sind
die klassenlokaleML-Dichteschatzungep(x|\ = 1) und p(x|A = 2) gezeigt,die sich mit
je einerbivariatenNormaherteilungfir die beidenKlassendesDatensatzeausAbbildung2.8
ergeben Aus diesenkannzusammenmnit dena priori -Wahrscheinlich&iten Py_; = 2/3 und
Py—; = 2/3 nachdem BayesscherSatz(2.24 die a posteriori-Wahrscheinlich&it P(1|x)
bzw. P(2|x) bestimmtwerden.Die durch P(1]x) = P(2[x) resultierendé<lassengrenzést
im rechtenTeilbild eingetragen.

klassenlokalerML-Dichteschatzungem(x|A = 1) und p(x|A = 2) vermittelsjeweils
einer bivariatenNormalverteilung durch eine PCA beruht. Trotz der sehrgeringenPa-
rameterzahlerhaltman durch dieseneinfachenErkennerschoneine rechtgute Abgren-
zungzwischendenbeidenKlassen Eine deutlicheVerbesserungst zu erwarten,wennfir
die ML-Dichteschatzungnit einerMischungmultivariaterNormalherteilungergearbeitet
wird. Dieswird im nachsterAbschnittdiskutiert.

Dichtesc hatzung mit einer Misc hung multiv ariater Normalver teilung en

Eine Verallgemeinerungler Modelldichte (2.27) bestehtdarin, eine unbekannteDichte
p(x) mit einerMischung

M
p(x|OM) =Y Pp(x|r,07) (2.35)

r=1
von M multivariatenNormalherteilungemnit

expl=(x = ¢) ', (x - ¢,)/2]
(2m)P2(det 3,172

p(x|r, 0F4) = (2.36)
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zuschatzeriDH73]. Die P, sindpositive Zahlenundstellendie statistischerGewichteder
Komponente(x|©F°4) dar d.h.}" P, = 1. Die P, und®f“4 = {¥,, W,, c,} werden
zueinemGesamtparametersag®?! = {P,, ©F¢4|r = 1... M} zusammengef3t.

Bildet mandie log-likelihood flir die Schatzund2.35 undfuhrt die Ableitungennachden
verschiedeneRarametermaus,soerhaltmanfiir denParametersat®? die Sattelpunktbe-
dingunger[Klo96]

Cr = <X>r,@M (2.37)
P. = (p(r|x,0M))y (2.38)
S, = Com (2.39)
mit
Cr,@M = <(X - Cr)(x - Cr)T>r,@M' (240)

Bei derBildung der Erwartungswerte-), o in (2.37) und(2.40 habennicht alle Daten-
punktex; € X dasselbetatistisch&sewicht. Vielmehrwird die Mittelungsvorschrift

_ (P(r}x,0M)g(x))x
<g(x)>r,®M = <P(T|X, @M)>X

(2.41)

verwendetDiessindlokale Erwartungswertedlie beztglichdera posteriori-Wahrschein-
lichkeiten
Pp(x|r, ©74)

P My = 2.42
(T|X?@ ) Zrl Prlﬁ(X"",, @5CA) ( )

der Zuordnungenvon Punktenx zu lokalen Verteilungenr gebildetwerden.Die a po-
steriori-Wahrscheinlichkiten P(r|x, ©) definiereneine unscharfePartitionierungdes
Merkmalsraumsglafiur jedesx

> P(rlx,0M) =1 (2.43)

r=1

gilt. JedePartitionierungsfunktionP(r|x, ©M) gibt die Wahrscheinlichkit an, mit derein
Datenpunktx der r-ten Komponenteder Mischungsdichtg2.38 zuzuordnerist. In die
r-lokalenMittelwerte (-),. o» gehendahernur jene Datenpunktemit hohemstatistischen
Gewicht ein, die mit groRerWahrscheinlichkit derr-tenKomponenteugeordnewerden.

Fur M = 1, alsodie Schatzungnit einer multivariatenNormaherteilung,reduzierersich
(2.37) — (2.39 aufdie Gleichungen2.31) und (2.32 der Statistik2. Ordnung.In diesem
Fall werdendie MittelungentiberdengesamteiatensatzZt’ ausgefihrunddie Parameter
lassersichmit Hilfe einerPCA direkt berechnenlm Unterschieddazuhandeltessichfur
M > 1 bei(2.37), (2.38 und (2.39 um implizite, nichtlineargekoppelteBestimmungs-
gleichungerfir denParametersat® . Zusammerdssendkannmanalsofeststellenim
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RahmendesML-Ansatzesist dasProblemder Dichteschatzungnit einerMischungmul-
tivariaterNormalwerteilungenjene Losungvon (2.37) — (2.39 zu finden,fir die die log-
likelihood

(X]OM) = "Inp(xs|OM) (2.44)
k=1

maximalist.

Die einfachsteMoglichkeit waredie Anwendungeinesiterativen Gradientenaufstiges zur
Maximierungvon!(X|©™). Allerdingsist (X' |©*) im allgemeinerkeinekorvexe Funk-
tion, sodal3ein solcherGradientenaufstgesehrleicht zu einemlokalenMaximumkonver-
giertunddamitnicht zur optimalenLésungvon (2.37) — (2.39) fuhrt [DH73].

EineweitereMoglichkeit zur Bestimmungder Paramete©M bietetderexpectation-maxi-
mization-(EM)-Algorithmus[DLR77]. Dabeiist zunachseineinitiale SchatzunglerPara-
metemotwendigMit diesewerdenmunzunachstlie Partitionierungsfunktione(2.42) (E-
Schritt) und damitanschliel3en@in neuerParametersatnach(2.37) — (2.39 (M-Schritt)
bestimmt.DieserVorgangwird iteratv solangefortgesetztpis sich eineselbstlonsistente
Lésungeinstellt.

Allerdings sind die ErgebnissedesEM-Algorithmusim starken Mal3evon der Anfangs-
schatzunglerParamete©®™ abhangigEbensastellensichhaufigsingulareLésungerein,
indemdie Ausdehnunglet X, flr einigeNormalverteilungersehrklein undfur anderesehr
gro3wird. Der Grundfur dieselnstabilitdtensind zufallige Fluktuationender metrischen
Matrix 3, wahrenddesiteratven Ablaufs desEM-Algorithmus[YSU94, KT97, YC98§].
Diese Schwankungerkénnenim néchsterM-Schritt zu einerVerringerungdesGewichts
P, fuhrenund damit letztendlichzum Verschwindereiner KomponenteP, 5(x|r, ©F¢4).
Geradebei groRenDimensionerdes Merkmalsraumsst der EM-Algorithmusbesonders
anfallig fur dieselnstabilitaten,da danneine kleine Fluktuationvon X, eine groReAn-
derungdesVolumensdet X, und damit nach(2.38 auchdesstatistischerGewichts P,
verursachtDieseEigenschaftezeigendie komplexe Strukturderlog-likelihood im Para-
meterraumundverweiseraufdie SchwierigleiteneinesnavenGradientenaufstgsmittels
desEM-Algorithmus.

Entscheidendémpulse zur LosungdieserSchwierigleiten kamenvon M. Kloppenhurg
und P. Tavan[Kl096, KT97], denendie AquivalenzdesRGF-clusteringsmit einemSpe-
zialfall der ML-Dichteschatzunglurch Mischungenvon Normalerteilungenaufgetllen
war. Fur denFall univariaterNormalverteilungemit identischerstatistischerGewichten,
d.h.= ' =To~2und P, = 1/M, stimmtnamlichdie ML-Stationaritatsbedingunp.37)
fur die c, exaktmit derRGF-Sattelpunktbedingur{@.17) Gberein EbensastimmtderAus-
druck(2.42) fur die a posteriori-Wahrscheinlichkit P(r|x, ©) mit derGleichung(2.16)
fur die Zuordnungswhrscheinlichkit P(r|x, C, o) beimRGF-clustering iiberein Daauch
die log-likelihood (2.44) bis auf den Faktor —202 mit der freien Enegie (2.15 Uberein-
stimmt, entsprichtdie Maximierungvon /(X |©™) einerMinimierungvon F(C, o). Daher
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ist dasRGF-clustering tatsachlichein Spezialall der ML-Dichteschatzunglm Gegensatz
zur freien Enegie F(C, o) besitztdie log-likelihood /(X |©) jedochbei einemnichtver
schwindendeWert desParametersr ein Extremumund erlaubtso die Bestimmungei-
nerminimalenTemperatqu]% wahrenddesAbkuhlprozessebeim RGFlustering. Die-
serentsprechenthodifizierteRGF-Algorithmuszur ML-Dichteschatzungnit Mischungen
univariaterNormaherteilungerwird kiinftig auchalsunivar-Verfahrenbezeichnet.

Nun scheintdie ML-Dichteschatzungnit einerMischungunivariaterNormalerteilungen
mit identischervVarianzenund statistischerGewichtenzunachskeinenVorteil zu haben.
Aber geradedie BeschrankunglesParametersatzesuf die ¢, und die Verwendungvon

o alsAbkuhlparameteermdglicherbeimunivar-AlgorithmuseinehoheStabilitéatbei der
ParameterbestimmunBiesealgorithmischestabilitatdesunivar-VerfahrenshatM. Klop-

penlurg und P. Tavan dazumotiviert, einenverwandtenAlgorithmusauchfur denmulti-

variatenFall zu entwickeln[KT97]. Dabeiwerdendie Sattelpunktbedingungdg.38 und

(2.39 fur die Parameter”, und X, soerweitert,dal3ein Abkihlverfahrenmdglichwird.

Zunachstwerdendazudie X, durchihre Eigervektorenw;,. und Eigenwerteo?., i =

1...D, ersetztDie inverseMatrix X' kanndahernacheinerSpektralzerigung® ' =
er];lwf in die orthogonaleMatrix W, = (w1, ... wp,) der Eigervektorenund die
diagonaleMatrix 3, derEigenwerteaufgeteiltwerden Mit dieserRepréasentatiovion
gliedertsichdie Sattelpunktbedingun@.39 in zwei Gruppernvon GleichungenDie erste
Gruppe

o2 W;l;,CT.’@MWZ'T (2.45)

beschreibtlie Varianzers? in Richtungderw;, unddie zweiteGruppe
07 Wir = Cp ouWir (2.46)

die Eigervektorenw;, derKovarianzmatrizei', ¢ . M. Kloppenturg undP. Tavanerwei-
ternnundie Sattelpunktbedingung€gR.45 zu

2 2
g" — Oy

(P(rlx,©0M))x

Nun sind die Varianzens?, UbereinenKopplungsparameter an denTemperaturparame-
ter o geloppelt.Im Fall einerstarken Kopplung(u — oc) erhaltmandaherdenunivar-
Algorithmus.Bei derAnwendungdeseEM-Algorithmuswerdennunim M-Schrittdie Glei-
chungen(2.46) und (2.47) an Stellevon (2.39 ausgevertet. Zusatzlichist esnachjedem
M-Schritt notwendig,die Vektorenw;, einer hierarchischerOrthonormierungz.B. mit
demSchmidtscheerfahren[Fis84, zu unterziehenAls Folge wird wy, zum Eigervek-
torvon C, g» mit demgrolterEigenwerts?,, wo, zumEigervektormit demzweitgrof3ten
o3, USW , korvergieren[RT89)].

Schlief3lichkannauchdie EM-Gleichung(2.38 durch
1
M

2

ir

(2.47)

T
g WirCr,GMWiT + p

P, = (P(r|x,0))x + A( P) (2.48)
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ersetztwerden DurchdenZusatzternwerdenfir einengrof3enKopplungsparametex die
statistischerGevichteanndherndwufdenselbewWert 1 /M gebrachundfolglich auchdie
Eigenschaftlerload balance erzwungerjvgl. (2.21)].

Fur den Abkuhlprozel3wahrendder EM-Schrittemit (2.37) und (2.46) — (2.48 wird der
Temperaturparameterlangsamvon einemgrof3ereu einemkleinenWertverringert.Wah-
renddessenderanschlieRenaverdenauchdie Kopplungsparametegr und A verkleinert
[Klo96]. Der Verlaufder Optimierungkanndurchdie log-likelihood I (X |©M, o, u, \) be-
urteilt und bei ErreicheneinesMaximumsvon (X' |©M o, u, A) beendetverden.

M. Kloppenhurg und P. Tavan habensomit einenEM-Algorithmus entwickelt, der unter
VerwendungeinesAbkihlverfahrenssicherkonvergiert, ein klar definiertesAbbruchkri-
terium hat und zuverlassigzu einergutenDichteschatzundiihrt. DieserAlgorithmusist
inzwischenrerfolgreichfir die Klassifikationvon Sprachdatemerwendetvorden[Met9§].

2.4. Kiunstlic he neuronale Netze

Die im vorangehendei\bschnitt diskutiertenVerfahrenzur Funktionenapproximation,
Mustererlennungund Dichteschatzundpasierterhauptsachlictauf mathematischelor-
stellungenBeim Entwurf einigerdieserMethodenwie etwa bei denzum RGF-<lustering
verwendeterAbkihlungsmethodefRGF93 DT944, standenallerdingsauchKonzepte
aus der statistischerPhysik Pate. Fernerwurden auch schonneurobiologischmotivier-
te Methodenerwéahnt.Der letztereZugangkennzeichnetlasForschungsgebieder Neu-
roinformatik, dassystematisctversucht,ausder Funktionsweisebiologischerinformati-
ons\erarbeitunglgorithmische/orgehensweisenur Losungschwierigemathematischer
Problemezu entwickeln. In diesemAbschnittsollen einige Konzepteder Neuroinforma-
tik vorgestelltwerden die fur dasVerstandnisyron RBF-Netzwerken notwendigsind. Am
EndediesesKapitelswerdendannschliel3lichalle Begriffe zur Verfligungstehendie zur
DiskussionsolcherRBF-Netzwerk noétig sind.

In Abschnitt2.2 wurdeneine Reihewichtiger StrukturendesGehirnsund der Kleinhirn-
rinde skizziert. Es wurde dort deutlich, dal die Nervenzelleeine zentraleRolle bei der
Informationswerarbeitungm Gehirneinnimmt.Bei der Konstruktionktinstlichemeurona-
ler Netzwerle (KNN) spiggeltsichdieseKonzeptin derEinfihrungdesformalenNeuions
wieder Abbildung 2.14 zeigt ein einzelnesformalesNeuroninnerhalbeinesNetzwerks
von M formalenNeuronenDasformaleNeuronist die kleinsteinformationserarbeitende
EinheiteineskNN. Eserhaltiiberdie Verbindungemnit andererNeuronefi Eingabendie
innerhalbdesNeuronsverarbeitetvom ihm ausggebenund an andereNeuronernweiter
geleitetwerden.

6Zur genaueretnterscheidungverdenkiinftig biologischeNeuronerals Nervenzellerund formaleNeu-
ronenalsNeuonen bezeichnet.
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Dendritenbaum Axonbaum

Neuron i
prasynaptisc &

Verbmdungen

Aktivitat a

Eingabe x
Ausgabe y

Abbildung2.14.:Kiinstliches neuronalesNetzwerk. ElementareBausteineineskinstlichen
neuronalerNetzwerksist dasformaleNeuron.Dieseserhaltiberdie prasynaptischelerbin-

dungeninformationenvon anderenformalen Neuronen.Diese Eingabenwerdenverrechnet
undalsAktivitat weitelgegeben.

Die meisterModellederNeuroinformatikbeschreibedabeidie elektrischeAktivitat einer
Nernenzelle; durcheinereellwertige Aktivitatsvariablea;, i = 1... M. Die Aktivitaten
aller NeuronereineskNN kénnenzu einemVektora = (a; . .. ap) zusammengefitwer-
den,der damit den AktivitatszustandliesesNetzeserfal3t. Analog zu einemnaturlichen
Netzwerkvon Nervenzellenwird jede Aktivitat a; Uberden Axonbaumzu nachgeschal-
tetenNeuronenweitegeleitet(vgl. die in Abbildung 2.14rot eingezeichneteNerbindun-
gen).In biologischemNervengavebebildet eine Nervenzellelberihren Axonbaumsehr
viele synaptisch&ontale mit andererzZellen aus.In einemkNN wird die Ubertragungs-
gualitateinessolchenKontaktsvon einemNeuron: zu einemNeuronj durcheinereell-
wertige Variablew;; modelliert. Diesesog. Verbindungsstar&n w;; gebenan, wie stark
eineneuronaleAktivitat a; die Aktivitat einesNeurons; beeinflu3t.Alle zu einemNeu-
ron s korvergierenderVerbindungsstasn konnenin einemVektorw; = (wy; . . . waz)T
gebiundelwwerden.Diesersog.Dendritenbaumist in Abbildung2.14 griineingezeichnet.
Ebensdkdnnendie Starkendervon einemNeuron: auslaufendeWerbindungerzu einem
Vektor f; = (wj;...w;n) zusammengefdtwerden,der die Ubertragungseigenschaften
desAxonbaumsmodelliert. Verbindungsstasn w;; mit einemWert von Null kennzeich-
nendabeieinenichtvorhandené/erbindungvon Neuron: zu einemNeuronj.

Die ZellaktivitateninnerhalbbiologischerNervengevebessinddurchdynamischéviuster
bildungsprozessgepragtiHin94, ST89. Die Modellierungdieserdynamischermrbeits-
weisein einemNetzwerkformalerNeuronerkannbeispielsweiselurcheinezeitlicheDis-
kretisierungder folgendenArt vorgenommerwerden:Ein Neuronerhaltzum Zeitpunk?
t die UberdenDendritenbaunw; modulierteAktivitat ajt — 1] als Eingabe Die Aktivitat
a;[t] desNeuronsi wird dabeidurcheine,im allgemeinemichtlineare Ubertragungsfunk-

’DiskretisierteZeitangabenverdenim folgendendurcheckigeKlammern|-] gekennzeichnet.
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tion g; : IRY — IR bestimmt.Die Dynamik eineskNN ist im RahmendiesesModells
vollstandigdurch

ai[t] = gi(aft — 1];0y), i=1...M, (2.49)

beschriebenDie Parametermeng®; umfallitdenDendritenbaunw; und sonstigefur die
Beschreiling der UbertragungsfunktionotwendigerParameter

Fur die Klasseder rekurrenterkNN sind die dynamischerkigenschaftengie aus(2.49

folgen, von entscheidendeBedeutungHop82 TGK90]. Netzwerle diesesTyps sind so
strukturiert,daRauchRekursionennnerhalbdesNetzwerksauftretenkbnnen.Dasin Ab-

bildung2.14skizzierteNetzwerkweisteinigesolcheVerbindungerauf. Im folgendenwer-

denaberhauptéachlichvorwartsgerichtete Netzwerle betrachtenbei denenkeinericklau-
fendenVerbindungerauftreten.Wird einemsolchenfeedforwad Netzwerkiberausge-
zeichneteNeuronereineEingabeaktitat x € IRP zugefiihrt,sowird sichandenspeziel-
len AusgabeneuronemacheinerendlichenZeit eine Ausgabeaktiitat y € IR einstellen.
Ein solchedNetzwerkflhrt dahereineAbbildung

y = f(x;0) (2.50)

aus.© = {©;|i = 1... M} beinhaltetalle zur ParametrisierunglesNetzwerksnotwendi-
genGroRen.

Ein Vergleich von (2.50 mit (2.3) zeigt unmittelbar dafRein solchesfeedforwad Netz-
werk einenFunktionenapproximatareprasentiertEin kNN der Form (2.50 kanndaher
zur Funktionenapproximatioanddamitauchzur Mustererlennungverwendetiverden Es
drangtsich hier sofort die Frageauf, wie der Parametersat® so bestimmtwerdenkann,
daRdaskNN einenin Form einesTrainingsdatensatze® = {(xx,yx)|k = 1... N} vor-

gegebenerfunktionalenZusammenhangdglichstgut approximiert.Analog zur Lernfa-
higkeit von biologischenNetzwerlen, die durchwiederholtePrasentatiorvon Beispielen
neueZusammenhéangernenkénnenwerdenhierfir Lernalgorithmerbendtigt.

Ein Ziel der Neuroinformatikist damit— unter BeriicksichtigunglesLernverhaltensio-
logischerNetzwerle — die Entwicklungvon Lernregeln, mit derenHilfe die Parametei©®
sequentiellan prasentierteBeispieleangepal3tverdenkdnnen.Gesuchtsind Lernregeln,
die fur ein zuféllig ausZ gezogeneBatentupelx;, yx) eineAnpassung

O = OF" + eAO;(xp,yx) i=1...M (2.51)

vornehmerfAnd97]. Der Lernparameter e ist eine positive Zahl kleiner Eins, die im Zu-
ge desLernverfahrendangsamverringertwird. Der Lernsdritt A©;(xy, yx) mulRderart
gestaltetsein, dal3sein Betragbei wiederholterAnwendungder Lernregel (2.51) immer
kleinerwird, undsoschlieR3lichdie Korvergenzvon (2.51) eintritt.

Die Neuroinformatikhatim Laufe der letztenJahrzehntesine groReZahl verschiedener
TypenvonkNN entwickelt, die sichwesentlichin derWahlihrerVerbindungstopologiend
der Formulierungder Lernregelnunterscheideksiehez.B.[And97, R0oj93 RMS97). Der
nachsteAbschnittdiskutiertdasfir dieseEntwicklungwichtigezweischichtigd’erzeptron,
bevor im Abschnitt2.4.2dasRBF-Netzwerkeingefuhrtwird.
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X4 X; Xp Eingabe x

D Neuronen
Dendritenbaum wi i=1..K

Axonbaum fj j=1..D

K Neuronen

e
Au A

f1(x) fi (x) K () Ausgabe f (x)

Abbildung2.15.:SchemaeineszweischichtigenPerzeptrons.

2.4.1. Perzeptron

Den erstenDurchbruchbei der Entwicklung lernfahigerneuronalerNetzwerle erzielte
F. Rosenblatt1958 mit dem Perzepton [Ros5§, dasseitdemflr viele Weiterentwick-
lungenPate gestanderist. Abbildung 2.15 zeigt die Verbindungstopologieinessolchen
Perzeptronsind weistesals ein zweischichtigedNetzwerkaus.Die AufgabediesedNetz-
werks ist die Klassifikation von Daten.An die Eingabeschichtvird ein Eingab&ektor
x € IRP angelgt, desserKomponentern; die Aktivitatender D Eingabeneuroneange-
ben.DieseAktivitatenwerdenvermittelsder Dendritenbaumev; zu den K Neuronerder
Ausgabeschichransportierunderzeugertdort eineEingabe die durchdasSkalarprodukt
w; - x gegebenist. JedegdieserNeuronengehdrtzu einerder K Klassendie im Daten-
satzX’ enthaltersind.Die Abbildung,die dasPerzeptrorausfihrtsoll von der Form sein,
daRbei derKlassifikationeinesDatenpunkts auseinerKlasse\(x) die Aktivitat y, des
Ausgabeneurons Einswird unddie Aktivitatenderverbleibendeiusgabeneuronexull
werden.

Die UbertragungsfunktioeinesAusgabeneuronswird bei einemPerzeptrordurcheine
Stufenfunktion

. D .o .
fi(x;0) = { (1) j s%ﬁstlw“% > K (2.52)

beschrieberUm eineeinfacherd=ormulierungvon (2.52 zuerhaltenkannein Perzeptron
mit demSchwellenwer® in ein&quivalenteerzeptromit einemSchwellenwerd trans-
formiert werden.Dafir ist eslediglich notwendig,den negatven Schwellenwert—® als

Verbindungsstakw, = —& einerfiktivenzusatzlichereingabeleitungu verwendendie

andie konstanteEingaber, = 1 angeschlossenird. Man kanndannauch

A {1 o ow; x>0

fi@) =4 o D0 i=1...K (2.53)

schreibenwobeiw; denentsprechenérweitertenDendritenbaundesAusgabeneurons
reprasentiertDa w; - x = 0 im Merkmalsraunder Eingabedatet’ eineHyperebenenit
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demNormalewektorw; beschreibtwird der MerkmalsraundurchjedesAusgabeneuron
in zwei TeilrAumeaufgeteilt.Die Klassifikationdurchein Perzeptrorerfolgt dannentlang
dieserTeilraumzerlgungen.

Wie kénnendie Verbindungsstaen® = {w;li = 1... K} = {f;|j = 1... D} nunsobe-
rechnetwerdendaReindurcheinenBeispieldatensatZ = {(xx, yx)|k = 1...N;(yx): =

dix, } vorgegebeneslassifikationsproblenmaoglichstgut gelostwird? Da die urspriingli-
cheLernrggelvon F. Rosenblatinzwischemur geringeBedeutundhat, wird im folgenden
ein Vorschlagvon B. Widrow und M. Hoff ausdemJahrel960diskutiert.Fir die Herlei-
tungdieserLernregel wird mit dermittlerenquadratischedbweichung

B(©, Z) = (|f(xx; ©) — y|")z- (2.54)

ein Fehlermal¥estgelgt, mit welchemdie KlassifikationsleistungeinesPerzeptronde-
urteilt werdenkann[WH60, WS85. Im Raumaller Verbindungsstasdn definiertdieses
Mal3 ein Fehlegebige,in demdie LagedesglobalenMinimums E,,;, die Parameteides
optimalenPerzeptrongestlggt. Die einfachsteMoglichkeit ein Minimum von E(O, Z) zu
berechnernist ein Gradientenabstgeauf E(©, Z) [And97]. Dies fuhrt zu einer sequenti-
ellen Lernregel der Form (2.51) fur die Axonbaumef; der Eingabeneuroneg mit einem
Lernschritt

Afi(xp, i) = (@)k(yr — F(x4;0)), j=0...D, (2.55)

wobei die j-te KomponentedesEingabeektorsx, mit (z;), bezeichnetvird. Der Term

(z;)r - yi dieserDelta-Regel fuhrt zu einerVerstarkunglerKomponentemlesAxonbaums
f;, wennkorrelierteund positive Ein- und Ausgabeaktiitatenvorliegen.Er modelliertda-
mit die von D. HebbformulierteHypothesaiberdenLernmechanismugon Nervenzellen.
Der zweite Term —(a:j)kf(xk; ©) ist notwendig,um ein unberenztesVachstunder Ver-

bindungsstar&n zu verhindern,und entsprichtdamit einem Zerfallsterm. Daher spricht
man bei (2.55 auchvon einer kompetitven HebbscherLernrggel. Die spezielleRegel

(2.595 besagtdalbei einerrichtigen AusgabedesNeuronsdie entsprechendeXerbin-

dungsstar&nurveranderbleiben.Liegt eineAbweichungvom Sollwerty, vor, sowerden
die VerbindungsstadnsoadaptiertdalRderBetrag|y, — f (xx; ©)| beimnachsterAuftre-

tendesMerkmals\ektorsx;, verringertwird.

Allerdings handeltes sich bei der Delta-Rael (2.55 um eine biologischnicht plausible
Lernvorschrift,dain die Anpassungeiner Verbindungsstakim Axonbaumdie gesamte
Netzwerkausgabé(xk; @) eingeht.In einembiologischenNetzwerkwaredies nur mog-

lich, wenndie Ausgabef (x; ©) flr alle NervenzellenderEingabeschichterfugbamwére,

wasbei FehlenrickwartigerVerbindungemicht der Fall seinkann.Man sprichtdaherbei

(2.59 auchvon einernichtlokalenLernregel.

Eineebentlls Hebbschd.ernregel fur denAxonbaumf; ist die outstar-Regel
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Abbildung2.16.:Klassifikation mit einemzweischichtigenPerzeptron. Die Daterverteilung
X ausAbbildung 2.8 soll mit einemeinfachenzweischichtigerPerzeptrorklassifiziertwer-
den.DasPerzeptror(2.53 ist auszwei EingabeneuronefD = 2) undeinemAusgabeneuron
(K = 1) aufgebautindwurdemit (2.59 trainiert.In der Abbildungist der Trainingsdatensatz
zusammemit derGeradenuy + w1 + wexe = 0 eingezeichnetlie durchdie Paramete©
definiertwird.

die erstmalsvon S. Grossbeg vorgeschlagemwurde[Gro74. In (2.56) wurde die Netz-
Werkausgabé(xk; ©) aus(2.55 durchdenAxonbaumf; ersetztFur die Anpassunginer
Verbindungsstakksind nun nur nochlokal am Eingabeneuron verfligbareGroRReerfor-
derlich.Die outstar-Regel ist alsoeinelokale und daherbiologischplausibleLernregel.

Abbildung 2.16 zeigt dasLernegebnisfir ein einfachesPerzeptrommit einemeinzigen
Ausgabeneuronyelchesmit der outstar-Regel fur denbekannterDatensatzausAbbil-

dung?2.8trainiertwurde.Man erkennt,wie dasPerzeptrorversuchtmit einerGeraderdie
Klassifikationder beidenKlassenzu bewerkstelligen Allerdings kanndiesfur dengege-
benenDatensatzu keinemoptimalenErgebnisfiihren,dadie beidenKlassemicht linear
separierbasind,d.h. nichtdurcheineGeradezu trennersind.

1969wiesenM. Minsky und S. PapertfMP69 einewesentlicheEigenschafeineszwei-
schichtigenPerzeptronsnit beliebigvielen Ausgabeneuronenach,dassog.Perzeptron-
Konvergenzkriterium.Diesessagtaus,dalRdie Lernreggel (2.55 immer korvemiert, falls
eineLosungvorhandenst. Falls die Datenlinearseparierbasind,alsodurchHyperebenen
zu trennensind, wird die Lernregel geradezu dieseroptimalenLésungkorvergierenund
sozu einerfehlerfreienKlassifikationfihren.Ist die VerteilungderverschiedeneKlassen
—wie in Abbildung2.16— hingegenkomplexer (Klassensindineinandewerzahntoderei-
neKlasseist in eineandereecingebettet)dannmachtdaszweischichtigePerzeptrorgrol3e
Fehler
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Die BeschrankungerProblemklassauflinearseparierbar®erkmalsraumeywie siebeim
zweischichtigerPerzeptrorgegebenist, wurde durchdie Entwicklung desmehrschichti-
genPerzeptrongmulti layer perception (MLP)) aufgehobeAnd97. Beim MLP werden
viele Schichtervon einfachernPerzeptronehintereinandegeschaltetwobeijedeseinzelne
Neuronnochimmer seineAusgabeaktiitdt nach(2.53 berechnetDa jede Schichteines
solchenPerzeptrongzu einer Umkodierungder Merkmals\ektorenfiuhrt, ist die Flexibi-
litat einessolchenNetzwerksdeutlichgréf3erals diejenigeeineszweischichtigerPerzep-
trons. 1989 wurde sogargezeigt[Cyb89 HSW89 Hor91, Fun89, dalR schonein drei-
schichtigesPerzeptromrmit sigmoidenAntwortcharakteristikn der Zwischenschichtneu-
ronen jede Funktion beliebig genauapproximierenkann, wenn die Zahl der Neuronen
dort ausreichendyrof3 ist. Allerdings war lange nicht klar, mit welchenLernregeln die
Verbindungsstasn einessolchendreischichtigeMLP bestimmtwerdensollen.ErstEn-
de der achtzigerJahresetztesich immer mehrder back propagation-Algorithmusdurch
[Wer74 RHW86. DasZiel diesesVerfahrensst die Minimierung der quadratischeif-
ferenzzwischendemSoliwerty,, undderNetzwerkausgabg{x,; ©) durcheinenGradien-
tenabstig aufderFehlerfunktion£(0©, Z) [siehe(2.54)]. Diesflhrt zu einerLernregel, bei
derdervom Netzwerkgemachtd-ehler“riickwarts” durchdasNetzwerkpropagiertwer-
denmuf3,um die Verbindungsstasn anpasseru konnen.DieserAlgorithmushatin den
letztenJahrereinebreite Anwendungbei praktischerProblemergefundenDa durchden
Gradientenabstgeim gesamterParameterraungleichzeitignacheineroptimalenLésung
fur die Gewichte gesuchtwird, korvemiert dasVerfahrenabernur sehrlangsamund fin-
deth&aufignur suboptimald_-6sungerfAnd97]. Zudemkonntein biologischerNetzwerlen
bishernochnicht beobachtetverden,daReineRickwartspropagatiomon Fehlerinforma-
tionenstattfindef Cri89].

2.4.2. GRBF-Netzwerk

Seit Anfangder neunzigerJahreist ein dreischichtigeNetzwerktypimmer populérerge-
worden,der sich von einemdreischichtigerMLP dadurchunterscheidetgdafl die Uber-
tragungsfunktiorder Neuronernauf der Zwischenschichhicht durcheinesigmoideFunk-
tion oder Stufenfunktion,sonderndurch eine nicht normierte,univariate Gauf3funktion
g(|c, — x|, o) mit derVarianzo? beschriebemird (siehez.B.[CCG91 MAC'95, BFG95

BF95 KL98]). Die Aktivitatender M Zwischenschichtneuronesind bei diesemNetz-
werk, desserstrukturzusammemit denBezeichnungeim Abbildung2.17dagestelltist,

durch

|, — X‘Q
202

ar(x;0,) = g(le, — x|, 0) = exp(— ) (2.57)
gegebenc, € IRP umfaRtdie Verbindungsstaen desDendritenbaumeginesZwischen-
schichtneurons undx € IRP die Aktivitat der Eingabeneuronerin neurobiologischer
Interpretationspezifiziertc, dasZentrumeinesisotropengaul3férmigerrezeptven Felds
derBreites im Merkmalsraumgerdurchdie Eingangsreizaufgespannwird [PG89. Der
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X4 X2 Xp Eingabe x
Eingabeschicht D Neuronen
Dendritenbaum ¢,

Zwischenschicht 6) —e0 M Neuronen

Axonbaum f,
Ausgabeschicht K Neuronen

Ausgabe f (%)

Abbildung2.17..Schemavon RBF- und GRBF-Netzwerken. SolcheNetzwerle stellennach
T. PoggioundF. Girosi[PG89 ModelledesCerebellumslar(vgl. Abschnitt2.2.2. Dabeiwer-
dendie Eingabeneuronemit denMoosfasern,die Neuronenin der Zwischenschichinit den
Kornerzellenund die Ausgabeneuronemit den Purkinjezellenidentifiziert (vgl. Abbildung
2.4und2.5). Die lateralenVerbindungenn der Zwischenschichteprésentieredie feedbak -
Wechsekirkung derKornerzellen.

Parametersat®,., der zur Spezifikationder UbertraggngsfunktiorﬁZ.S?) bendtigtwird,
enthéltalsolediglich ¢, und o. Die Netzwerkausgab&(x; ©) emibt sich durcheine Li-
nearlombinationder Aktivitatena, (x; ©,), die mit denVerbindungsstagnf, € IR¥ im
AxonbaumderZwischenschichtneuronagewichtetsind,gemaf

f(x;0) =) fa(x;6,). (2.58)

Dadie Ubertragungsfunktionem, (x; ©,) derZwischenschichtneuronerach(2.57 umec,

zentrierte radialsymmetrisch&auRfunktionemmit der Varianzo? sind und die Ausgabe
(2.58 eine LinearkombinationdieserFunktionenist, wird ein Netzwerk,welchesdurch
(2.57 und(2.58 beschriebemvird, auchalsradialesBasisfunktionen-Netzwer&derkurz
RBF-Netzwerkbezeichnet.

DasRBF-NetzwerkhatseinenJrsprungn denobenschonerwahnterntersuchungewon
M. Powell zur Funktioneninterpolatiomit radialenBasisfunktionerfPow87]. T. Poggio
undF. Girosistelltenerstmaldie Verbindungzur Neurobiologieher[PG89 PG90l). 1988
schlugen]. Moody und C. DarkeneineModifikation desRBF-Netzwerks/or [MD88§], die
im folgendenalsgeneralisierteRBF-NetzwerkoderGRBF-Netzwerkbezeichnetvird.

Beim GRBF-Netzwerkwerdendie radialsymmetrischetbertragungsfunktionei2.57)
durchdie normiertenZwischenschichtaktitaten

ar(x; ©°) = % (2.59)
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Abbildung2.18.:Unnormierte und normierte Basisfunktionen.Dargestelltist die Formvon
vier Basisfunktionen(M = 4) fur eineneindimensionalemMerkmalsraum(D = 1). Oben
sinddie univariatenGauffunktionery(|c, — x|, o) unduntendie normiertenBasisfunktionen
ar(x; ©°) dagestellt.Bei dena,(x; ©¢) handeltes sich nicht mehr um radialsymmetrische
FunktionenTrotzdemsinddie a, (x; ©¢) in derRegelum denPunktc, starklokalisierteFunk-
tionen.Wegen ), a,(x; ©¢) = 1 wird der Merkmalsraundurchdie a, (x; ©°) partitioniert.
Dieswird durchdie vier grauenBalkenangedeutet.

ersetztwobeidie normierendd-unktion

M

A(x;0°) =D g(le, — x|, 0) (2.60)

r=1

die Summealler univariatenGaul3funktionenst, die auchals Gesamtaktivitatder Zwi-

schenschichbezeichnetird. Fal3tman,wie in der Erlauterungzu Abbildung 2.17 skiz-
ziert, GRBF-Netzwerk als Modellefur dasCerebellumauf, dannmodelliertdie Normie-
rungin (2.59 die lateralefeedbak -Wechselirkung derKornerzellenNach(2.59 enthalt
der zur Spezifikationder GRBF-Ubertragungsfunktionétige Parametersat®® also die
Dendritenbéaume, aller M Zwischenschichtneuroned,h.9¢ = {0, c,|r =1... M}.

Abbildung 2.18illustriert an einemeindimensionalemeispieldie Gemeinsam&itenund
Unterschied@erUbertragungsfunktionef2.57) und(2.59. Man erkenntdort,daRsichdie
durchdie AktivitatsfunktionerdefinierterrezeptvenFelderder Zwischenschichtneuronen
bei dergegebenerWahl der Gaulbreiter in beidenFalleniberlappenDie Neuronerko-
operieren daherbei derKodierungvon Eingangsreizes ausdenUberlappungsbereichen.
NebendieserGemeinsaméit sind jedochvor allem die folgendenbeidenUnterschiede
von Bedeutung(i) die Ubertragungsfunktio2.59 desGRBF-Netzwerksst keineumc,
radialsymmetrisch&unktionund (ii) die entsprechendea, (x; ©¢) habenauf Grundder
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Normierungmit (2.60 die Eigenschatft

M
D a(x0% =1, (2.61)

die besagtdaljederEingangsreix dieselbeeffektive Gesamtaktiitat auf der Zwischen-
schichtinduziert.NachC. v. Malskurg [Mal73] undD. Dersch[Der95 kanneinederarti-
ge Eigenschaftauchals Konkurrenz der Zwischenschichtneuronamm die Kodierungder
Eingangsreiza aufgeh3twerden Ein solcheElementderKonkurrenZehltim einfachen
Fall desRBF-Modells.Hier ist die reizinduzierteAktivitat einesNeuronslediglich durch
die Form desrezeptven Felds,nicht jedoch,wie beim GRBF-Netzwerkdurchden Akti-
vitatszustandier tibrigenNeuronengegeben Mathematisctsind Ubertragungsfunktionen
(2.59 wegen(2.61) alsoPartitionierungsfunktionerdie denMerkmalsraumn M unscharf
abg@renzteGebieteaufteilen.

Die AusgabeeinesGRBF-Netzwerksvird analogzumRBF-Netzwerlkwiederumdurchdie
Uberlagerung

f(x; OFRPF) = Zfrar x; ©°) (2.62)

der mit denVerbindungsstasn f, in den AxonbaumengewichtetenZwischenschichtak-
tivitaten gebildet. Der Parametersat®%®BF  welcher ein GRBF-Netzwerkvollstandig
beschreibtsetztsich alsoausden Parameterr®¢ = {o,c,|r = 1... M} der Zwischen-
schicht,d.h.denDendritenb&dumen, unddergemeinsame@aulibreiter, unddenAxon-
baumer®’ = {f,|r = 1... M} zusammen.

RBF- vs. GRBF-Netzwerk

Worin unterscheidesich die ArbeitsweiseeinesGRBF-Netzwerks/on einemRBF-Netz-
werk? An Handvon Abbildung 2.19lassersichdie beidenAnsatze(2.58 und (2.62 zur
Funktionenapproximatiogut vergleichen.In beidenFallenwurdenidentischeDendriten-
baumec, und Axonbaumef, gewéhlt, die nicht durcheinenLernalgorithmussonderraus
derKenntnisderzu approximierendefrunktion f (z) bestimmtwurden.In der Abbildung
istdie Funktionenapproximatiofiir eineGaul3breiter vonjeweils0.02 (blau)undo0.1 (rot)
dagestellt.

Aus dem Beispielwird deutlich,daRbeideModelle bei hinreichendstarler Kooperatvi-
tat der ZwischenschichtneurondgrofReGaul3breiter) glatte Funktionenapproximationen
(roteLinien) liefern kdnnen.Es zeigtferner daRdie ApproximationeinerFunktiondurch
ein GRBF-Netzwerkbeiabnehmendéfooperatiorundzunehmendelonkurrenzabneh-
mendesr) auf GrundderzunehmendchéarfererPartitionierungdesEingaberaumsnmer
mehr zu einer Stufenfunktionibegeht. Bei verschwindendena entsprichtdas GRBF-
NetzwerkdahereinerDiskretisierungder Funktiondurcheine Tabelle.Die Qualitateiner
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RBF—=Netzwerk GRBF=Netzwerk
T

_.
=)

Aktivitat

1
© o
o

0.5

3

Abbildung2.19.:Funktionenapproximation durch ein RBF- und GRBF-Netzwerk. Firden
VemgleichderbeidenNetzwerle wurdendie ParameteausderanalytischerKenntisderzu ap-
proximierenderFunktion f (x) (gestricheltd.inie) bestimmt.Die Gau3zentren, der M = 10
Zwischenschichtneuren sind dquidistantm Intenall [—0.5, 1.5] verteilt. Die Verbindungs-
starlen f, ergebensichdurchdenWert f, = f(c,) derzu approximierendeffrunktion f ()
amOrtz = ¢,. Die rotenKurvenzeigendie Aproximationerfir eineGaulRbreiteron o = 0.1,
unddie blauenKurvenfir o = 0.02. Zuséatzlichsind nochdie Aktivitaten(2.57) bzw. (2.59
derZwischenschichtneuren eingetragen.

solchenApproximationkannbei einerausreichendrol3enZahl M von Zwischenschicht-
neuronerbeliebiggesteigeriverden.Bei o > 0 werdendie Stufenzunehmendyeglattet.
Andersverhalt sich das RBF-Netzwerkbei verschwindendena. In diesemrein koope-
rativen Netzwerkwerdendie Ubertragungsfunktione(2.57) bei verschiedeneKoopera-
tivitat zu starkum c, lokalisiertenFunktionen,so daR dasRBF-Netzwerknur noch fir
x = ¢, einekorrekteAusgabdiefert. Im Gegensatzumrein kooperatvenRBF-Netzwerk
bleibt also daskooperatv-kompetitve GRBF-Netzwerkauchim Grenzall (kleine o) ge-
neralisierungsfahigDer hier angesprochen®orteil von Modellen, die Kooperationund
Kompetitionin sichvereinengegeniberein kooperatvenModellen,wird beidervon mir
vorgestelltenEntwicklung einerallgemeinenArchitektur von Systemeriokaler Experten
in Kapitel 4 nochvon entscheidendeBedeutungsein.

Die Zwisc hensc hic htneur onen als lokale Merkmalsdetektoren

Ein groRRenorteil desGRBF-Netzwerksst —im Gegensatzu denmulti layer-Perzeptron-
en—die gutelnterpretierbarkit der Parametersatz&“£2¥ | die die speziellerEigenschaf-
tendieseNetzwerle festlegen.DieseEigenschaftesind zumeinendurchdie Ausgabeak-
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tivitdtender Zwischenschichtneuronedie von denVerbindungsstasn ¢, und der Aus-

dehnungo bestimmtwerden,und zum anderendurch die Verbindungsstasn £, in den
Axonbaumereur AusgabeschichtharakterisiertDie Verbindungsstasen c, legenproto-
typischePunkteim MerkmalsraumR? fest, an welchendie Verbindungsstaen f, “an-

geheftet’sind. Durch die — abh&ngigvon ¢ — mehroderminderglattenPartitionierungs-
funktionen(2.59 wird fur jedesZwischenschichtneurorm Merkmalsraumein Bereich
definiert,auf dendasNeuronbesonderempfindlichreagiert,d.h. eine Eingabex ausei-

nemsolchenBereichfihrt zu einer Ausgabeaktiitét a,(x; ©¢) desNeuronsr naheEins
und daherfiir kleineso zu einer Netzwerkausgabg(x; O¢7BF) ~ f,. Fur groRereWer

te desKooperationsparametessfindet dagegeneine Interpolationder Funktionswertef,

gemaly2.62 statt. Man sprichtdaherbei den Zwischenschichtneuroneauchvon loka-

len Merkmalsdetekt@n, dadiesenur auf Merkmalslombinationenx ansprechergie aus
einerunscharbegrenzterlUmgehungdesprototypischerPunktsc, stammen.

DieseEigenschaftmodelliertdie Beobachtungdal3viele Nervenzellender sensorischen
Corticesnur fur bestimmteMerkmalslombinationerempfindlichsind. Zum Beispielsind
die Nervenzellenm somato-sensorisché®ortex auf bestimmteBereicheder Kérperober-
flachespezialisierundreagieremur aufdort ortlich lokalisierteReize[ EKS94. Eine&hn-
liche Beobachtungnachtmanim visuellenCortex. Hier findensich Nervenzellendie se-
lektiv auf Signalevon der Retinareagierendie von einer Objektorientierungnit einem
bestimmterWinkel herriihrefHub9d. In beidenFallenwird die Selektvitat der Reizant-
wortcharakteristikder Nervenzellenergénztdurch eine Kooperationvieler Zellen bei der
KodierungeinesgegebenerEingangsreizesiie ausder Uberlagerungler zugehorigerre-
zeptivenFelderherrihrenfir eineeingehend®iskussionderresultierendefopulations-
kodierungsiehe[HKRT94]). DiesebeidenBeispieleverdeutlicherferner dal3maneiner
Nervenzellehaufigsowohl einephysikalischePosition,alsodie geometrischéageim Ge-
hirn, wie aucheinevirtuelle Positionim Eingaberaunzuordnerkann[TGK9(].

In derobigenDiskussionwurdedie Frageder Parameterbestimmungcht berticksichtigt.
T. Poggiound F. Girosi untersuchterilir das RBF-Netzwerkein Regressionsgrfahren,
welchegdurcheinenGradientenabstgaufderFehlerfuntion(2.5) alle Netzwerkparameter
gleichzeitigoptimiert[PG89. Auf GrundderlangsamerKornvergenzund der suboptima-
len ResultatediesesVerfahrengsiehe[Ado97 fur eineeingehend®iskussion)schlugen
J. Moody und C. Darken fir die Parameterschatzurndes GRBF-Netzwerksin heuristi-
schedreistufiges/orgehervor [MD89], fir welcheskein globalesOptimierungskriterium
ang@ebenwerdenkann.Die (i) Zentrenc, werdendurch Anwendungdesk-meansclu-
sterings [L1082] und (ii) die Gaul3breites durcheine Heurisitk bestimmt.Anschliel3end
werden(iii) die Axonb&umef, mit Hilfe der Delta-Lernrgel (2.55 berechnetWie im
folgendenAbschnittgezeigtwird, kdnnen(i) und (ii) durchein andereshessebegrin-
detesVerfahrenersetztundin einemgemeinsame®@ptimierungsschritcusammengef3t
werden.
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Das GRBF-Netzwerk und ML-Dic htesc hatzung

Vemgleichtmannamlichdie Zwichenschichtaktiitéat (2.59 desGRBF-Netzwerksnit dera
posteriori-Wahrscheinlichkit (2.42) beiderDichteschatzungit einerMischungmultiva-
riater Normalerteilungensofallt auf, daRdiesebeidenAusdricle im Fall gleichgavich-
teter univariaterNormalerteilungenidentischevarianz(P, = 1/M und . = To7?)
Ubereinstimmengl.h.

P(r|x, 0% = a,(x; 0°). (2.63)

Bis auf den Normierungséktor entsprichtauchdie unnormierteAktivitat g(|c, — x|, o)
in Gleichung(2.59 derKomponentd2.36) der Mischungsdichtdlr denunivariatenFall.
Ebensagleicht— bis auf einenFaktor— die Gesamtaktiitat A(x; ©¢) derMischungsdichte
(2.395. Die ZwischenschicheinesGRBF-Netzwerkskann dahereiner ML-Dichteschat-
zungder Eingabedater’ mit einerMischungunivariaterNormalherteilungerzugeordnet
werden.In Abschnitt2.3.3wurdefestgestelltdal3alle Parametei©¢ einersolchenSchat-
zung mit dem univar-Algorithmus (modifiziertesRGF<lustering, vgl. Abschnitt2.3.2
zuwerlassigbestimmtwerdenkonnen.Es bietetsich daheran die Dendritenbdume,. der
Zwischenschichtneuronenit Hilfe desin (2.19 und(2.20) definiertersequentieller\lgo-
rithmusund die Gaul3breite ; durchdie Maximierungderlog-likelihood zu berechnen.
Dannwerdendie Aktivitatena,(x; ©°) zu a posteriori-Wahrscheinlichkiten P(r|x, ©¢)
einerML-Dichteschatzungnit einerMischungunivariaterNormalerteilungen.

Training der Verbindungsstarken f,

In Abschnitt2.4.1habenwird festgestelltdalRdie Delta-Reel (2.55 zwar zu einerMini-

mierungdesFehlermalRef2.54) fluhrt, aberwegenihrer nichtlokalenStrukturbiologisch
nicht plausibelist. U. Adolphs schlugdahererstmalsvor, die Verbindungsstaen f, des
Axonbaumsn einemGRBF-Netzwerknit einerentsprechenchodifiziertenoutstar-Regel
(2.56 zutrainierenfAdo92. DieselLernrggel,die beiKlassifikationsaufgabeamusdemBe-
reichder Spracherknnungzu gutenErgebnissemefuhrthat[Alb95, Gro99, wird auchin

dieserArbeit fir dasTrainingderf, verwendetSie hatnundie Form

Af, = a,(x;0)(yx — ), r=1...M. (2.64)

Abbildung 2.20zeigtdie Approximationder DatenausAbbildung 2.6 durchdasobenbe-
schrieben&SRBF-NetzwerkDabeiwurdenfir die Bestimmungvon ©¢ die Eingabedaten
X zunachseinemclustering mit demunivar-AlgorithmusunterzogenDieserwurdeam
Maximumderlog-likelihood beendetAnschliel3endvurdendie Verbindungsstasnf, mit
dersequentiellerutstar-Regel (2.56) berechnetEsist zu erkennenwie die Approxima-
tion fur einehoheDichte an Datenpunktemrrelativ gutist, aberfir Bereichemit wenigen
Merkmalsdetektoreiwr > 0.9) versagt.Anderseitswird der konstanteFunktionsbereich
(z < 0) sehrgutangenéhert.
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Aktivitdt

Abbildung2.20.:Funktionenapproximation mit einem GRBF-Netzwerk. Ein GRBF-Netz-
werk mit M = 10 Zwischenschichtneuronevurde mit demDatensatzZ ausAbbildung 2.6

trainiert. Die durchgezogenéinie ist die Approximation f(z; ©GREF) durch das GRBF-

Netzwerkund die gestrichelteLinie die dem Datensatzzu GrundeliegendeFunktion. Die

Kreuzegeberdie LagederMerkmalsdetektorea,. (horizontalePosition)undderVerbindungs-
starlen f, (vertikale Position)wieder Die Achsenlangeler Kreuzeentsprichtoy. Untensind

zusatzlichdie Zwischenschichtaktitaten a, (z; ©¢) eingezeichnet.

Fazit

Zusammerdssendsei festgehaltendalddie in unsererArbeitsgruppeentwickelte Kom-
bination[Ad092 Der95 KT97, ABK 99 desunivar-Verfahrensmit der outstar-Regel
(2.649) ein Verfahrenzur Parameterschatzungon GRBF-Netzwerkn darstellt,dassicher
konvergiert und qualitatv akzeptabld-unktionenapproximationelnefert, fir dasjedoch
ein Fehlerfunktionahls globalesOptimierungskriteriunfehlt. Entsprechendabesbis zu
meinerArbeit kein stabilesLernverfahrenzur gleichzeitigerBestimmungaller Parameter
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Im letztenKapitel wurdenverschieden&/erfahrenzur Funktionenapproximationorge-
stellt. Wie wir geseherhaben beruhenklassischeverfahren,wie die Regressionauf der
MinimierungeinesvorgegebenerirehlermalRe®Dageenwerdendie Parametewon kiinst-
lichenneuronalemNetzendie ebenélls derFunktionenapproximatiodienengelegentlich,
wie im Falle desdiskutiertenGRBF-Netzwerksyermittelssequentiellel_ernregeln be-
stimmt, derenOptimierungsziehichtimmervollstandigbekanntst. Nebendiesenbeiden
Mdoglichkeitenist aberaucheine Funktionenapproximation

A

fxi0)= [ vilyix©)dy (3.1)

auf Grundlageeiner Schatzungler bedingtenwWahrscheinlichkitsdichtep(y|x, ©) denk-
bar Bei diesemVorgehenwird flir ein vorgegebenesk der Erwartungswertvon y be-
rechnet.Mit dem BayesscherSatzp(y|x,0) = p(x,y|0©)/p(x|0©) und mit p(x|©) =
[ p(x,y|©) dy kannfir (3.1) auch

fe @) — Jirx yB(x,¥(0©) dy
1060~ e b0, v16) dy @2

geschriebemverden.FireineFunktionenapproximationach(3.2) ist alsoeineSchatzung
p(x,y|©) derzum TrainingsdatensatZ = {X, YV} = {(xx,yx)|k = 1... N} gehdrigen
Vertundwahrscheinlichkitsdichtep(x, y) notwendig.

Nach Abschnitt 2.3.3 bieten dazu Mischungenmultivariater Normalverteilungeneinen
maoglichenModellansatzfir denzudemmit demvon M. Kloppenhurg undP. Tavanvorge-
schlagener=M-Abkuhlverfahrenein sicherkorvergierendeMeg zur Parameteroptimier-
ungim Sinneder Maximierungderlikelihoodvorliegt.
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Esist dasZiel diesesAbschnitts,

e diesenAnsatznaherzu erkunderund

e seineBeziehungzu GRBF-Netzwerknaufzuklaren.

Die zweite Fragestellundiegt nachden Ergebnissenvon Abschnitt2.4.2 nahe,da dort
gezeigtwurde,dal3die Paramete©¢ derZwischenschicheéinesGRBF-Netzwerkyermit-
tels einerML-Schatzungder Dichte p(x) der Eingabedatebestimmtwerdenkdnnenund
dafRdie Funktion (2.60 zur Berechnungder Gesamtaktiitat bis auf konstanteFaktoren
alsML-Mischungsdichtei(x; ©¢) univariaterNormalherteilungeraufgetiR3twerdenkann.
Allerdingsfordertder Ansatz(3.2) statteinerSchatzungon p(x) eineSchéatzunglerVer-

bunddichtep(x, y). Es stellt sich damitdie Frage,ob und gegebenerdlls wie dasGRBF-
Netzwerkaus Abbildung 2.17 erweitertwerdenkann, damit allen freien Parameterno

einerzugehdrigerML-MischungsdichteausmultivariatenNormalerteilungens(x, y |©)

ein Netzwerklorrelatzugeordnetverdenkann.

Eine solcheZuordnungist dabeivor allem deshalbvon Interesseweil eine Abbildung
zunachstein mathematiscimnotivierter Konzepteauf neurobiologischélodellvorstellun-
generfahrungsgemaéafichtige Anregungenzur LésungschwierigeralgorithmischetFra-
gestellungetiefernkann(siehez.B. [Der95 ABK t99]). Darliberhinau&anneinederarti-
geneurobiologischénterpretatiommoéglicherweiseauchzumVerstandnisler Hirnfunktion
beitragen.

Im vorliegenderfall erhebtsichbeispielsweiséie weitereFrage ob undwie daserwahnte
EM-Abkuhlverfahrenzur ML-Dichteschatzungls sequentiellerstochastischelernalgo-
rithmus, d.h. als neurobiologischplausibles‘Lernen aus Beispielen”formuliert werden
kann. SolcheAlgorithmen habenden Vorteil sich auchfur adaptveson-line Lernenzu

eignen.Es seidabeidaranerinnert,dalddasEM-Abkuhlverfahrennach(2.37), (2.47) und

(2.48 zunachstvermittelsstatistischeErwartungswertéormuliert wordenist.

Bevorim folgenderderin Gleichung(3.2) formulierteAnsatzzur Funktionenapproximati-
onnéhemntersuchwird, soll zunachstie Frageuntersuchtverdenn welcherBeziehung
(3.2 zueinemGRBF-Netzwerlksteht.

3.1. Erweiterung des GRBF-Netzwerks

In Abschnitt2.4.2 wurde festgestelltdal3ein Teil der Parameterdesin Abbildung 2.17
schematisclidalgestelltenGRBF-Netzwerkszur Funktionenapproximatiomermittelsdes
zumunivar-VerfahrenerweiterterRGF-clusteringsfestgelgt werdenkann.Eswarendies
die Zentrenc, unddie Breiteno; derrezeptven Felderder Zwischenschichtneuronen
wahrendir die Axonbaumef, dieseNeuronenyelchedie tibrigenParametenus©@25¥
umfassengineseparatdernregel (2.64) verwendetwurde.Vergleichtmannundie lokale
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X4 X2 Xp Eingabe x
e D Neuronen
Cr1\Cr2/ ©Cm Dendritenbaum ¢,

Aktivitaten a, (x,y o)

Dendritenbaum f

Axonbaum f,

K Neuronen

Zielausgabe y
Abbildung3.1.: SchemaeinesGRBF-Netzwerksmit Rickwartsverbindungen f/.

Lernregel (2.64) fur die f, mit der RGF<lusteringLernregel (2.20 fur die c,., soféllt die
formale Ahnlichkeit dieserbeidenkompetitven HebbscherRegeln sofort auf. In beiden
Fallenist der HebbschéVachstumsterndasKorrelationsproduktier Zwischenschichtak-
tivitdt a, mit den Aktivitdtenx bzw. y der pra- bzw. postsynaptischeMeuronen Auch
die wachstumsbgrenzendefferme—a,c, und —a,f, habendie gleicheForm und umfas-
senlediglichlokale,amNeuronr verfligbareGrol3en DerwesentlichéJnterschiedesteht
darin,dalRbeimTrainingdesfeedforwad NetzesausAbbildung2.17in die Aktivierunga,
desZwischenschichtneuronslediglich der Eingangsreiz; nicht jedochdie zugehdrige
Sollausgabe,, ausdemBeispielsdatenpaar

zr = (Xp, Yi) € Z (3.3)

eingeht,sodal3die Sollausgab@ach(2.64) beim AxonwachstunmkeinenEinflu auf den
prasynaptischeieil a, desHebbscherKorrelationsprodukthat.

Im Gegensatzu dieserModellarchitekturkénnenim Falle desCerebellumslie Ubertra-
gungseigenschaftater AxonederKornerzellereu denPrukinjezellervermittelsderKlet-
terfasernprasynaptisclibzgl. derdie AusgabekodierenderPurkinjezellendurchVorgabe
einer Sollausgabanoduliertwerden(vgl. Abschnitt2.2). Zur ErfassungdiesesBefunds
muf3daherdie feedforwad ArchitekturdesGRBF-Modellserweitertwerden.Dies kann,
wie in Abbildung 3.1 dagestelltist, durch EinfuhrungruckwartigerVerbindungerf; von
den Ausgabeneuronenur Zwischenschichtd.h. durch Erweiterungder Dendritenbdume
¢, € IRP zuDendritenbdumen

d, = (c,,f!) € IR? x IR (3.4)

gescheherlwahrendder Trainingsphaséungierendie Ausgabeneuronettamitals zusatz-
liche Eingabeneuroneuand die Zwischenschichtaktitatena, werdenzu Funktionendes
Eingangsreizes;, und derSollausgabg, d.h.

ar = ar(zk; @> = ar(XkHYk; @)a (35)
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wobei © die Mengeder Netzwerkparametdast. Verwendetmannun fir denerweiterten
Dendritenbaundie bisherigeclustering Lernregel, sohatsiedie Form

Acr = ar(xka Yk; 6) (Xk - Cr) +v (36)
und
Af] = a,(xp,y;0) (y — £) + 0/ (3.7)

und kannunterVerwendungder Definitionen(3.3) und (3.4) sowie mit & = (v, v’) auch
zu

Adr = ar(zk; 6) (Zk - dr) +v (38)
zusammengefitwerden Die Lernregel (2.64) fur die Axonbaumehatnundie Form
Af, = a, (Xka Y&; 6) (Yk - fr) (39)

und ist mit der Lernregel (3.7) fur die Ruckwartserbindungerbis auf den Rauschterm
identisch Fallsfur diesenTerm(v') = 0 gilt, dannkorvemierendie synaptischeGewichte
fir zudenselbeWertenwie die f;;, d.h.esgilt amEndedesLernprozesses

fir =11 bzw. f,=1. (3.10)
Die durch(3.10 ausgedrickt&ymmetriederreziprolenVerschaltungwischenAusgabe-

und Zwischenschichist dabeiunabangig/on der spezielleriWahl der Ubertragungsfunk-
tion a.(z; ©) = a,(x,y; ©) derZwischenschichtneuronen

Wahlt man jedochfur dieseFunktionenanalogzu (2.59 und (2.60 die Partitionsfunk-
tionen

a,(z;0°) = g(|z——df\,a) (3.11)
A(z; ©°)
mit dernormierenderGesamtaktiitat
N M
A(2;,6% =) g(lz—d.|,0), (3.12)

r=1

soresultiertdie stochastischéterationder Lernregel (3.8) in einemRGF-clustering des
Trainingsdatensatze8 = {z, = (xx,yi)|k = 1...N} durchdasKodelichC, =
{d,|r = 1...M}. Wie in Abschnitt2.4.2 erklart wurde, maximiert dieserLernprozel}
fur jedeso dielikelihood, daRderDatensatzZ von derModelldichte

1

p(2/6°) = (Ve A% ©°) (3.13)
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erzeugivurde wobeiderParametersat®© dasstationdr&odetuchC, unddie GaulRbreite
o umfal3t. Wie dort ebenélls erlautertwurde, erlaubtdasAbkihlendesTemperaturpara-
meterse im univar-Verfahrendie BestimmungjenesParametersatze®© = {C‘Uf,af},
welcherdie likelihood maximiert,daRZ von einersolchenMischungsdicht@ausunivaria-
tenNormalerteilungemmit identischerstatistischerGewichten P, = 1/M undVarianzen
o, = oy erzeugwurde.

Beachtemannunnochdie Symmetriebeziehun.10 sokdnnendie folgendenResultate
festgehaltenverden:

e Auf Grundder Einfihrungreziproler Verbindungerkdnnenalle Netzwerkparame-
ter OCRBF = [Q¢ f,|r = 1... M} in einemgemeinsamerLernprozeffaus Z ex-
trahiertwerden.Separat@rainingsprozesskir die ¢, undf, savie heuristischdro-
zedurereur Bestimmungder Gaul3breitenyie sieim urspringlichertGRBF-Modell
vonJ. Moody undC. Darkenvorgesehenvaren[MD88, MD89], entfallendamit.

e Die Funktion A(z; ©¢), die zur Erfassungler normierenderGesamtaktiitat auf der
ZwischenschichtlesGRBF-NetzwerksvahrenddesLernprozessesingefuhrtwur-
de, hatnuneineneuestatistischéBedeutungNach(3.13 stellt sie bis auf konstante
Faktoreneine ML-Schatzungder Verbundwahsdheinlichkeitsdidite p(x,y|0¢) =
p(z|©°) derTrainingsdaterg dar. Wie schonmehrfachdagelegt wurde, hattenwir
daggenim ursprunglicherModell ausAbbildung 2.17 eine Aktivierungsfunktion
A(x; ©°) verwendet,welche bis auf einen konstantenFaktor lediglich eine ML-
SchatzunglerVerteilungder EingabedateX’ darstellte.

e Damitist nunaucheineinheitlichegOptimierungskriteriunitir alle GRBF-Rarameter
formuliert.

Mit diesenResultaterist eine ersteAntwort auf die zweite Eingangsfragestellungach
der BeziehungzwischenGRBF-Netzwerkn und Funktionenapproximatione(B8.2) aus
Schatzungerp(x, y|©¢) der Vertunddichtep(x,y) gegeben.Denn es hat sich gezeigt,
daRRalle Parametereiner solchenFunktionenaproximatiomauseinemLernprozel¥ir ein
GRBF-Netzwerk,dasum rickwartigeVerbindungererweitertwurde, abgeleitetwerden
kdnnen.Allerdings handeltes sich dabeibislangum ein Modell, bei demp(x,y) durch
eineMischungunivariater Normalherteilungermit identischerGewichtenund Varianzen
approximiertwird. Wegen der gréf3erenFlexibilitat von Mischungsdichteraus multiva-
riaten KomponentenvarenjedochderartigeModelle vorzuzieheninsbesonderaiennsie
auchnochdurchadaptveson-line Lernenerzeugtwverdenkdnnen.

Wendenwir unsdaherder Anschlul3fragezu, die auf eine FormulierungdeseM-Abkuhl-
verfahrendir eineMischungmultivariateNormalverteilungeralssequentiellerAlgorith-
mus zielt. FUr dieseDiskussionkannunter Verwendungder Definitionen(3.3) und (3.4)
die Notation vereinfaichtund stattder ML-Schatzungeinergemeinsamemichte p(x, y)
mit (x,y) € RP x IR¥ die SchatzunginerDichtep(z) mit z € IRP+¥ diskutiertwerden.
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3. GRBF-Netzwerk, Dichteschétzungnd Funktionenapproximation

Damit reduziertsich dasProblemformal auf die in Abschnitt2.3.3im Detail erlauterte
Frageder ML-Schéatzungeinerunbekannteichte p(x) mit einerdurch(2.35 und(2.36)
gegebenemMischungausM multivariatenNormalherteilungen.

EsseiangemerktdaRein solchemultivariaterAnsatzauchfir die WahlderUbertragungs-
funktion derZwischenschichtneuronem urspringlicheNetzwerkmodelbusAbbildung
2.17 gewahlt werdenkann.Dasresultierendenultivariate GRBF-Netzwerkist danneine
VerallgemeinerundesunivariatenGRBF-Netzwerkg2.62), die sichvon diesemlediglich
in der Wahl der Ubertragungsfunktiodler ZwischenschichtneuronamterscheidetDiese
Funktiona, (x; ©) desmultivariatenGRBF-Netzwerksst analogzum Ausdruck(2.59
fur die Ubertragungsfunktioim univariatenFall aufgebautindist durch

Pp(x|r, ©FC4)
;OM) = T 14
Qr (Xa © ) Zr’ P,.lﬁ(X|T'I, @ﬁCA) (3.14)

gegebenDerUnterschiedestehtn derWahlvonmultivariatenverteilungenp(x|r, ©F€4)
nach(2.36), derenKovarianzmatrizer®, und statistischerGewichte P, fir jedesZwi-
schenschichtneuroverschiedergewvahlt werdenkdnnen.Ein Vergleich mit (2.42 zeigt,
daRdie AktivierungsfunktionemlesmultivariatenGRBF-Netzwerkgeradedie a posterio-
ri -WahrscheinlichkitenP(r|x, ©M) sind,d.h.esgilt

ar(x; 0M) = P(r|x, 0M). (3.15)

Ferneristin dieserFormulierungdie normierendésesamtaktiitat A(x; ©*) mit derML-
Modelldichte(2.35 identischd.h.

A(x; 0M) = p(x|eM). (3.16)

Zur FormulierungeinessequentiellerAlgorithmusfir dasEM-Abkuhlverfahrenwerden
wir unszunachstin diesemKozepteinesmultivariatenGRBF-Netzwerkorientierenund
es dazuverwendenden Parameternr©™ der ML-Dichteschatzungp(x|©*) Netzwerk-
korrelatezuzuordnenDieseZuordnungwird ausder Hoffnung gespeistdal3eine solche
neuronaldnterpretatiorHinweiseauf die zu wéhlenderiLernalgorithmeriefern kann.

3.2. Lernreg eln fir das multiv ariate GRBF-Netzwerk

Am EndedesAbschnitts2.3.3wurdedamgestellt,wie M. Kloppenhurg undP. Tavanmit ei-

nemmaximumlikelihood-Ansatzzur Bestimmungder Paramete©®™ = {c,, 0;,, Wiy, P, |

i=1...D,r=1... M} zueinemEM-Algorithmuskommen derdurchdie Anwendung
einesdeterministische\bkuhlverfahrensauchsicherkorvergiert [KT97]. DasZiel die-
sesAbschnittsist die Entwicklungbiologischplausibler sequentielleternregeln fir ein
multivariatesSGRBF-Netzwerkmit denAktivitaten(3.14).
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3.2. Lernrgyelnfir dasmultivariateGRBF-Netzwerk

Lernreg eln fur die c,

Fur die Dendritenb&dume, ist die Antwort auf dieseFrageoffensichtlich.Ersetztmanin
der Lernregel (2.20 fur dasRGF-<lustering die ZuordnungsfunktionP(r|x, C, o) durch
die Aktivierungsfunktionaus(3.14), soist eine geeignetd_ernregel definiert. Dennman
kannsichleichtdavon GiberzeugerjaRldie stationdrerPunktediesersequentielleternre-
gelundderFixpunktiteration(2.37) identischsind.DaherfehlenlediglichnochLernregeln
derForm

wit = wilt e, Awy, (%) (3.17)
o = o+ e Aai (x) (3.18)
P = P4 b AP (xy) (3.19)

fur die Eigervektorenw;,, die Eigenwertes?2, und die statistischerGewichte P,, welche

wm
die Gleichungen(2.44)-(2.46)der EM-Fixpunktiterationersetzerkdnnen.
Zur Ableitung solcherRegelnwollen wir zunachswversuchendie Parameterdesmultiva-
riaten GRBF-Netzwerksneurobiologiscleu interpretieren Analog zur Interpretationder
univariatenGauf3funktionn (2.59 alsFormfunktioneinesrezeptvenFeldesinesNeurons
auf der Zwischenschichtkannauchder Ausdruck(2.36) fur die multivariateNormalver-
teilung p(x|r, ©F4) als derartigeFormfunktiongedeutetverden.Die Ausrichtungeines
solcherrezeptvenFeldesst durchdenSatzorthonormalevektorenw;,, i = 1... D, de-
finiert, derdie lokale Kovarianzmatrix3, diagonalisiertWerdendie Parameterc,, w;, }
zué;, zusammengefit,sokanndie multivariateNormalverteilung(2.36) auchals Produkt
dereindimensionaleNormalverteilungen

_ expl=((x:6:)/7]

D(sir(x;0ir)) = @ro2) 1 (3.20)
geschriebemverdenwobeidie Argumentes;, (x; 6;,) durch
Sir(x§ 917‘) = J;_IWZ,(X - Cr) (321)

gegebensind. Diesist die Projektionder Differenzzwischendem Datenpunktx unddem
Zentrumc, einesrezeptven Feldesauf denVektoro; 'w;, € IRP. DerartigeProjektionen
von Eingab&ektorenauf festeRichtungenw;, werdenin der Neuroinformatikiblicher

weiseals MerkmalsatraktionenbezeichnetEntsprechenteschreibjederdieserVektor

eneinenMerkmalsdetektqmesserRichtungim Merkmalsraundurchw;, unddesserGe-
wichtungdurcho; ' gegebensind.

Lernreg el fur die Orientierung en wy,

In denletztenJahrenwar die Erforschungvon Lernregeln fur die Selbstoganisatiorvon
Merkmalsdetektorerin wichtigesThemain der NeuroinformatiklHSW89. 1988wurde
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3. GRBF-Netzwerk, Dichteschétzungnd Funktionenapproximation

beispielsweis&on J. Rubnerund P. Tavandazuein zweischichtigetNetzwerkvorgeschla-
gen [RT89]. Die Gewichte w;, i = 1...D, zwischenEin- und Ausgabeschichtlieses
Netzwerkswerdenmit einerHebbscherLernregel trainiert, wohingegenzusatzlichdate-
rale VerbindungerewischendenNeuronender Ausgabeschichinit eineranti-Hebbschen
Lernregelgelerntwerden DiesesNetzwerkftihrt einePCAderVerteilungderEingangsda-
ten X’ aus.Die Aktivitatender Ausgabeneuronenerdendabeistatistischdelorreliert, die
Gewichtew; € IRP konvemierenzudenEigervektorenderKovarianzmatrixderEingangs-
datenunddie GewichtederlateraleriverbindungemwverschwindenDer Eigervektorw,, der
zumgroRtenEigenwerto? gehort,wird als erstesherechnetgefolgtvon derorthogonalen
Mengeder restlichenEigervektorenin der Reihenfolgeder entsprechendekigenwerte.
Mit diesemModell ist esmdglich, psycho-physiologischBefundeder Farbwahrnehmung
wie auchStrukturenderrezeptvenFeldervon Merkmalsdetektoremm visuellenKortex zu
erklarenlRub89 RS9Q.

Eserscheintdahersinnvoll, die Lernregeln diesesModells auf die Selbstoganisationder
Orientierungenw;, derMerkmalsdetektore(B.20 zu UbertragenAllerdings sind Anpas-
sungennotwendig,da es sich nun nicht um eine globale PCA handelt,sondernum die
Analyseder Richtungenx — ¢, durcheinenlokalen Detektor Zusatzlichwerdendie la-
teralenVerbindungenwelchezu einerOrthogonalisierungler w;, fihren,vernachlassigt
unddurchdasSchmidtschértonormierungserfahrenersetz{ Fis8¢, dasichdadurchdie
technischdJmsetzungdeutlich einfachergestaltet Eine geeignetesequentiellestochasti-
scheLernregelist dann

Awir(xk) = ar(Xk; @M)Sir(xk§ 9ir)(Xk - Cr)/air; (3-22)

wobei jedem Lernschritteine Orthonormierungder w;, folgt. (3.22 ist eine Hebbsche
Lernregel, wenndasProdukta, (xi; ©M)s;. (xk; 6ir) /04 Mit der postsynaptischeAktivi-
tat einesNeurons(r, i) assoziierwird und die Komponentervon x;, — c, als die Aktivi-
tatenvon D prasynaptischeMeuronenverstandemwerden.Durch die Renormierungler
w;, nachjedemLernschrittwird die obige Lernregel zu einer kompetitiven Hebbschen
Lernrggel [RT89).

Esbleibtzubemerlen,dal(3.22) in nichtlineareMeisevon allenParameter®™ abhangt.
Im Besonderemsind die Gewichte o;,' derlokalenMerkmalsdetektoreenthaltenfir die
nochLernreggelnanggebenwerdenmissenUm einesolchelernregel ableitenzukdnnen,
wird zunachstlie Stationaritatsbedingurf@r die w;, betrachtetdie derstandigerRenor
mierungdieseVektorenwahrenddesstochastischebernprozesse8.22 Rechnungragt.
Sielautet

<AWir>X = AirWir (3.23)
mit skalarenParametern\;,. Setztmannundie Definition (3.21) in (3.22 und dasobige

Resultatin die obige Stationaritdtsbedingungin, so erhalt man unter Verwendungder
Definition (2.40 der r-lokalenKovarianzmatrizerC, ¢» sowie der Identitat(3.15 nach
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einerkurzenRechnunglie aquivalenteBedingung
C,omWi = N\, W;, (3.24)

mit denneuenParametern\;, = \,02./{a,(x;0M))x . Damitwird die Lernregel (3.22
genaudannstationdy sobalddie Orientierungenw;, zu Eigervektorender lokalen Ko-
varianzmatrizer{2.40 werden.Die sequentiellestochastischéernregel (3.17) hatdamit
denselbestationarerPunktwie die Fixpunktiterationsgleichun@.46). Hier wird auchder
wesentlichdJnterschiedzumurspringlicherModell von J. Rubnerund P. Tavandeutlich,
welchesnur die globaleKovarianzmatrixdesgesamterbatensatzediagonalisiertDa die
beidenAlgorithmenansonstemdentischsind, gilt die schnelleKovergenzdesurspringli-
chenVerfahrendHK92, RT89] auchfir denmaodifiziertenAlgorithmus.Daherkannman
annehmengdalRnacheinemkurzenRelaxationsprozef unterder Voraussetzungleiner
Lernparameteund langsameAbkuhlung— die w;,. wahrenddesgesamterLernprozesses
tatsachlichdie EigervektorenderlokalenKovarianzmatrizersind.

Als FolgederlokalenKovarianzanalysdurchdie Merkmalsdetektorewerdendie Projek-
tionen(3.21) lokal dekorreliert. Dieskanndurch

!

<3ir(x; eir)sjr(x; 0]'7‘))7',@1"1 = ir 51’]’ (325)

OirOjr

ausdrucktwerdenundfolgt ausdenDefinitionen(3.21), (2.41) sowie der soeberbegriin-
detenAnnahme dal3die w;, dasEigenwertproblen{3.24) 16sen.

Lernreg el fur die Gewic hte o,

Eswird nunverlangt,dal3die Projektionen(3.21) auf die lokalen Merkmals\ektorendie
Eigenschaft

(53.(%; 0ir)) o = 1 (3.26)

habensollen,welcheauchalsfunctionalbalance bezeichnenverdensoll. Mit (3.26) wird
fur jedenMerkmalsdetektoeinelokale Mahanalobi-MetrikeingefuhrtDiesentsprichider
Forderung,daldie verschiedeneMerkmalsdetektoreine ausg&ogeneRolle bei der
Reprasentationer Datenspielensollen. Aus (3.25 folgt nun, daf3(3.26) gilt, wennder
Parameteio?, mit demEigenwert),, UbereinstimmtUm dieseGleichheitund damit die
functionalbalance zu garantierenwird die sequentiellestochastischeernregel

Ao (xi) = ap(xi; ©M) o [s], (xx3 6ir) — 1] (3.27)

eingefuhrt,derenstationdrePunktdurcho? = )., gegebenist. Am stationarerPunktist
der Erwartungswerder Lernrggel (3.27) geradegleich der Sattelpunktsgleichun{?.45).
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Letzerewurde im ML-Algorithmus von M. Kloppenhurg und P. Tavan durch (2.47) er-
setzt,um ein Abkuhlungswerfahrenzu erméglichenDie ErweiterungderobigenLernregel
geman

2

2
2t (i) = +p ), (3.28)
(ar)
wobei{a,) einengleitenderMittelwertderAktivitat a,(x; ©M) darstellt,hatdenselberE-
fekt. Wie im genanntefeEM-Abkuhlungswerfahrensindauchhier die o2, beigroBenMerten
vony starkandenTemperaturparametet; gekoppelt.Bei Verringerungron p néherrsich
die o2 immermehrdenEigenwerterderlokalenKovarianzmatrizerC, g» an.

A2 (xi) = a,(xz; OM) (02

Lernreg el fur die P,

Nachdemnun Lernrgyelnfur die c,, w;, undo;, entwickelt wurden,fehlennochentspre-
chendelLernreggeln fir die statistischerGewichte P, in (3.14). Aus der Sichtder Dichte-
schatzunglriicktdie Eigenschaftlerload balance beimunivar-Algorithmusdie Tatsache
aus,daflRdie Gewichte P, nicht alsfreie Parameteoptimiertwerden,sonderrauf1/M fi-
xiert sind.Diesfuhrt dazu,dafdie verbleibenderrarametedazugezwungenwverden sich
wahrenddesAbkuhlvorgangssoanzupasseraldie load balance sogutwie moéglicher
haltenwird. FihrtmanstattdieserKompetitionzwischendeneinzelnerKomponentemler
Mischungsdichteeine Lernregel fur die P, ein, so bestehtdie Gefahr, singulareLdsung-
en (P, = 0) zu erhalten.Eine stochastisch&ernregel, die die EM-Sattelpunktgleichung
(2.38 ersetztjst

AP, = a,(xz;0M) — P,. (3.29)

DieseRegelbeschreibeinestochastischusgefihrtittelung,diefir P, = (a,(x; ©M)) »

stationamwird [vgl. (2.38]. WennwahrenddesLernvorgangsein Neuronr zwischenzeit-
lich nur schwach aktiviert ist, sowird daszugehdrigestatistischeGewicht P, auf Grund
von (3.29 abnehmemindwegender SummennormierunderAktivitat (3.14) in derFolge

nochweiterverkleinert.Um einenstabilenVerlaufdesLernprozessesu ermdglichenyird

in dieserArbeit daherdieseLernregel nichtverwendeund P, bei1/M fixiert.

Fazit

Wir habenmit (2.20), (3.22 und(3.28 sowie mit der Festsetzund’, = 1/M einenSatz
sequentiellestochastischeternregeln fir die Parametel©?¢4 = {c,, W,, 3, } formu-
liert, welchedie Gleichungen(2.37), (2.48, (2.47) desEM-Abkuhlverfahrensersetzen.
Im Verlaufdesso definiertenstochastischeAbkuhlverfahrensspiegelndie Parameteder
Komponenterp(x|r, ©F¢4) derMischungsdichtén zunehmendeveisedie lokale Stati-
stik desDatensatzest’ in dendurcha,(x; ©M) definiertenUmgelungender Zentrenc,
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wider. Auf GrunddesAnsatzedbezeichnenwir diesesvVerfahren,daseinelokale PCA des
Datensatzeqd’ ausfihrtauchals multivar-Algorithmus.

Der nachsteAbschnittgehtnéherauf algorithmischeDetailsund auf die Wahl der Lern-
undAbkihlparameteein. AbschlieRendvird nochderVerlaufdesmultivar-Verfahrensan
HandderausAbbildung 2.8 bekannterDatendemonstriert.

3.2.1. Durchfihrung des Lernverfahrens

Bei der Anwendungdes multivar-Algorithmus zur KonstruktioneinesSpracherk&nners
[Met98 Wil98] hatsich herausgestelljalesgunstigist, die Bestimmungder Parameter
©M in einenunivar- undeinenmultivar-Schrittzu gliedern.DiesebeidenSchrittewerden
im folgendenzusammengefdtund in Abbildung 3.2 und 3.3 an einem Beispiel veran-
schaulicht.

e Derunivar-Schrittbasiertauf demunivar-Algorithmus (sieheAbschnitt2.3.2 mit
den Aktivitaten(2.16). Fur sehrgroReo sind alle Aktivitatenunabhéngigzon den
Datenundgleich1/M. In diesemFall gilt ¢, = (x)». Die Initialisierungder Merk-
malsdetektoren, erfolgtalsosinnvollerweiseaufdenSchwerpunktiesDatensatzes
X.In[Der9g wird gezeigtdalidie c, im Schwerpunkterbleibenpis ¢ untereinen
kritischenWert abgekuhliwird, derder Streuungr» desDatensatzes’ entspricht.
Daherwird der Anfangswerw; auf knapptbero gesetztMit dieserlnitialsierung
wird die stochastischeernregel (2.19 mit demLernschritt(2.20) wiederholtausge-
fuhrt. WahrenddesAbkihlensvon o aufeinenkleinenWertwird derLernparameter
€. Ublicherweisdinearvon 0.9 aufetwa M /N verringert.DasAbkuhlenerfolgt so-
lange bisdielog-likelihood I(X'; ©¢) maximalwird. DiesedMaximumbestimmitden
Endwerto; und damiteinenParametersat®® = {oy,c,|r = 1... M}, welcherim
RahmendesgewvahltenModellsdie optimaleSchatzunglesDatensatzeg’ ist.

e DeranschlieRendmultivar-Schrittwird mit ©¢ und oy initialisiert, d.h. die c, wer-
den ibernommendie lokalen Kovarianzmatrizerauf 33, = oI und die statisti-
schenGewichte P, auf 1/M gesetzt. AnschlieRendverdendie stochastischerse-
quentiellenLernregeln(2.19), (3.17) und(3.18 mit denLernschritten2.20), (3.22),
(3.28 und denmultivariatenAktivitatena, (x;; ©M) ausgefiihrtUm einenlangsa-
men Ubeigangvom univar-Schritt zu erreichenwird der Kopplungsparametex
zunachsmit einemsehrgroRenWertbeleggt. Im Laufedesmultivar-Verfahrenswird
w aufdenWert Null verringert,sodal3die Ausdehnungen;, dereinzelnermultiva-
riaten Schatzungemicht mehrano; gekoppeltsind. Die Lernparamete¢,, €, und

! Die Parameterentsprechemun genaudem univar-Fall. Man kénnte also den univar-Schritt auch mit
denLernschritten(2.20), (3.22), (3.28 undeinergroRerKopplungy berechnenDageyensprecheraber
die aufwendigeAuswertungder multivariatenNormalerteilung(2.36) unddie beidenwegender starken
Kopplungane uberflissigeternschritte(3.22) und(3.28).
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Abbildung 3.2.: Dichteschatzungmit dem multivar -Algorithmus. Die Daterverteilungaus
Abbildung2.8wird hier fur 10 Neuronermit demmultivar-AlgorithmusgeschétztDie Dicht-
enp(x|©°) bzw p(x|©M) werdendurchHohenliniendaigestellt.DasKoordinatenkreuzeigt
die Ausrichtungder Eigervektorenw;, und die Ladngeder Achsenentsprichtder Standard-
abweichungr;.. Links obenist derInitialisierungszusind fir denunivar-Schrittgezeigt Alle
lokalenMerkmalswektorenc, sindaufdenMittelwert derDatenzentriert.o; ist aufeinenWert
knappuber oy gesetztRechtsobenist dasErgebnisdesunivar-Schrittsgezeigtund rechts
untendasErgebniseinesdaraufaufbauendemultivar-Schritts.Links untenist ein beliebig
herausgegriffenerZustandvahrenddesmultivar-Schrittsdaigestellt.
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Abbildung 3.3.: Die log-likelihood als Abbruchkriterium. Links ist die log-likelihood fir

denDatensatausAbbildung3.2im Verlaufder Abkihlungvon o gezeigt. DasMaximumder
log-likelihood (Pfeil) definiertdenEndwerto; und einenParametersat®©, derin Abbildung

3.2, rechtsobendamgestelltist. Das multivar-Verfahrenfiihrt zu einerweiterenVemgrol3erung
derlog-likelihood. Der Pfeil kennzeichnetlenjenigerMomentdesLernvorgangs,andemder
Parametersatze®™ optimalist. ©M ist auchin Abbildung3.2, rechtsunten,dagestellit.

¢, werdendabeiwiederumvon 0.9 auf etwa M /N verringert.Im multivar-Schritt
konnensichdaherdie Positionenc, weiterveranderrund esfindetgleichzeitigeine
Anpassungler einzelnenKomponenterr an die lokale Form der Verteilungstatt.
Der Algorithmuswird beendetsobalddie log-likelihood (2.44) beieinemmaglichst
grof3enWert stationargewordenist.

Abbildung 3.2 zeigtden Ablauf einerDichteschatzungler bekanntereweidimensionalen
DatenausAbbildung2.8 mit demmultivar-Algorithmus.Die obereZeile zeigtdie Situati-
on beiderlnitialisierungund dasErgebnisdesunivar-Schritts.In derunterenZeile ist ein
ZwischenzustandnddasResultatdesmultivar-Schrittsdaigestellt.Derunivar-Schrittlie-
fert schonein rechtgutesErgebnisfir p(x|©¢). Die StrukturdesDatensatzewird erkannt,
allerdingskanndie AusrichtungderlokalenVerteilungemichtwiedegegebenwverde.Dies
ist erstnachdemmultivar-Schrittmdglich,welcherzu einerSchatzungy(x|©*) fuhrt, die
relativ gutmit derurspringlichei/erteilungiibereinstimmtDer Verlaufderlog-likelihood
wahrendderunivar- bzw. multivar-Schrittewird in Abbildung 3.3 dagestellt,welchedie
Zunahmeder Qualitatder Dichteschatzungn VerlaufdesLernprozessedokumentiert.
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3. GRBF-Netzwerk, Dichteschétzungnd Funktionenapproximation

3.3. Funktionenappr oximation

Nachdemmungeklartist, daldmit deniterativenLernregelnund Abkihlverfahrendesmul-
tivar -Algorithmusein zuverlassigesnstrumentzur ML-DichteschatzunginesDatensatz-
esdurcheine Mischung(2.35 zur Verfugungsteht,bleibt noch zu untersuchenwelche
AuswirkungermultivariaterweiterteUbertragungsfunktionef8.14) aufdie Eigenschaften
einesGRBF-NetzwerkshabenFernerist nochunklar, ob undwie die vonmir vorgeschla-
geneAlternative (3.2) zur Funktionenapproximationn die alswesentliche€lementeine
Schéatzungler Vertundwahrscheinlichkitsdichtep(x, y) desDatensatze€ eingeht,mit
der Approximation(2.62 von Funktionendurch multivariate GRBF-Netzwerk zusam-
menhangtZwar habenwir schongesehendalRdasTrainingeinesum rickwartigeVerbin-
dungererweiterterunivariatenGRBF-Netzwerkvermittelsdesunivar-Algorithmusdazu
fuhrt, dal3(i) alle ParametereinessolchenNetzesgleichzeitigoptimiert werdenkénnen
und (ii) die resultierend&sesamtaktiitit der Zwischenschichd(x, y; ©¢) nach(3.13) ei-
ne ML-Schatzungdes DatensatzesZ durch eine univariate Mischungsdichtes(x, y|©°)
darstellt. Aber damit sind die Konsequenzeder Verallgemeinerunguf den multivaria-
ten Fall noch nicht gezogerund ein Zusammenhangur Alternative (3.2) ist nochnicht
sichtbar Esscheintlediglich plausibel dalRein solcherZusammenhanegxistierenkénnte.

Um diesenMif3standzu beseitigensoll nunder Ansatz(3.2) nahererkundetwerden.Dazu
wird angenommerglaRfur denDatensatzZ mittels desmultivar-Algorithmuseine ML-
Dichteschéatzundurchgefihrivordensei.Die resultierendélodelldichte

1

M
px,y[OM) = 32> plx,ylr, 07 (3.30)

r=1

ist dannmit (3.3) analogzu (2.35 eineMischungausmultivariatenNormalverteilungen

exp[—(z —d,)"= ' (z — d,)/2]
(2m) D2 (det 35, )1/2

mit identischenGewichten und kann analogzu (3.13 als normierendeGesamtaktiitat
A(x,y; ©M) einesmultivariaten,um rickwartige Verbindungenf! erweiterten, GRBF-
Netzwerks(vgl. Abbildung 3.1) aufgeff3twerden.Entsprechendanndie multivar-Op-
timierungderDichteschatzunglsLernprozeur die Paramete®™ einessolchenGRBF-
Netzwerksinterpretiertwerden. WahrenddesLernenssind danndie Aktivierungsfunktio-
nenderZwischenschichtneuronemanalogzu (3.14) durch

(1/M)p(x, y|©;)
p(x,y|©M)
gegebenSiesindunscharféPartitionsfunktionenm IR+ derenwerteZuordnungswahr
scheinlichleitenvon Punkten(x, y) zu ZwischenschichtneuronerangebenDer Parame-
tersatzo™ = {3,,W,,c,,fl|r = 1... M} beschreibtrezeptve Felderder Zwischen-

schichtneuroneim erweitertenMerkmalsraumR”+*, die um die Punkte(c,, f’) loka-
lisiert sind und derenFormendurchdie in denDiagonalmatrizer®, € IRPTX x IRP+K

Pz = (x,y)|r, 07 = (3.31)

a,(x,y; OM) = (3.32)
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3.3. Funktionenapproximation

zusammengefdterVarianzerunddiein denorthogonaleMatrizenW, € IRPHE x RPHE
zusammgfalRtenOrientierungerbeschriebemwerden. Verwendemanfir dasTrainingder
Axonbaumef, die Regel (3.9), so erhalt man nachden Argumentenaus Abschnitt 3.1
die Symmetriebeziehun3.10. Daherkannaufein gesonderte$rainingderf, verzichtet
werdenundwir setzervonnunan

f.=f1. (3.33)
Als Resultatlermultivar-SchatzunglergemeinsameWerteilungderEin- undAusgabeda-
tenerhaltenwir, wie wir beigenauereminsehersogleichfeststellerwerden einegréfRere
Parameterzahdls diesfur ein multivariateSGRBF-Netzwerkzur Funktionenapproximati-
on eigentlichnétigware.Dennbei seinemEinsatzals Funktionenapproximatarach(2.62
wird lediglich der Eingabeektorx € IR vorgegebenwiahrenddie Sollausgabey fehilt,
so daReswenig sinnvoll ist, zu diesemZeitpunktdie im IRPTE definierteAktivierungs-
funktion (3.32 zu verwendenStattdessemuReineauf denIRP eingeschranktéktivie-
rungsfunktion(3.14) verwendetwerden,in die entsprechenauf denIRP eingeschréankte
multivariateNormalwerteilungereingehenDerenKovarianzmatrizemabenmabereinesehr
viel kleinereDimensionals jene Kovarianzmatrizer,, die ausder multivar-Schatzung
von p(x, y) bestimmtwordensind.

Um die damitgeforderteReduktionder Parameterzahtu bewerkstelligen betrachterwir
nundenAnsatz(3.2) zur Funktionenapproximatiomerdurch

_ Jrx yB(x, y[0M) dy

f'x; oM = -
( ) Jirx B(x,y|OM) dy

(3.34)

gegebenist, genauer

Zur Auswertungder Integrale (3.34) werdendie Matrizen 33, und W, in Blockmatrizen
zerlegt, die die UnterraumedR? und IRE betrefen. Wir definierendaher

AT‘ BT I
( Cc. D. > =W, (3.35)
und
S0 1
o T =3 (3.36)
0 27‘,2

mit A, € IRP x RP, B, € RE x RX, C, € RE x IRP und D, € IRP x IRE. Mit
(3.39 und (3.36 kanndie inverseKovarianzmatrix>, ! in der Exponentialfunktiorder
r-tenNormalerteilung(3.31) auchdurch

—1 —1
X’r Qr — -1 _ &1 T
( ST g ) =y l=w,5 'W? (3.37)

T
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3. GRBF-Netzwerk, Dichteschétzungnd Funktionenapproximation

mit
x'=0;")" = AZ,AT+B,3, BT (3.38)
;' = (@) = C,3,,C+D,%,,DT (3.39)
Q' = A3 ,CT+B,3,,D" (3.40)
ausgedruckiverden.

Die beidenintegrale aus(3.34) werdenin AnhangA.1.1 berechnetAls Ergebniserhalt
maneineLinearkombination

M
f(x; ©MM) = > " F.(x OFM)d, (x; ©FM) (3.41)

deraffinenFunktionen
f,(x; OFEM) = f, + &, (x — c;) (3.42)
mit den“Aktivierungsfunktionen”

p(x|r, O )

Os O = S  0y 249
die durchdie multivariatenNormalherteilungen
poer o = L e
gegebensind. Dabeisind die Projektionsmatrize®, in (3.42) durch
&, = -@,(2, )7 (3.45)
unddie metrischerMatrizenx; ' in (3.44) durch
X =x - Qe () (3.46)

definiert.

Die Funktionenapproximatiofix; X% ist durcheinenParametersat®“LM bestimmt,
dersichausdenM Parametersatzedl*™™ = {x,, ®,, (2, )7, c,, f!, P,} zusammensetzt.
Die ®, sinddurchinversionderregularenMatrizen®; ' zuberechnenAlle (ibrigenPara-
meterkonnendirektausdenParameterr®™ dermultivariatenML-Dichteschatzung3.30

desDatensatzel® abgelesemverden.

Die Funktionenapproximatio3.41) zeigt eine Reihe von Gemeinsam&iten mit einem
GRBF-Netzwerk:
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3.4. DiskussionundBeispiele

e Wie beim GRBF-Netzwerkist die zur Funktionenapproximationerwendetevio-
dellfunktion (3.41) eineLinearkombination,in welchedie Aktivierungsfunktionen
a(x; ©LLM) eingehen.

e Auch hierbildendie Aktivierungsfunktioner3.43 auf GrundderEigenschaft
M
> a(x 0y =1 (3.47)
r=1

eineunscharfePartitionierungdesEingaberaumiR?.

e Wie beimmultivariatenGRBF-Netzwerksinddie Funktionena,. (x; ©LLM) ausmul-
tivariatenNormaherteilungens(x|r, ©LLM) aufgebautDerenLokalisierungumdie
Zentrenc, somt dafir, daRessichauchbeidena, (x; ©XM) um lokalisierteFunk-
tionenhandelt.

e Der konstanteTerm £, in der affinen Funktion (3.42 entsprichtdem Axonbaumin
einemGRBF-Netzwerk.

Der einzigeUnterschiedzu einemGRBF-Netzwerkzeigtsichim linearenTerm®, (x —c,.)
derFunktion(3.42. DieserfindetkeineEntsprechungn einemGRBF-Netzwerkund laf3t
sich auch nicht zwanglosdurch eine neurobiologischeBeobachtungnterpretieren Fur
denFall, daRdie Kopplungsmatrizei2, ' zu Null werdenund somit dieselinearenTer-
meverschwinderjvgl. (3.45)], ist aberdie Funktionenapproximatio(8.41) tatsachlictein
multivariatesGRBF-Netzwerk Die Funktionenapproximatio(B.41) ist alsodem GRBF-
Netzwerkzwar formal &hnlich,kanndiesemNetzwerktypim allgemeinerabernicht zu-
geordnetverden Da f(x; ©XZM) eineFunktionenapproximatiodurcheineLinearkombi-
nationderlokalenlinearen Modelle f, (x; ©XXM) vornimmt, wird im folgenden(3.41) als
LLM-Approximator bezeichnet.

Im néchsterAbschnittwerdendie EigenschafterlesLLM-Approximatorsfir verschiede-
ne Spezialfallediskutiertundan Handder bereitsbekannterBeispieldaterausAbbildung
2.6und2.8illustriert.

3.4. Diskussion und Beispiele

In diesemAbschnittsollenvor allemdie durch(3.45 und (3.46) definiertenProjektions-
matrizen®, und metrischenMatrizen, ! naherbeleuchtetverden.Zu diesemZweck
wird der LLM-Approximator (3.41) fur die drei Spezialfalleuntersuchtdal3(i) die ML-
Schatzungler Vertunddichtep(x, y|©™) durcheineMischungunivariaterNormalertei-
lungenmit gleichenVarianzens? erfolgt, daR (ii) der LLM-Approximator einenzweidi-
mensionalerDatensatzZ modelliert,und dal3(iii) demLLM-Approximator die Aufgabe
derKlassifikationeinesDatensatzed” nachverschiedeneKlassernzugeviesenwird.
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Abbildung3.4.:Der LLM-A pproximator alsunivariates GRBF-Netzwerk. Links istdasEr-

gebniseinerML-DichteschatzunglerDatenZ = {(zg, yx)|k = 1... N} durcheineMischung
univariaterNormaherteilungermit gleicherVarianzens? daigestellt.Die gestrichelteinie ist

die ursprungliché~unktion f(x), die approximiertwerdensoll. Rechtsist die Approximation
f(z; ©LLM) mit demausderML-Dichteschatzungesultierendeh LM-Approximator gezeigt
(dicke durchgezogenetinie). Untenist zusatzlichder Verlauf der Partitionierungsfunktinen

a, (z; ©FLM) fiir die lokalenlinearenModelle f (z; ©LLM) = . eingetragen.

LLM-Appr oximator aus einer ML-Misc hungsdic hte univ ariater
Normalver teilung en

FurdenFall, daRder LLM-Approximator auseinerML-Mischungsdichtes(x, y|©M) aus
univariatenNormalerteilungermit gleichenvarianzero? abgeleitetst, werdendie inver-
senlokalenKovarianzmatrizei®; ' in (3.37) diagonal Danundie Kopplungsmatrizef; '
verschwindenwerdendie metrischerMatrizeny, ! derNormaherteilung(3.44) ebenélls
diagonalunddie Projektionsmatrize®, zu Null [vgl. (3.45 und(3.46)], d.h.

1 -
x'=—=I ud & =0. (3.48)

Die Ausdehnungender Normalerteilungenp(x|r, OLEM) skalierenjetzt nur nochmit o
und die lokalenlinearenModelle (3.42 werdenzu konstanterModellenf,. Man erhéalt
daherflr denLLM-Approximator denAusdruck

M
f(x; OVM) = Zfrdr(x; QLM (3.49)

r=1
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3.4. DiskussionundBeispiele

mit denAktivierungsfunktionen

L2 2
d, (x; OLIM) = J;Xp(‘x orl?/207%) (3.50)
i1 exp ([x — ¢ [2/202)

Diesist genaudasunivariateGRBF-Netzwerkdasdurch(2.59 und(2.62 definiertist. Es
ist aberzu beachtengaRdie Paramete©®XLM desunivariatenGRBF-Netzwerk$3.49 aus
einerML-Schatzunglesgesamtebatensatzeg€ bestimmtwerden,im Gegensatzu den
Parameter®®“#BF desunivariatenGRBF-Netzwerk$2.62), die durcheineML-Schéatzung
derEingabedatet’ unddie Anwendungderoutstar-Regel (2.64) bestimmiwerden.

Abbildung 3.4 zeigtdie ArbeitsweiseeinessolchenLLM-Aproximators bzw. univariaten
GRBF-Netzwerksaan demschonbekannterBeispielausAbbildung 2.6. Die Qualitatder
ApproximierungahneltderjenigerdesunivariatenGRBF-NetzwerksausAbbildung 2.20
Allerdings sind nun die Lagender Zentrenc, sowie die Werte f, der Ausgabgewichte
durcheineML-SchatzunglerVerbunddichtep(x, y) festgelgt. Dies zeigt,dal3der LLM-
Approximator(3.49 demin Abbildung 3.1 skizziertenum rickwartigeVerbindungerer-
weitertenGRBF-Netzwerlentsprichtdesserernprozelschonin Abschnitt3.1 diskutiert
wurde.

LLM-Appr oximator fur einen zweidimensionalen Datensatz Z

Fur denFall einesDatensatzesZ, der sich auseindimensionalerin- und Ausgabedaten
zusammensetztiihrt der LLM-Approximator die Abbildung f(z; ©M) . IR — IR aus.
Nach den Definitionen(3.35 und (3.36) gilt dannfir die Matrizen W, € IR x IR der

Eigervektorenundfir dieinversendiagonalisierterh(ovarianzmatrizelflr_1 e RxIR

(A B, &1 0512
WT_(CT Dr> und 3, —< 0 0-7',22>' (3.51)

DieseMatrizenerhaltmandirekt ausder ML-Schatzungder DatenZ mit einerMischung
(3.30 bivariaterNormaherteilungenMit (3.51) kann nacheiner kurzenRechnungund
unterAusnutzungder Orthonormalitater Eigervektorendie Metrik x, ! als

%= e
" A202. + 0303’2

r~rl

(3.52)
geschriebewerden.Mit analogenArgumentenverdendie Projektionen®,, welchedie
Steigungd f, (x; ©LM) /dx derlokalenlinearenModelle beschreiberzu

5 _ 071A,C, +07,B,D,

T 2 A2 2 2
ar,lAr + UT,2BT

(3.53)
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3. GRBF-Netzwerk, Dichteschétzungnd Funktionenapproximation

Ein einziges lokales lineares Modell

Wie wollen nunzunachstlenFall untersuchenjal3der LLM-Approximator nur aufgenau
einemlokalenlinearenModell beruht,d.h. M = 1. Fir die folgendenAusfihrungerwird

daherder Index r weggelassenDie Aktivierungsfunktiona(z; ©4“M) ist nun auf Grund
derNormierungseigenschdf.47) immergleichEins.Der LLM-Approximatorwird daher
zu dereinfachenGeradengleichung

0?AC + 05BD
01 A% + 02B?

DieseGleichungkannweiteranalysiertverden wennmanbericksichtigtdalRdie Kovari-

anzmatrixeinerzweidimensionaleerteilung[DH73] einerseitgdurch

(@) = (x)*  (zy) — (=)(y) )
Y= 3.55
(s W (3.59)
undanderseitsauf Grundvon (3.51), auchdurch
02A? +02B? 0?AC + 02BD
02AC + 02BD  02C? + 02D?

f(x; OLM) — f 4 (z —c). (3.54)

zzwﬁ:WT:(

gegebenist. Durch Koefiizientervergleichin (3.54—(3.56 undwegenc = (z), f = (y),
kannfur (3.54) auch

(zy) — (2){y)

(%) — (z)?
geschriebemwerden.Dies ist genaudie Funktionenapproximatiodurch Regressionmit
einer Ausgleichsgeradefvgl. (2.11)]. Abbildung 3.5 illustiert den LLM-Approximator
anhanddes bekanntenDatensatzesus Abbildung 2.6. Da fiur M > 1 die der Kovari-
anzmatrix(3.55 entsprechendelokalen Kovarianzmatrizer®, durchlokale Mittelwert-
bildungen[vgl. (2.39—(2.41)] bestimmtwerden,gilt die Aussagg3.57) in dendurchdie
unscharferPartitionierungsfunktionea, (x; ©LLM) definiertenGebieterausIR” auchfur
denallgemeinenFall einesLLM-Approximators. Darauskann geschlossemerden,daf3
die lokalenlinearenModelle einesLLM-Approximatorsdie Ausgleichshyperebenesiner
lokalenRegressiorsind,zwischendenendie Partitionierungsfunktionen, (x; ©%M) eine
glattelnterpolationinduzieren.

fz; 0 M) = () + (z — (z)) (3.57)

M lokale lineare Modelle

Wir wollen nun zum allgemeinenFall einesLLM-Approximators zurticklkehren,der mit

mehrerenlokalenlinearenModellen (M > 1) arbeitet,und diesengenauerdiskutieren.
Im folgendenwird von einemeindimensionalezingaberaumR ausggangenderdurch
die Aktivierungsfunktionem, (z; ©FLM) unscharfpartitioniertwird. Entscheidendiir die

Lage dieserPartitionensind die Zentrenc, und die Metriken x; !, die im vorliegenden
Spezialéll durch(3.52 gegebersind.Abhangigvon der SteigungC,. / A, desEigernvektors
(Ar, C,), derzumgroRterEigenweris? ; gehortivgl. auch(3.51)], kbnnenzweiGrenzfalle
unterschiedewerden:
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-0.5 1 -0.5 1
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Abbildung 3.5.: LLM-A pproximator fir M = 1. Links sind die Eigervektorenund Eigen-
werte der globalenKovarianzmatrix = WXWT derDatenz = {(zy,y;)/k = 1...N}

dagestellt.Die gestricheltd.inie ist die urspriingliché=unktion f (x), die approximiertwerden
soll. DasrechteBild zeigtdie Funktionenapproximain (dicke Linie) durch(3.54) bzw. (3.57).

Dieseist geradedie Ausgleichsgeradérgl. Abbildung2.7).

e Bei einersehrkleinenSteigung(C, /A, ~ 0) wird x, ! ~ a;,f. Die Varianzy, * der
Normalherteilungp(z|r, ©LLM), welchein die Partitionierungsfunktior,. (z; ©44M)
eingeht,ist in diesemFall also gleich dem maximalenEigenwerts?, der lokalen
Schatzung.

e BeieinersehrgroRenSteigung(C,. /A, — +oo) drehersichdie Verhaltnisseim.Da
nuny, ' ~ o, gilt, wird die AusdehnunglerPartitionierungsfunktiots, (z; ©LLM)
in diesemFall vondemkleinerenEigenwerts? , bestimmt.

Die durch x; ! definierteSkalader Partitionierungsfunktiorpaf3tsich also an die lokale
Strukturder Daterverteilung Z an.In Regionenmit starlen Steigungerder Zielfunktion
wird damitdie Diskretisierungder z-Achsedichter KonstanteBereichewerdendageen
von lokalenModellenmit groBenAusdehnungerapproximiert. Abbildung 3.6 zeigteinen
LLM-Approximator ausM = 10 lokalenlinearenModellen,andemdiesesVerhaltengut
zu erkennenist.

In analogetWeisekénnendie lokalenlinearenModelle f, (z; ©X2M) untersuchtverden.
Fur derenSteigungend,., welchedurch(3.53 gegebensind, kdonnenwiederzwei Grenz-
falle unterschiedewerden:

o Stimmendie beidenlokalenEigenwerteeineslinearenModellstiberein(o,.1 = o,5),
so wird ®, zu Null, da wegen der Orthogonalitatder Eigervektoren(B,, D,) =
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Abbildung 3.6.: LLM-A pproximator mit M = 10. Links ist die multivariate ML-
DichteschatzungerbekannterDatenzusammemit f(z) gezeigt.Rechtsst die Funktionen-
approximationf (z; ©LM) durcheinenLLM-Approximator dagestellt(dicke durchgezogene
Linie). Untensind zusétzlichdie Partitionierungsfunkonen a, (z; ©L£M) fur alle lokalenli-
nearenModelle eingezeichnetf (z) und f(z; ©*M) stimmenin weiten Bereichennahezu
uberein.

(—C,, 4,) gilt. Dasentsprechendkale Modell f,(z; ©F*M) reduziertsich dann
aufdie Konstantef,.

e Istdage@enc, > 0,2, wasdergenerischéall fur eineglatteundwenigverrauschte
Zielfunktion ist, dannberechnesich die SteigungdeslokalenlinearenModells zu
®, ~ C,/A,, d.h.sieist durchdie Richtungdeszu o1 gehorigenEigervektors
gegeben.

DiesesVerhaltenist auchbei demLLM-Approximator ausAbbildung 3.6 sichtbar:wann
immer dort stark unterschiedlicher,; berechnetwerden,pafitsich die SteigungdesEi-
gervektorsw, ; andie Steigungder Zielfunktion an. DiesesBeispielund die obigenBe-
trachtungemacherdeutlich,wie sichdie Partitionierungsfunktionea, (x; ©**) unddie
linearenModellef, (x; ©-XM) bei der Funktionenapproximatiomit einemLLM-Approx-
imator an die lokalen Eigenheitender Verteilung Z anpassenObwohl sich die lokalen
Eigervektorsystemd¥ . nichtimmer optimal an die zu approximierendé-unktion f(z)
anschmigen,wird die urspriingliché=unktiondurchdie InterpolationderlokalenModelle
fr(z; ©LEM) 'welchedurchdie Gewichtungmit denunscharferPartitionierungsfunktionen
a, (x; OLLM) erzeugtwird, sehrgutapproximiert.
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Eingabe x

D Neuronen
Dendritenbaum c,

M Neuronen r
Verbindungsstarken f, ,

K Neuronen A

Ausgabe f (%)

Abbildung 3.7.: SchemaeinesGRBF-Netzwerks fur die Klassifikation einesDatensatzes
X.

Klassifikation mit einem LLM-Appr oximator

ZumAbschluZsoll nochuntersuchtverdenwie sichderLLM-Approximatorfur diein Ab-

schnitt2.3.2nahererlauterteAufgabenstellungler Klassifikationverwendera3t. Bei der
Klassifikationwird einemVektorx auseinemEingaberauniR” eineKlasse) € {1... K}

zugeordnetDabeiwird davon ausggangendalidie DateneineinnereStrukturbesitzen,
die eine Aufteilungin K verschieden&lassenerlaubt.Fur dasTraining einesKlassifika-
torsist zum einenein Eingabedatensatt = {xx|k = 1... N} C IRP erforderlich,der
sichin disjunkteTeilmengent, mit X = NX_, X, zerleggenlaRt.Zum andererist ein Da-

tensatz)’ = {\¢|k = 1... N} C RRnotwendigderjedemDatenpunki, € X eineKlasse
Ax zuweist.Der BeschreibngderKlassemit einemindex ) ist ein Einheitsektore, € IRX

aquivalent,dessem-te KomponenteagleichEinsist, also(ey); = d;», j = 1... K. Daher
kannauchderDatensat®) = {ey, |k = 1... N} C R¥ fur dasTrainingdesKlassifikators
verwendetverden.

Fur diesespezielleFunktionenapproximatiowird nundasVerhalteneinesLLM-Approx-
imatorsuntersuchtDa die Vertundwahrscheinlichkitsdichtep(x, y) in y-Richtungaus

einemSatzvon K ¢-Distributionené(y — e,) bestehtdivergierendie Matrizen 2;21 in
(3.36). Folglich musserwir zumurspringlicherAnsatz(3.2) zurtickkehrenunddiesenfur
die gegebeneAufgabenstellunguuswertenDies erfolgt in AnhangA.1.2. Unter Berlick-
sichtigungder speziellenForm der Verbunddichtep(x, y) bei der Aufgabe der Klassifi-
kation und auf Grund der Eigenschafder load balance desmultivar-Algorithmus zeigt
sich, da die ML-Dichteschatzung(x, y|©*) mit der Mischung(3.30 in K Teilsum-
menzerfallt, die jeweils nur die ML-DichteschatzunginesklassenlokaleDatensatze&’y
betrefen. Man erhaltdaherfir (3.2)

K My 4
_ D A1 € Dy g DX, @f;CA)

f‘(X, GLLM) - N )
Soact Sy B(x|ra, OECA)

(3.58)
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3. GRBF-Netzwerk, Dichteschétzungnd Funktionenapproximation

wobei sich die Anzahl M, derverwendetemmultivariatenNormalerteilungenausdena
priori -Wahrscheinlichkiten Py, derKlassenemgibt. Esgilt

M,

K
a7~ P und ;M,\ =M. (3.59)

Aus (3.58 wird deutlich,wie der LLM-Approximator fur die Aufgabenstellungler Klas-
sifikation zu einemGRBF-Netzwerkmit einer speziellenVerbindungstopologisvird. In
Abbildung 3.7 ist diesesGRBF-Netzwerkdagestellt. Die M Zwischenschichtneuronen
zerfallenentsprechen@®.59 in K Gruppemmit jeweils M, NeuronenDamit

My

BN, B} = 31 3 ol 6774 (3.60)
dieklassenlokaleML-DichteschatzunglurcheineMischunggleichgavichtetermultivaria-
ter NormalherteilungeinerKlasse\ charakterisierist, wird die Gesamtaktiitat A(x; ©)
einerNeuronengruppg aufderZwischenschichfiquvalentzurklassenlokaleML-Schat-
zung (3.60). Die Parameter9) = {©7“4|ry = 1... M,} setzensich dabeiausallen
Parameterrder multivariatenNormverteilungen(2.36) zusammendie zu einerKlasse\

gehorenMit (3.60) kann(3.58 auchzu

f-(x, @LLM) _ Zi{zl exMp(x|A, ®§4)
St Map(x|A, 1)

umgeschriebemverden.Beachtetman nun noch die ML-SchatzungPA = M,/M dera
priori -WahrscheinlichkitunddenBayesscheBatz(2.24), derdannfir die ML-Schéatzung
P(\|x, ©M) dera posteriori-Wahrscheinlichkit, eineKlasse) bei einemgegebenerDa-
tenpunktx zu erhalten,

(3.61)

. Pyp(x|A, 0M
P(\x,0M) = — AP0, O )M (3.62)
> Pap(x|A, ©37)
liefert, dannhat das GRBF-Netzwerkfur die Aufgabenstellungler Klassifikationeines
Datensatzeq’ die Ausgabe

K
f(x;0"M) =) " e\ P(Ax, 0). (3.63)
A=1
Da die Verbindungsstaen zwischenallen Neuroneneiner Klasse\ und dem Ausgabe-
neuronA EinsundsonstNull sind, liegt anjedemAusgabeneuron einessolchenGRBF-
Netzwerksfolglich geradedie geschétzta posteriori-Wahrscheinlichkit P(\|x, ©M) an.

Die geschétzte posteriori-Wahrscheinlichkit P(A|x, ©) ist nach(3.62 ausdenklas-
senlokalerML-Schatzungen(x|A, ©¥) aufbaut,sodalnun nicht mehrdergesamteDa-
tensatd X', )} einerML-Dichteschatzunginterzogenerdenmuf.Vielmehrist esausrei-
chend,die Dichtender klassenlokaleatensatzet), getrennizu schatzenDadurchwird
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3.4. DiskussionundBeispiele

Xy X

Abbildung3.8.:Klassifikation mit einemLLM-A pproximator. Die beidenKlassem\(x) =
(grine Punkte)und A(x) = 2 (rote Punkte)wurden getrennteiner ML-Dichteschatzung
durchdenmultivar-Algorithmus unterzogenLinks sind die darausresultierenderSchétzun-
gen p(x|1,©M) und p(x(2, o) dagestellt. Die Gleichheitder geschatztera posteriori-
Wabhrscheinlich&iten P(1]x, @) und P(2|x, ©}) fiihrt zu der im rechtenTeilbild einge-
tragenereEntscheidungsgrenze

derAufwandzurParameterbestimmurerheblichreduziert Firdie Auswertungvon (3.63
ist esdannlediglich notwendigdenKlassenindg A der maximalen,geschatztema poste-
riori -Wahrscheinlichkit P(\|x, ©M) zu bestimmenBei diesemKlassifikatorhandeltes
sichum einenoptimalenBayesscheKlassifikator[ DH73], desserQualitatausschlief3lich
vonderGutederklassenlokaleML-Dichteschatzungeabhangt.

In Abbildung 3.8 wird dieserKlassifikatorflir dasschonbekannteBeispielausAbbildung

2.8 llustriert. Die a priori -Wahrscheinlichkitender beidenKlassensind P, = 2/3 und

P, = 1/3. Daherwurdenzwei ML-Dichteschatzungem(x|1, ©¥) und p(x|2, ©) mit

einerMischungausM; = 6 und M, = 3 multivariatenNormalerteilungenausgefihrt.
Die in derAbbildungeingetragen&lassengrenzest durchdie Gleichheitdera posteriori-

Wahrscheinlichkiten P(1|x, ©M) und P(2|x, ©M) definiert.

In seinerDiplomarbeithatJ. BuscheinenanalogerKlassifikatorauf der Grundlageeines
univariatenGRBF-Netzwerksheigeleitet,indem er die Verbindungsstasn £, probabili-
stischinterpretierthat [Bus97. DieserKlassifikatorist inzwischenfir Aufgabender au-
tomatischerSpracherknnungerfolgreichangevendetworden[Wil98, Met9§. Die obige
Ableitung auseiner ML-Schéatzungder Verbunddichtep(x, y) wird in [ABK 99| verof-
fentlicht.
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3. GRBF-Netzwerk, Dichteschétzungnd Funktionenapproximation

Zusammenfassung

In diesenmKapitelwurdezundchsein GRBF-Netzwerkuntersuchtgdassichdurchrickwér
tige Verbindungervon der Ausgabeschichtur ZwischenschichauszeichnetAuf Grund
dieserreziprolen Verbindungenkdénnenalle ParameterdiesesGRBF-Netzwerksin ei-
nem gemeinsamerernprozefRaus den Ein- und Ausgabedatemestimmtwerden. Zur
ErlangungeinergroRererFlexibilitat werdenin dieserNetzwerkstruktuzusatzlichUber-
tragungsfunktioneringefuhrt,die ausmultivariatenNormalerteilungenaufgebausind.
Furdie ParameteeinessolcherNetzwerkggeberwir sequentiellstochastischeernregeln
an,die dazufiihren,dal3die Gesamtaktiitat auf der ZwischenschichéinerML-Schéatzung
derTrainingsdatemnlurcheineMischungmultivariaterNormalverteilungerentsprichtDie-
se Lernrggeln werdenvon uns auch als sequentiellemultivar-Algorithmus bezeichnet
[ABK+99].

Der Ausgangspunktier obigenErgebnissast die Funktionenapproximatio(8.1), die auf
der Schatzungler gemeinsamemichte p(x,y) der Ein- und Ausgabedatemeruht. Fir
eineML-Dichteschéatzungnit einerMischungmultivariaterNormalherteilungerfihrt der
gewéhlte Ansatzzu einer Funktionenapproximatiorder auseiner Linearkombinationlo-
kaler linearerModelle besteht Diesersog.LLM-Approximator hat eine Reihevon Ahn-
lichkeitenmit einemGRBF-Netzwerklnsbesondereeigtsich,dalifur denFall einerML-
Schatzungnit einerMischungunivariaterNormalerteilungerder LLM-Approximator zu
einemunivariatenGRBF-Netzwerkwird. Wennder LLM-Approximator fur Klassifikati-
onsaufgabemerangezogewird, reduziertsich dieserauf ein GRBF-Netzwerkwelches
urpringlichvon J. BuschvorgeschlagefBus97 undinzwischenfur Problemeder auto-
matischerSpracher&nnungeingesetztvurde[Wil98, Met9g. Im allgemeinerfall ist der
LLM-Approximatorjedochnicht mehrals GRBF-Netzwerkinterpretierbarsonderriefert
eineglatteInterpolationeinervorgegebenZahl lokaler Regressionemurchaffine Funktio-
nen.
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4. Systeme lokaler Experten

Wir verlassemun die neurobiologischmotivierte Herangehensweisan dasProblemder

Funktionenapproximationnd wendenuns einer formalen Abstraktiondes GRBF-Netz-
werksunddesLLM-Approximatorszu. Dabeisoll zunachstlie Frageim Vordegrundste-

hen,wie dasGRBF-Netzwerkundderschonnicht mehrvollstandigneuronabegrindbare
LLM-Approximator zu einem Systemokaler Experten verallgemeineriverdenkdnnen,
welchesverschiedene Approximierungsstraggenin ein Gesamtsystermtegriert. Dieses
Systemwird die konzeptionellaind softwaretechnisch&rundlageur die in Kapitel 7 zu

beschreibendeeueRegelungderRickstandserbrennungm Werk Burghauserbilden.

Im vorangehendelapitelwurdeauseinerML-SchatzunglerVertunddichtep(x, y) durch
eine MischungmultivariaterNormalwerteilungender LLM-Approximator entwickelt, der
eine FunktionenapproximatiodurcheineinterpolierendeMischunglokaler linearerMo-
delle realisiertund der eine Mischunglokaler linearerRegressionsanalysaeprasentiert.
Wie wir geseheinabenyeduziertsichderLLM-Approximator in einerReihevon Spezial-
fallen auf dasGRBF-NetzwerkSavohl dasGRBF-Netzwerkalsauchder LLM-Approxi-
matorberuherdarauf,dafdsiezunachstienEingaberaundurchPartitionierungsfunktionen
in unscharfdefinierteTeilgebieteaufteilen.DiesenTeilgebietenwird jewelils eine lokale
Modellfunktion zugeviesen,die beim GRBF-Netzwerkeine konstanteund beim LLM-
Approximatoreine affine Funktionist. Die Ausgabeerfolgt bei beidenApproximatoren
durch eine Gewichtung der lokalen Modellfunktionenmit den Partitionierungsfunktio-
nen und durch Summationder gewichtetenlokalen Modelle, was zur Interpolationdie-
ser Modelle fuhrt. Im folgendenwird dieseArchitektur des GRBF-Netzwerksund des
LLM-Approximatorsaufgegriffen undzum Entwurf einesverallgemeinerteKonzeptsier
FunktionenapproximatiogenutztdaseineUberlagerundpeliebicer lokalerFunktionerin
einemSystemokaler Experterrealisiert.

Die Idee, eine Problemstellungauf verschiedend&xpertenaufzuteilenund die Entschei-
dunguiberdasentgliltigeErgebniseinemiibegeordneterfExperterzu liberlasset ist nicht
neu.Der ersteAnstol3,diesesvorgehenaufdie ArchitektureinesneuronaleNetzwerkszu
Ubertragenkamvon R. Jacobstal. [JJNH9]. DieseAutorenhabenseitdemverschiede-
ne Fragestellungenntersuchtdie bei denMischungenvon Expertenauftreten All diesen
Untersuchungerst dabeigemeinsamdal3jeder Expertedurchein neuronaleNetzwerk

YIn Anlehnungan den GrundsatzémischerMachtpolitik divide et impera wird diesesVorgehenin der
englischsprachigehiteraturmit divideand conquerumschrieben.
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reprasentienvird, welcheseinenbestimmtenin denTrainingsdatewvorhandeneusam-
menhangmodelliert.Die AusgabedesGesamtsystemsird durchein gating network be-
stimmt, welches,abhangigvom eingehendeMerkmals\ektor x, eine Mischungder ver
schiedenerkExpertenvornimmt. Das Training einer solchenmixture of experts zielt auf
die Maximierungder log-likelihood desgesamterSystemsab und erfolgtim einfachsten
Fall durcheinenGradientenabstgg JJ93aAJ96 oderdurchdenexpectatiormaximization
(EM)-Algorithmus[JX93, JJ93h JJ94.

Ein ahnlicherAnsatzwird von R. Murray-Smith verfolgt [MS94]. Dieser Autor fixiert
aberwederdenkonkretenAufbau der lokalen Modelle, nochwird dasVorgehenbei der
Mischungder verschiedeneModelle festgelgt. Der Schwerpunkiiegt in [MS94] viel-
mehrdarin,wie der ZustandigleitsbereicheinesModells geeignetestimmtwerdenkann
und wie sich eine Hierarchiesolcherlokaler Modelle aufgebauenal3t. In [MSE97 zei-
genR. Murray-SmithundT. Johanserin welchemengenZusammenhandasKonzeptder
lokalenModelle mit Konzepterausder Fuzzy-Logik, der Regelungstheorieger Neuroin-
formatik undder Statistiksteht.

Im Gegensatzumtop-down Ansatzvon M. Jordanet al. handeltessich bei demim fol-
gendenvorgestellterKonzeptum ein bottom-upVorgehenpeidemvon denEigenschaften
desLLM-Approximatorsausggangenwird, fir welchenin den Abschnitten3.2 und 3.3
Lernrggeln entwickelt wurden. Diese Eigenschafterwerdenstufenweiseauf ein System
lokaler ExpertenverallgemeinertHierbei wird sich herausstellendal3fir diesesSystem
kein gating network notwendigist. Zunéchssollenaberdie Vorteile lokaler Expertenge-
genubeglobalenMethodendiskutiertwerden.

4.1. Warum sind lokale Experten vorteilhaft?

WelcheKonstruktionsmerkmaleeichnerein Systemlokaler Expertenaus?Zunachsein-
mal misserfElemente”vorhandersein,die im Merkmalsraunjeweils einenklar definier

ten Aufgabenbereictinaben.Diese Bereichekdnnenentwedelin einemSelbstoganisati-
onsprozelermittelt odervom Systementwicklerorgegebenwerden.Haufig sprichtman
dann-in Analogiezu sozialenOrganisationstrukturen bei diesen‘Elementen”auchvon

Expertert. Desweiterenist ein Verfahrennotwendig,mit demdie Ausgaberder Experten
sinnvoll verknupftwerdenkdnnen.

Wie erwahnt,wird dasKonzeptlokaler Expertenseit einigenJahrenverstarktuntersucht
wird. Dabeihatsichherausgestelljalin solchenSystemerdaslokale LerneneineReihe

2Allerdings darf diesesKonzeptnicht mit denExpertensystemeder symbolischerkiinstlichenintelligenz
verwechseltverden DieseExpertensystemigeruherdarauf,dafidie Erfahrungeinesodervieler mensch-
licher Expertenin symbolischerRegeln formuliert wird, die automatischausg&vertetwerden[Sch8§.
Derim folgendernwichtige AspektdeslokalenLernensspieltbei diesenSystemerkeineRolle.
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von Vorteilengegenuberdsungsansatzeietet, welchedurchein globalesModell, des-
senParametemit einemglobalenVerfahrenbestimmtwerden,zum Ziel kommenwollen
[MS94:

e DasTrainingeineseinzelnerExpertenst numerisclreffizienteralsdasTrainingeines
groRenallesbeschreibendeNetzwerkgdMS94.

e DasglobaleTrainingfuihrt zu Parameterngdie aucheine globaleBedeutungchaben.
DadurchwerdensolcheNetzwerle schwerinterpretierbarim Gegensatadlazuhaben
die Parametetokaler Expertennur einebegrenzteWirkung und sind damitwesent-
lich besseruinterpretierefJJ934

¢ WennneueEigenschaftermntegriert werdensollen,dannist diesmit einemSystem
lokalerExpertereinfachzurealisierenindemein neuerExpertemit derentsprechen-
denEigenschaftinzugefugtwird. Bei einemglobalenModell ist in einemsolchen
Fall ein neuesTrainingnotwendigMS94.

e Auch wenn ein Systemlokaler Expertennicht immer eine optimale Approximier-
ungsqualitdaufweist,ist estrotzdemwegenseineohererRolustheitund Interpre-
tierbarleit einerglobalenModellierungvorzuzieherfMS94].

¢ In ein Systemlokaler Expertenkdnnenzwanglosverschieden&erfahrenund Algo-
rithmenintegriertwerden.Solcheheterogene®ystemesind mit globalenMethoden
nichtrealisierbafJJ934

Im nachsterAbschnittwird anHanddesGRBF-Netzwerksind desLLM-Approximators
ein SystemlokalerExperterentwickelt. DasdaraugesultierendeallgemeineKonzeptwird
zunachsvemleichenddiskutiert.Zum AbschluRdieseKapitelswird einkomplexeresBei-
spiel damgestellt,auf welchesfur die Regelungsaufgabeim Kapitel 6. und 7 nochzurtick-
gegriffenwerdenwird.

4.2. Verallg emeinerung des GRBF-Netzwerks auf
ein System lokaler Experten

Dasin Abschnitt3.2 vorgestelltemultivariate GRBF-Netzwerkist ebensawie der LLM-

ApproximatorausAbschnitt 3.3 zunachsein sehrspeziellesModell. Erst die Reduktion
dieseModelleaufihre wesentlichsteleigenschaftefiihrt zueinemSystemokalerExper
ten. DieseVerallgemeinerungoll in drei Schrittenerfolgen,derenResultatin Abbildung
4. 1illustriertist:

1. Schritt. Die Zwischenschichtaktitaten a, (x; ©¥) des GRBF-Netzwerksund
desLLM-ApproximatorswerdenausNormalerteilungerp(x|r; ©F¢4) [vgl. (2.36)]
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und statistischerGewichten P, berechnetVon nunansollendie p(x|r; ©F¢4) eine
beliebigefunktionale Form annehmerkdnnen.Die neuenFunktionenk, (x; ©Fp)
werdenim folgendenauchals lokale Kompetenzerbezeichneund definierendie
Zustandigleitsbereichaler lokalen Expertenr im Merkmalsraumwobei auf eine
globaleNormierung(2.59 wie im GRBF-Netzwerkundim LLM-Approximator zu-
nachstverzichtetwird. Somit weist sich jeder Expertezu einer Eingabex durch
k. (x; ©F*P) selbstandiginelokale Kompetenzu, welcheseineersteAusgabebil-
det. Von dieserAusgabewird nur gefordert,dal3sie Werte grof3erodergleich Null
annimmt.

2. Schritt. Zusatzlichzu diesererstenAusgabdiefert jederlokale Expertezur Ein-
gabex einenFunktionswertf, (x; ©XXM), dener auseiner beliebigenFunktion f,
berechnetDamit kannein lokaler Expertedurchein frei wahlbaresverfahreneine
Modellbildungvornehmendie nichtauf die konstantemModellef, desmultivariaten
GRBF-Netzwerksderdie linearenModelle f, (x; ©XLM) desLLM-Approximators
(3.41) eingeschréankist.

3. Schritt. Die statistischerGewichte P, der M lokalenExpertenwerdennicht auf
1/M fixiert, sonderreur heuristischerGewichtungihrer AussagerverwendetDie-
seParametebelkommendamitdie BedeutungeineribeigeordneterKompetenaind
werdenfortan mit K. bezeichnetSie sinddenlokalenExpertennicht bekanntson-
dernwerdendiesendurcheinenhierarchischibegeordnetenpachfolgendefxper
ten,densog.Entsdeider, zugeordnet.

Ein lokaler Experter hatalso als EingabeeinenMerkmals\ektor x € IR und gibt ei-

neSchatzungeinerokalenKompetenz, (x; ©7#P) undeinenFunktionswerf, (x; ©F+?)

aus,wobei die Funktionf, ein lokalesModell desfunktionalenZusammenhangsn Zu-
standigleitsbereictdesExpertendarstellt. Abbildung4.1 zeigteinenAusschnittauseinem
SystensolchelokalerExpertenln dererstenSchichterhalterdie sog.SpezialisterEinga-
benx (z.B.voneinemSensorsystem)ndberechneikKompetenzei, (x; ©F*7) und Funk-
tionswertef, (x; ©Z+7). Alle dieselnformationenwerdenzu einemneuenMerkmals\ektor
X'(x) = {k,(x; ©F%) f.(x; 0F=)|r = 1...M} € IR” zusammengefitund an einen
nachgeschaltetdixperten’, denEntscheidemweitergegebenDieserberechnetineneue
Kompetenz:,. (x'; ©57) undeinenneuerFunktionswerf,. (x'; O57).

Im Gegensatzzu den frei wahlbarenlokalen Modellen f.(x; ©OFP) der vorgeschalteten
Experten,ist die funktionale Form von £, (x'; ©5*") durch die Aufgabe des Entschei-
ders,die Aussagender vorgeschaltetereExpertenzusammenzufuhrergingeschranktin
Analogie zur Bildung desGesamtresultatseim GRBF-Netzwerk(2.62 und beim LLM-
Approximator(3.41) wird hier fur £, (x'; @ﬁ”’) einekompetitive Interpolationder Form

>ort, £ (x; OFP) K, by (x; ©FP)
Zivil Kk (x; @pr)

B (x (x); O57) =

T

(4.1)
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X X X

| $ $

Spezialisten Experte r-1 Experte r Experte r+1

K105 ) Krp (x:©530)

fraa(; 0 5F)
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fra(X; O ) fr(x;0 )

Entscheider Experte r’

kp 0 7P )

\ fe(c0F®)

Abbildung4.1.:Systemlokaler Experten. Ein Spezialist- hatZugriff aufdie Eingabedate.
Die AusgabeeineAssoIcheﬁokaIenExpertensetztsichausderlokalenKompetenic,, (x; @F“’””)
und demModell £, (x; ©7*P) zusammenDieselnformationenbilden zusammentie Eingabe

x’ fur denEntscheider’, derwiederumeinelokale Kompetenz,. (x'; @f“”’) undein Modell
f./(x'; ©5"P) berechnet.

gewahlt. Fiir ein gegebenest’ bildet £, (x'; @ﬁ“’) denzweitenTeil der AusgabedesEnt-

scheidersDen erstenTeil bildet die Selbsteinschatzung. (x'; ©5) seinerKompetenz,
die ergeman
M
k(X (x); ©01%F) = > Koky (x; %) (4.2)
r=1

durchLinearkombinationausdenKompetenze, (x; ©Z*?) dervorgeschaltetexperten,
sawie auseinemSatzvon Gewichten K., Uberdie er verfugt,berechnetDer Kompetenz-
bereichdesEntscheidersimfaltalsodie Kompetenzbereich#ervorgeschaltete®peziali-
stenundseineModellbildungreprasentiergéinelnterpolationdervorgeschalteteModelle.
DamitlaRtsichder EntscheidewiederalseinfacherExperteauffasserund beispielsweise
mit anderenlokalen Expertenparallel schaltenwennein weiterernachgeschaltetegnt-
scheidedie Zusammerdssungler Aussagenibernimmt.

In demobenformuliertenKonzeptfehlt zunachstegliche AussagdiberdaskonkreteVor-
gehenbei derModellbildungund derKompetenzbestimmun@iesist auchnicht dasZiel
einesSystemdokalerExpertenVielmehrsoll ein solchesSystemediglich einenallgemei-
nen konzeptionellerRahmenbilden, in dem verschiedend/lethodenzusammenarbeiten
konnen.
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- 1.0

k1(X;®1EXP) kz(X;egxp)

- 0.5

ks(X;egxp)

L 0.0

PID-Regler Neuro-Regler Fuzzy-Regler PID-Regler A
- 1.0

2,(x;0°)

- 0.5

T L 0.0
Abweichung x der Fi]hrungsgor-t?ﬂe von der Regelungsgrofie
Abbildung4.2.: Verhalten der lokalen Kompetenz.DasBeispielzeigtim oberenTeilbild die
lokalenKompetenzeminesNeuro-,Fuzzy und PID-Reglersin einemSystemlokaler Exper
ten. Untenist dagestellt,wie der Entscheideriber die Zustandigkiten z,(x; ©F2P) daraus
eine unscharfePartitionierungdes Merkmalsraumsberechnetin der Abbildung wurdendie
UbegeordneterKompetenze, aller Expertenauf Einsgesetzt.

Als Beispielfur ein SystemokalerExperterzeigtAbbildung4.2, wie ein Neuro-,ein Fuz-
zy- undein PID-Reglerin ein Regelungssysterimtegriert werdenkénneri. Im oberenTeil
der Abbildung sind die heuristischgewéhltenlokalen Kompetenzett, (x; ©F%F) derdrei
Expertendaigestellt,wobeider Merkmals\ektorz im gegebenerrall die Abweichungder
zu regelndenGrof3evon derenaktuellerMessungbezeichnetDer Kompetenzbereicles
Neuro-Relers ist durch die GauRfunktionk, (x; ©7*?) festgelgt, der BereichdesFuz-
zy-Reglersdurchdie trapezférmigerunktionk, (x; ©2*7), wahrenddie lokale Kompetenz
desPID-RajlersiiberdemgesamterMerkmalsrauneinekleine Konstantast. Im gewahl-
ten Beispielstellt der PID-Regler somit eine Art Notfallsystemdar, welchesimmer dann
regelndeingreifensoll, wennderNeuro-undder Fuzzy-Regler sich selbstzu kleine Kom-
petenzerzuweisenlm unterenTeilbild ist gezeigt,wie der Entscheider’ deneinzelnen
ExperterzundchszZustandigkiten

K. k.(x; @f”’)
Zi\il Kkq(x; GEW)

2 (X @fmp )

(4.3)

3Die verschiedeneRegelungskonzeptedie dieseRegler jeweils charakterisierenyerdenin Kapitel 5 noch
nahererlautert.
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zuordnetwelchenach(4.1) gemaf

M
£ (x'(x); 057) = > £ (x; OF) 2z, (x; ©5°F) (4.4)

b r’
r=1

zur Berechnungler Interpolationbenétigtwerden.Die Zustandigleitenreprasentierer
ganzanalogzu denZwischenschichtaktitdteneinesGRBF-Netzwerks- eine unscharfe
Partition desMerkmalsraumsyelchejeneBereicheadentifiziert,in denenvornehmlichein
bestimmteExpertedie Gesamtausgatféx; ©F=r) bestimmt.

Ein VegleichdesobendamgestelltenSystemsson lokalen Expertenmit der mixture of ex-
perts von R. Jacobsetal. [JJ93aJX93 JJ93h JJ94 AJ9€6 machtzweiwesentlichéJnter
schiededeutlich.Bei dermixture of expertsist ein speziellegatingnetwork vorgeschaltet,
dasanHandderEingabex die Entscheidungrifft, welcherExperteaktiv wird. In [JJ93b
wird als Beispieldie RegelungeinesRoboterarmsintersuchtyelcherdurchverschiedene
Nutzlasterbelastetvird. Die einzelnerExperterbekommenalsEingabedatetediglichdie
Raumloordinatendie derRoboterarmanfahrensoll. Nur dasgatingnetwork erhaltzusatz-
lich die Informationiberdie MassaderNutzlastundkannsodie Auswahl einesgeeigneten
Expertertreffen. In einemSystemokalerExperterwird dieseEntscheidunglaggenzum
Teil “dezentral”von den Expertengetrofen werden,indemdiesesich selbstandigkom-
petenzerzuweisenlnsofernder Entscheidedie Selbsteinschatzungder lokalenExperten
durchZuweisungibegeordneteKompetenzgeichte modifizierenkann,hater allerding
eineahnlicheFunktionwie ein gatingnetwork

Der zweite Unterschiedbetrifft dasTraining der Experten.R. Jacobset al. schlagenein
Training mit dem badkpropagation- oder dem EM-Algorithmus vor. Dabeiwerdenalle
Parameteder mixture of experts gemeinsantrainiert. Diesmachtbesonderslie nachtrag-
liche Erweiterungder mixture of experts um weitere Aufgabenund die Integrationvon
konventionellenverfahrenschwierig.Beim Systemlokaler Expertenist diesauf Grundder
vollstandiger_okalitat der ExperteneinfacherIn Kapitel 7 wird geradedieseEigenschaft
vongrofReBedeutungein,umverschieden®egelungserfahrenin ein Gesamtsysternur
RegelungderRuckstandserbrennungu integrieren.Esmul3aberangemerktverden,daid
die Entwicklungvon globalenOptimierungs-und Lernszenarierilr solcheSystemeein
kunftig nochndherzu untersuchendddroblemdarstellt.

Das sehroffene Konzeptder lokalen Expertenstellt also zunachsinur eine “K onstrukti-
onsanleitungfur die Entwicklungkomplexer, hierarchischeBystemedar, die z.B. fur die
Funktionenapproximatioaderdie RegelungtechnischeAnlagenverwendewerdenkdn-
nen.Im folgendenAbschnittwird am Beispiel der Funktionenapproximatioeiner mul-
tifunktionalen Datenfolgeillustriert, wie zwei konkrete Realisierungerstrukturiert sein
konnen.Auch diesebeidenRealisierungewon Systemenokaler Experterwerdenfur die
Regelungsaufgabeim Kapitel 6 und 7 nochvon Bedeutungsein.
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Abbildung 4.3.: Multifunktionale Datenfolge. Die links dalgestelltenDatenpunktesigeben
sichauseinemSystem welchesauf Grund einer stochastische®ynamik zwei verschiedene
Zustandss[t] € {1, 2} annehmerkann.Abhangigvom Zustands|¢] wird eineAbbildungy|t +
1] = foy(=[t]) ausgefuhrtdie zusatzlichnochleicht verrauschivird (roteundgriinePunkte).
Die beidenFunktionenf; (z) und f2(z) sindlinks als gestrichelteund durchgezogenekinie
eingezeichnetDie Datenfolge{z[t] |t = 1... N} folgt der stochastischeynamik eines
randomwalk: Die nachjedemZeitschritterfolgendeVerschiebng Az = z[t] — z[t — 1] wird
auseinemintenvall [—1/40, 1/40] nacheinerGleicherteilunggewdrfelt. Zusatzlichwird z[t]
nachjedemZustandswechselusdemintenall [—0.5, 1.5] neuinitialisiert.

4.3. Approximation einer multifunktionalen
Datenfolg e

Bei einer multifunktionalenDatenfolgeZ = (X, )) werdendie Ausgabedate)) nicht
nur durcheine Funktionf(x) : IRP — IRE sonderndurcheinenSatzvon S Funktionen
f,(x),s = 1...5, generiertDie Auswahl derjeweils aktuellenFunktionf, (x) kannda-
beibeispielsweiselurcheinendiskreten stochastischeRrozel¥rfolgen,dereinediskrete
stochastisch&ustandsfolges = {s[t] € IN|1 < s[t] < S,t =1... N} erzeugtEswerde
nunangenommendaidie Zeitreihe,welchedurchdie zeitliche Abfolge der ZustandeS
gebildetwird, einemhomogenemMarkov-ProzelJHak8 gehorchedereinelangsamver
anderlicheDynamik modelliert[Son97. Dies bedeutet(i) daRdie bedingteWahrschein-
lichkeit P(s[t], ¢t | s[t—1],t—1,s[t—2],t—2,...), dasSystenzumZeitpunkts im Zustand
s[t] zu finden,ausschlie8lictvom Zustands[t — 1] zum Zeitpunktt — 1 abh&angtund (i)
daRdie mittlere LebensdaueginesZustandsieutlichgré3erEinsist.

Die AufgabeeinesSystemdokaler Expertensoll nun sein,die gegebenemultifunktionale
DatenfolgeZ = {x[t],y[t + 1]|t = 1...N — 1} durcheinegeeigneteModellfunktion
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A

f(x; ©) zu approximierenDabeiist x[t| die zum Zeitpunkt¢ beobachtet&ingabeeines
dynamischerBystemaindy|t + 1] fal3tdie Systemantwrt zum Zeitpunktt + 1 auf diese
EingabezusammenDas Problemder ApproximationmultifunktionalerDatenfolgentritt
immer dannauf, wennein Systemvorliegt, welchesauf Grund von Unstetigleiten sehr
starle Schwankungenaufweist. Ein solchesVerhaltenwerdenwir in Kapitel 6 bei der
RegelungeinesBioreaktorsund in Kapitel 7 bei der Modellierungvon Ventilkennlinien
wiederantrefen.

Abbildung 4.3 zeigt links eine einfachemultifunktionale DatenfolgeZ, die durch S =
2 Zustandebestimmtwird. Im rechtenTeilbild ist ein Ausschnittausder Zeitreihe der
Zustandedagestellt,durchwelchezwischendenbeidenFunktionenf; () und f»(z) hin-
undhegeschaltetvird. DieseZeitreiheerflllt die beidenobenbeschriebeneAnnahmen.
Zusatzlicherflllt die Eingabedatenfolgg’ = {z[t] |t = 1... N — 1} die Dynamikeines
randomwalk ProzessefHak83. Um trotzdemeine gewisseGleichwerteilungvon X’ zu
erreichenwird beijedemZustandswechselt] neuausdemintervall [—0.5, 1.5] gewirfelt.

4.3.1. mGRBF-System fir eine multifunktionale Datenfolge

M. Sonnerhatin seinerDiplomarbeitein Verfahrenentwickelt, welchesdie obengeschil-
derte Aufgabenstellungbearbeitef Son97. Er fuhrt hierzu multiple GRBF-Netzwerk,
kurzdasmGRBF-Systernrein. Diesedst ein SystemokalerExpertendie jeweilsdurchein
univariatesSGRBF-Netzwerkder Form (2.59 gebildetwerden.Die AusgabedesmGRBF-
Systemswird nach(4.3) und(4.4) durch

L

f(x[t]; @FET) = 3 " fi(x[t]; OF P ) zft] (4.5)

=1
berechnetz;[t] sinddie ZustandigleiteneinesGRBF-Netzwerks undwerdendurcheine
gleitendeMittelwertbildung
1 1
alt] = (1= D)zl — 1]+ —ax[t — 1] ylt); @MmGRBE (4.6)

mit einemGedadnis 7 ausdenaktuellen Zustandigleitenz; (x[t — 1], y[t]; O™FEBF) ge-
bildet. Die aktuellenZustandigleiten werdenanalogzu den Zwischenschichtaktitaten
(2.59 einesGRBF-Netzwerkglurch

exp [ — (Bi(x[t — 1]; OFFFF) — y[t])?/20}]
Sroiexp [ — (fr(x[t — 1]; ©OFFBT) — y[t])?/202]

a(x[t — 1], y[t]; 0" ") = (4.7)

bestimmt.

Im mGRBF-Systenverdenalsodie Zustandigleiten(4.6) desl-ten GRBF-Netzwerksla-
durchfestgel@t, wie gut desserfFunktionenapproximationefiy(x[t — 1]; OFEEF) mit den
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tatsachlicherBystemantwrteny|[¢t] bei Eingabenx|t — 1] in der Vergangenheitiberein-
gestimmthaben Eine guteFunktionenapproximatiodurchdasi-te GRBF-Netzwerkiber
eine Zeitspanner fuhrt somitzu einergroRenZustandigleit z;[¢]. Tritt in der multifunk-
tionalen DatenfolgeZ ein Zustandswechseauf, so wird die Zustandigleit desnun am
besterpassende®RBF-Netzwerkzunehmemundentsprechendinebesseréunktionen-
approximation4.5) ausggebenlm gunstigsterrall wird im mGRBF-Systendurchjedes
der L GRBF-Netzwerk eineder S Funktionenf,(x), s = 1....S, dermultifunktionalen
Datenfolgeapproximiert.

Dieserldealfall kannnattrlich nur durchein problemangepal3tégaining der Parameter
OMCERBF — [QCURBF || = 1...L} eintreten.M. Sonneruntersuchin seinerArbeit das
MGRBF-Systemnur fir denFall f(z; ©™G¢EBF) . R — IR, d.h. nur fiir eine eindimen-
sionaleEin- und AusgabedatenfolgEson97. AuRerdemsetztM. Sonnervoraus,dal3die

Eingabedatenfolgel’ in einemendlichenintenall gleichwerteilt ist. Fir dieseSituation
schlagtM. Sonnervor, auf ein Training der Zentrene, € IR einesGRBF-Netzwerkszu

verzichtenund dieseaquidistanim gegebeberintervall zu verteilen.Fir dasTrainingder
Verbindungsstadnder L GRBF-Netzwerk modifiziertM. Sonnerdie outstar-Lernregel

(2.64), indemer dieseum die Zustéandigleiten(4.6) erweitert.Fir denr-ten Axonbaumf; ;

desl-ten GRBF-Netzwerk®rhalter somitdie Lernregel

Af, (x[t — 1], y[t]) = arg(x[t — 1); OF B 2 [t) (v [t] — £r4). (4.8)

Diese Lernrggel fuhrt dazu,dal3 jeweils dasjenigeGRBF-Netzwerkam starkstendurch
einenLernreiz (x[t — 1], y[t]) angepalwird, desservergangener-unktionenapproxima-
tionenf,(x[t — 1 — ¢); ©FRBF) ' — 1. .7, ambestenmit denZielausgabery[t — ¢'],
T=1...7,Ubereingestimmhbaben.

M. Sonneruntersuchin seinerArbeit die Stationaritatsund Stabilitatsbedingungeder
Lernregel (4.8) in Abhangigleit vonderGauBlbreiter, unddemGedachnisparameter Er
schlagtein Lernverfahrenvor, beidemzunéchst, undr relatv gro3gewahltwerden.Der
Lernvorganggliedertsich dannin zwei PhasenZunachstwird die Kompetitionzwischen
denlokalenExpertenverscharftindemo, langsanmverringertwird. Dadurcherfolgt eine
Spezialisierungler lokalen Expertenauf die jeweiligen funktionalenZusammenhange
derDatenfolgeZ. Da nacheinererstenSpezialisierunglie Qualitatder Funktionenappro-
ximationdurchdasMitlernen andereiZielfunktionenverringertwird, muf3in derzweiten
PhasalerGedéachnisparameterschrittweisaeduziertwerden bis schlief3lichjederlokale
ExpertegenaueineZielfunktion appoximiert.Ein sotrainiertesnGRBF-Systenist in der
Lage,jedederin der multifunktionalenDatenfolgeZ enthaltenerzielfunktionenin der
QualitateinesGRBF-Netzwerkgzu approximieren.

Abbildung 4.4 zeigt die Approximationder multifunktionalenDatenfolgeausAbbildung
4.3 mit einemMGRBF-Systemaus zwei GRBF-Netzwerkn mit jeweils 20 Zwischen-
schichtneuronerBei demin Kapitel 7 daigestelltemeuenRegelungssysterfur die Rick-
standserbrennungm Werk Burghausernwird das mGRBF-Systendazuverwendetdie
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Abbildung 4.4.: mGRBF-System fir eine multifunktionale Datenfolge. Das verwendete
MGRBF-Systenist auszwei GRBF-Netzwerknmit jeweils 20 Zwischenschichtneuronef-
gebautLinks sind die beidenFunktionenapproximatien f(z; OFEBF) und fo(z; OGRBF)
(rote und grineLinie) der multifunktionalenTrainingsdatenZ (rote und grine Punkte)dar
gestellt.Die Lagenc, der 20 Zentrensind durchdie schwarzenKreuzemarkiert. Dasrechte
Teilbild zeigt die Zugehorigleit 21 [¢] fur eine Testdatenfolget*s* (rote Line). Diesestimmt
nahezperfektmit dertatséchlicherZustandsfolge|[t] Uberein(schwarzePunkte).

Kennlinienvon stark nichtlinearen diskontinuierlichenFlussigleitswventilen zu approxi-
mieren.Damals(Oktober1997)standder LLM-Approximator nochnicht zur Verfigung,
derebenalls zur FunktionenapproximatioeinermultifunktionalenDatenfolgeZ geeignet
ist.

4.3.2. LLM-Appr oximator fur eine multifunktionale Datenfolge

Die FunktionenapproximatioeinermultifunktionalenDatenfolgeZ = {x[t],y[t+1] |t =
1...N — 1} c RP*® kannauchzwanglosmit einemLLM-Approximator geléstwerden,
bei demessichselbsterstandlickebenélls um ein Systemlokaler Experterhandelt.

Auf Grundder dynamischerStrukturder DatenfolgeZ ist esnun allerdingsnotwendig,
fur die Optimierungder ParameterOL™ einesLLM-Approximators mit einer anderen
DatenfolgeZ zu arbeiten Die einfachstéWahlist Z = {x[t], y[t],y[t+ 1]|t=1...N —
1}. Z setztsichausder Eingabedatenfolg&’ = {x[t],y[t]|[t = 1...N — 1} C IRP*X
und der Ausgabedatenfolg® = {y[t + 1]|t = 1...N — 1} c IRX zusammenDie
Eingabedatenfolg& umfaRtneberderaktuellenEingabex[t] auchdie Systemantwrt y|t]
auf die Eingabex[t — 1]. Da sichx[t] auf Grundder geforderterrandomwalk Dynamik
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Abbildung4.5.:LLM-A pproximator fur einemultifunktionale Datenfolge.Zur Funktionen-
approximationdesin Abbildung 4.3 gezeigtermultifunktionalenZusammenhangsurde zu-
nachstlie DatenfolgeZ @™ = {z[t], y[t], y[t+1] |t = 1... N—1} einerML-Dichteschatzung
mit einer Mischungaus20 multivariatenNormalherteilungenunterzogenlm linken Teilbild
sinddie daraugesultierendenreidimensionaleiokalenKoordinatensystema einerProjek-
tion auf die Ebenedagestellt,die durchdie Achsenz[t] undy|[t] aufgespannivird. Nachder
KonstruktioneinesLLM-Approximators f (x[t]; ©LM) emibt sich schlieBlichfiir eine Test-
datenfolgex®est = {z[t],y[t] |t = 1... N — 1} die rechtsgezeigteFunktionenapproximain.

nur langsamverandertenthéaltein Datenpunkik(t] = (x[t], y[t]) € X wegen

y[t] = £, (x[t]) (4.9)

nunauchdie implizite Informationdartiberin welchemZustands|t] sichdasSystemgera-
debefindet.Allerdings kannein grof3ereiSprungin der DatenfolgeX einenApproximie-
rungsfehleverursachendadann(4.9) nicht mehrerfillt seinmul3.

Mit einersolchenDatenfolgeZ kannentsprechendem VorgehenausAbschnitt3.3 ein
LLM-Approximator generierwerden welcherdie Funktionenapproximation

ylt+ 1] = f(x[t]; @) (4.10)
ausfuhrt.

Die beidenAbbildungen4.5 und 4.6 veranschaulichedasVorgehenbei der Konstrukti-
on der Funktionenapproximatio(d.10 fur die DatenfolgeausAbbildung 4.3. In diesem
Fallist Z ¢ IR}, ¥ ¢ IR>und) C IR. In Abbildung 4.5, links, ist in einer zweidi-
mensionalerProjektiongezeigtwie sichdie lokalenModelle desLLM-Approximatorsin
derdreidimensionale®atenfolgeZ verteilen.Abbildung4.6 zeigtdieselberiokalenMo-
delle zusammemit der Funktionenapproximatio(4.10 durchdenLLM-Approximator
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Abbildung4.6.:LLM-A pproximator flr einemultifunktionale Datenfolge.Die Funktionen-
approximationf (x[t]; ©LM) ausAbbildung 4.5 ist hier in einerdreidimensionalearstel-
lung gezeigt.Zusatzlichsind fur die 20 Normalerteilungendie lokalen Koordinatensysteme

undin rot die beidenFunktionenf; (z) und f2(x) eingetragenDie Abbildungmachtdeutlich,
wie sich beim LLM-Approximator die lokalen Expertennur auf Bereicheim Eingaberaum
spezialisierenin denemauchtatsachlichDatenvorliegen.

in einerdreidimensionalemarstellung.DasrechteTeilbild der Abbildung 4.5 illustriert
die Funktionenapproximatiodes LLM-Approximators fiir eine Testdatenfolget et
{z[t],y[t]|t = 1...N — 1}. DaderKomponentey[t] ein kleiner Rauschanteiaufaddiert
wurde(sieheauchAbbildung4.3) erhéltmankeineglatte Funtionenapproximatiorbasin
dieserAbbildungenskizzierteVorgeherkannnatirlichauchauf komplexere héherdimen-
sionalereDatensatzébertragenverden Entscheidendst, dal’derLLM-Approximator mit
einerEingabedatenfolgé’ trainiertwird, in derder Zustands[t] implizit kodiertist.

Der LLM-Approximator unterscheidesich in einer Reihe von Punktenvom mGRBF-
Systemvon M. Sonner:
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e DasmGRBF-Systenerlaubteine Zustandsdetektiomon s[t]. Diesist moglich, da
jedesder L. GRBF-Netzwerk Uberdie Zustandigleiten z;[t] auf einenZustandsit]
zeigenkann. Eine solcheZustandsdetektiomst beim LLM-Approximator nicht in
dieserexpliziten Weisemdglich.

e DasmGRBF-SystenbendtigtnichtzwingendeineEingabedatenfolgelie einerran-
domwalk Dynamik gehorcht.DieselangsameDynamik der Eingabedaterglie der
LLM-Approximator fur die Erfullung von (4.9) verlangt,ist aberin vielen realen
Problemstellungedie generisch&ituation.

e M. SonnehatdasmGRBF-Netzwerlaur fur gleichwerteilteeindimensional&inga-
bedateruntersuchtin hohenDimensionerfiihrt die AquidistantdPositionierungler
Zentrenc, zu sehrgroBemGRBF-Systemerksist auchnichtauf Anhiebklar, wie
einTrainingaller ParametedesmGRBF-System#ir eineFunktionenapproximation
f: IRP — IR auszusehehat.

e Im Gegensatzdazuist der LLM-Approximator vollstandigdichteorientiertNur in
Raumgebietenin denenDatenpunktevorliegen,wird aucheine Funktionenappro-
ximation durchgefuhrtDahersind fir einemit demmGRBF-Systenvergleichbare
ApproximierungsqualitadeutlichwenigerParameteerforderlich.

Zusammenfassung

Im erstenTeil diesesKapitelswurdeausderformalenStrukturdesLLM-Approximators,
der auchals eine Verallgemeinerungles GRBF-Netzwerksaufgeal3t werdenkann, eine
Konstruktionserschriftfir denAufbauvon Systemerokaler Expertenentwickelt. In den
Abschnitten4.3.1 und 4.3.2 wurden zwei Beispieleflr Systemelokaler Expertenvor-
gestellt,die sich beidezur Funktionenapproximatiomultifunktionaler Datenfolgeneig-
nen. Diese Aufgabenstellundhat nochmalsdie gute ApproximierungsqualitadesLLM-

Approximatorsgezeigt.Auf GrunddiesergunstigenEigenschaftenwvird in Kapitel 6 der
LLM-Approximatorfur die RegelungeinesBioreaktorseinsetztdersichdurcheinenicht-
lineareDynamikundstochastisch&ustandsanderungemszeichnetAuf dasKkonzeptdes
Systemdokaler Expertenwerdenwir in Kapitel 7 zuricklommen,daessichdort als not-
wendigerweisenwird, verschiedené&tratgien fur die Regelungder Rickstandssrbren-
nungin einemGesamtsysterau integrieren.
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Wie schonin der Einleitungerklartwurde,hatdie vorliegendeArbeit dasziel, aufbauend
auf denWeiterentwicklungerdes GRBF-NetzwerkmodellseueKonzeptezur Regelung
industrieller Anlagenzu entwerfen.Komplementarzu den hierzu erforderlichenGrund-
lagenausder Neuroinformatik,welcheim 2. Kapitel referiertwurden,ist es dahernun
notwendigzunachsauchentsprechendddasiswissemusder Regelungstheorieinzufih-
ren.DieseKenntnissesollenesermoglichendie in denKapiteln 6 und 7 darzustellenden
Aufgabenin der Spracheder Regelungstheorieu beschreibeninsbesonderwird im fol-
genderauf zwei etablierteRegelungserfahren,denPID- und denFuzzy-Regler, genauer
einggangendadieseMethoderzur vergleichenderkvaluationdervon mir vorgeschlage-
nenVerfahrenverwendetverden.

5.1. Grundbegriff e der Regelungstheorie

Im Jahrel963begrindeteN. Wiener mit seinemBuch “K ybernetik” [Wie63 einenda-
malsneuenForschungszweigDieserbeschétftigtesich mit der mathematischeBeschrei-
bung und modellartigenErklarungvon dynamischerSystemenwelchedurch die Rick-
fuhrungvon Informationenin einemRucklopplungssystemgepragtsind. Der inzwischen
etwas UberholteBegriff der Kybernetikumfal3tedamit Disziplinenwie die System- die
Nachrichten-und die Informationstheorielm besondereMaldeist aberauchdie heutige
Regelungstheorielurchdie Kybernetikbeeinflul3tworden.

Mit Regelung wird in Biologie und TechnikderVorgangbezeichnetgdaszeitlicheVerhal-
ten einesSystemsso zu beeinflussendal3ein bestimmteserwiinschtegiel erreichtwird

[FOI92. Wir hattenin der Einleitung mit der Beschreilnng der Bewegungsloordination
bei Lebavesenein sehrkomplexesBeispielkennengelerniNun sind zwar technischeSy-
stemevon viel geringererKomplexitat, aberdennochist die Regelungstheoriem Leben
desmodernerMenschenvon grofRerBedeutungAllerdingsist dieseTatsachéaufignicht
offensichtlich,dadie Regelungstheorién derunaufalligen Arbeitsweisevieler effizienter
technischeGerateverbogenist.

In derRegelungstheoriavird daszu regelnde,dynamischesystemals Stredke bezeichnet.
Dabeiwerdenauchdie verschiedeneMel3einrichtungenr- die Sensoen — und die Stell-
glieder— die Aktoren — zur Strecle gezahlt.Uber die StellgroBenx(t) € IRP werdendie
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StellgréRe x (t) Strecke Regelgrofe y (t) Stellgrée x (t) Strecke Regelgrofe y (t)
- Fuhrungsgrof3e w (t
Regler | FuhrungsgréRe w(t) Regler e ®

Abbildung5.1.: Geschlosseneund offener Regelkreis.

Veranderungeder an den D Aktoren einzustellendeerte vorgegeben.Die Regelgro-
Re y(t) € IR¥ liefert Informationentiber die Signaleder K Sensorerund machtsomit
AussageniberdengegenwartigerZustandder Strecle. Die AufgabedesReglersbesteht
nundarin,die Strecle sozu beeinflussendaRdie RegelgroRey (t) moglichstgut mit einer
vorgegebenerFuhrungsgroRew(t) € IR® UbereinstimmtHaufig wird dazueine Fuh-
rungsgroRenabwelting e(t) = w(t) — y(¢) eingefuhrt.Dabeibeschreibtw(t) die Ziel-
trajektorie,die dasSystemauf Grundder Regelungdurchlaufensoll. Das Gesamtsystem
ausStrecle undRegler wird auchals Regelkreis bezeichnet.

Abbildung5.1 zeigtzwei grundsatzlichverschieden&ethoden ginetechnischdregelung
zurealisierenLinks ist dasSchemainesriickgeloppelterRegelkreiseslagestellt.Bei ei-
nemsolchernSystengenerierderRegleranHandvon Fihrungsund Regelgrof3ereinege-
eigneteStellgroReAls einfacheBeispiellaRtsichhier die Regelungder Raumtemperatur
durcheinenMenschemennenAbhangigvon seinemeweiligen Befindenist ihm einebe-
stimmteRaumtemperatufFiuhrungsgrof3egrwiinscht Er vergleicht dieseWunschtempe-
raturmit der aktuellenTemperatu(RegelgréReund verstelltdementsprechendbsHeiz-
korpenentil (Stellgro3e)Bei demGesamtsysterilensch-Heizundgpandeltessichalsoum
einengeschlosseneniickgeloppelterRegelkreis.Wennder Regler jedochkeinelnforma-
tionen zur RegelgréRehat, spricht man von einemoffenen,bzw. nicht riickgeloppelten
Regelkreis.Dieserauchals Steuerungbezeichneté/organgwird haufigbei der Ablauf-
kontrollevon Geraterangevendet.

Die StellgroRex(t) € IR”, die RegelgroRey(t) € IRX unddie FuihrungsgroRev(t) € IR
kénnenskalareoder vektorielle Gré3ensein.Gilt D = K = 1 sprichtmanvon einem
single input-singleoutput (SISO) Regelkreis.Bei D # 1 und K # 1 wird ein multi-
ple input-multipleoutput (MIMO) Regler notwendig.EntsprechendindauchMISO- und
SIMO-Rgjler zu verstehen.

NachwelchenPrinzipienkannnun ein Regler konzipiertwerden?Fur die Konstruktion
einesfunktionstichtigerReglersist esunabdingbardalidie zu regelndeStrecle moglichst
gut bekanntist. NachderArt der ReprasentatiodiesesWissenskonnendrei grundlegend
verschieden®eglerklassemnterschiedemwerden:

e Bei der modellbasierten Regelungwird die Strecle durch ein analytischedVio-
dell beschrieberDerweitverbreitetdProportional-Intgral-Differential-Reler (P1D-
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5.2. ModellbasierteRegelungmit einemPID-Regler

Ragler) ist ein VertreterdiesesPrinzipsund wird in Abschnitt5.2 ausfuhrlicherer-
lautert.Der PID-Regler beruhtauf einerModellbeschreibngdurcheinelineareDif-
ferentialgleichungNeuereReglertypen,wie z.B. der Kalman-Filter[Kal60, Sor7(Q
oder der self-tuningregulator [AW73, MSW92 versuchendie Qualitat der Mo-
dellbeschreibng— und damitauchdesReglers— durchdie Verwendungvon nicht-
linearenDifferentialgleichungeru verbessern.

e Die erfahrungsbasierteRegelungist dannnotwendig,wenndie Strecle analytisch
sehrschwerodergar nicht beschreibbaist, aberdurch die manuelleRegelungder
Strecle ein grof3erErfahrungsschateerfiigbarist. Diesevon Menschergevonnene
Erfahrungkanndannz.B. mit Hilfe vonwissensbasierteBxpertensystemeisch86
oderderFuzzy-Logik [Zim93, DeS9] soformalisiertwerden dalRdasurspringliche
Vorgehenbei der manuellenRegelungdurcheineentsprechendAutomatik kopiert
wird. In Abschnitt5.3wird die ArbeitsweisecinesFuzzy-Reglersbeschrieben.

e DatenbasierteRegelungist pradestinierfir Falle,beidenenvederein analytisches
Modell der Strecle existiert, noch eine formalisierbaremenschlicheErfahrungzur
RegelungdieserStrecle vorliegt. Fur die ParametrisierungolchemRegler sindMel3-
datennotwendig,die dasVerhaltender Strecle in verschiedenersituationenund
UbereinenlangererZeitraumerfassenFernerwird ein Verfahrenbenétigt,welches
esgestattetdie ParameteausdenDatenzu extrahieren Daherbietensichneuronale
Netze,die datenbasierté&unktionenapproximationeermdglichen,als Regelungs-
werkzeugeaan.

Die meistenMethodender klassischerRegelungstheoriesind den modellbasierten/er-
fahrenzuzuordnernF6192. Auf Grund methodischefFortschritteund der kostengunsti-
genVerfugbarleit hoherRechenleistung sind die numerischaufwendigerererfahrungs-
bzw. datenbasierteRegelungserfahrenin denletztenJahrzehntemaberzunehmendktu-
eller gavorden.Anzumerlenist, dal3bei praktischerLésungerdie obige Einteilungnicht
eindeutiggreift, dadort haufigverschiedendlethodenzu hybridenVerfahrenkombiniert
werden.

5.2. Modellbasier te Regelung mit einem PID-Regler

Viele technischeStreclen lassensich nach Einfiihrung einesZustandsvektsr z € IR?

durchein linearesDifferentialgleichungssysteth Ordnungmit konstanterKoefizienten
modellieren.Der Zustandsektor z umfal3talle fir eine Beschreiling der Strecle rele-
vantenGro3en,fur die abernicht unbedingteine Messungvorliegt. Fur den Fall eines

lUniverselleinsetzbareind programmierbarenicro-contoller werdenin sehrhohenStiickzahlerprodu-
ziertundsindseitetwa 10 JahrersopreisgunstigdaRsichderEinsatzauchin alltéglichenGeréteriohnt.
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X (1) Strecke y ()
z(t)

pp ([0

Abbildung5.2.: SchemaeinesPID-Reglers.

SISO-Regelkreiseqd.h. D = K = 1) kanneinesolcheStrecle danndurch

d
@z(t) = A - z(t) + bz(t) (5.1)

mit denzeitunabhangigeRarameternA € IR?*Z undb € RP beschriebemwerden.In
vielenFallenkanndie RegelgroRey(t) alslinearabhéngigrom Zustandsektorz(t) ange-
nommerwerden.DiesesVerhaltenwird durchdie algebraisché&leichung

y(t) =c’ - z(t) (5.2)

mit ¢ € IRZ modelliert[Lud89.

Die meistenin der Industrieeingesetzterstandardrgler fur eine Strecle, die anndhernd
einerBeschreilnngdurch(5.1) und(5.2) gehorchtsindlineareRegler [Czi89. Der wich-
tigsteVertreterdieserReglerklassast der PID-Regler [F6192]

t
d
z(t) = Kp [e(t) + —/ e(r) dr + Tvae(t)], (5.3)
0
wobeihier der Fall einerSISO-Streck angenommemvird. Abbildung5.2 zeigteinenRe-
gelkreismit einemsolchenPID-Reler. Der PID-Regler berechneeineStellgroRex(t) auf
Grundlagevondrei Termen:

e DerP-Anteil Kpe(t) ist proportionalzur Abweichunge(t). Allein mit demP-Anteil
gelingtesabernicht, eine Strecle auf eineFiihrungsgroRe(t) einzurgeln,daim-
mereineAbweichunge(t) # 0 verbleiberwird [F6192).

e Erstderl-Anteil Kp/Tn fot e(r) dr vermagin Verbindungmit dem P-Anteil die
Abweichunge(t) zum Verschwinderzu bringen,indemdie Stellgro3ex(¢) propor
tional zur Summeder bis zum aktuellenZeitpunkterfolgtenAbweichungerberech-
netwird. Bei einer konstantenAbweichunge(t) = 1 entsprichtder I-Anteil zum
ZeitpunktderNadhaltezeitTy geradedemBeitragdesP-Anteils.Die nurlangsam
einsetzend®Virkung desl-Anteil fuihrt zu einemUberschwingemnler StellgroRer ()
unddamitauchderFihrungsgrofRg(t) [F6197].

100



5.2. ModellbasierteRegelungmit einemPID-Regler

>
>
3

Abbildung 5.3.: Zeitdiskr etisierung. Dasobengezeigtezeitkontinuierlicte Signalz(t) wird
mit einer Abtastperiodel’s abgetastetDasuntereBild zeigtdasso resultierendezeitdiskrete
Signalz[t] mit¢ € IN. Die punktierterLinien deuteran,dal3derWertvon z[t] biszumné&chsten
Abtastzeitpunkalskonstanangenommemird.

e Beim D-Anteil KpTyde(t)/dt ist die Neigungzum Uberschwingergeringerals
beimI-Anteil. Esstellt sichauchhier einebleibendeAbweichunge(t) ein, die aber
geringerist alsbeim P-Anteil. Da der D-Anteil beijedemFihrungsgréfZensprumng
einerstoRartigerstellgroRex(t) fuhrt, kannderD-Anteil in der Praxisnur mit einer
Tiefpal3filterungvor der Differenzierungverwendetwverden[Lud89. Zur Vorhalte-
zeit Ty ist der GleichstandzwischenD-Anteil und P-Anteil erreicht,wenne(t) = ¢

gilt.

Bei geeigneteiKombinationder P-, |-, und D-Anteile erhdltmaneinenPID-Regler, der
ein geringesUberschwingeraufweistund zu einerverschwindendefiihrungsgréRenab-
weichunge(t) fuhrt [Lud89. DaszentraleEntwurfproblenbeieinemPID-Reylerist daher
die Wahl der ParameterK p, T undTy, . Ist die Strecle annéherndalurch(5.1) beschreib-
bar, dannist die Parameterbestimmunlatv einfach[F6192 TCA71]. Ist allerdingsdie
Strecle nichtanalytischgenaubekanntwird die Festlggungder PID-Parameteim wesen-
lichenzueinemtrial anderror Problem KommennochNichtlinearitatenzeitlich variable
Systemparametemd- fur denFall einesMIMO-Regelkreises- starke Wechselvirkungen
zwischendenverschiedeneBtellgroRerhinzu,wird die Aufgabezunehmendchwieriger
Fur dieseSituationensind Verfahrennotwendig,die die PID-Parametekontinuierlichan
die Erfordernisseneuanpassertine dervielenMdglichkeitenist hier z.B. der self-tuning
regulator [AW73, MSW9Z.

Fur die praktischeRealisierungdurch einen Algorithmus kann der PID-Regjler nicht in
derobigenzeitkontinuierlichenForm (5.3) verwendetverden.Vielmehrmiisserzunachst
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die zeitkontinuierlichenGroRRerdiskretisiertwerden Abbildung5.3veranschaulichdiesen
Vorgang.Bei einersolchenAbtastungwird mit einerAbtastperiod€eTl’s die zeitkontinuier
liche GroRRez(t) zudenZeitpunktenkTs, k € IN, ausgelesenndderzeitdiskreterGrofie
z[k] = z(kTs) zugaviesen Eshandeltsich hierbeium eineeindeutigeabernicht umkehr
bare Abbildung. Der Vorgangder Abtastungwird im Folgendendurchdie Schreibweise
z[k] bzw z[t] mit k,¢t € IN angedeutetEine Abtastungist fir alle Regler notwendig,die
aufeinerinformationserarbeitunglurchdigitale Rechnetberuhen.

Nach[DL89] emibt sich nacheinersolchenAbtastungfir den PID-Regler der folgende
diskreteRegelungsalgorithmus:

0. Initialisierung

Ts/2 Tp — Ts/2 P
) CD = v/ a0 = m T /o
Tx P T, +Ts/2 b T, 4T /2

dr=Kp

1. Einlesen von w[t] und ylt]

2. Regel ungsschritt

elt] = wlt] —ylt]
zplt] = Kpelt]
zr[t] = xf[t — 1] + dr(e[t] + e[t — 1])
zplt] = cpxplt — 1] + dplelt] — e[t — 1))
z[t] zplt] + z;[t] + zplt]

3. Ausgeben von z[t]

4. Abwarten der Abtastperiode Ts: t«—t+1
Neuen Regel ungsschritt mt 1. beginnen.

In diesemdiskretenPID-Algorithmusgibt es zusatzlichzur Nachhaltezeifl’y und Vor-

haltezeitTy noch eine Dampfungszeitl'p. Dieser Parametercharakterisierdie fir den
D-Anteil notwendigeTiefpal3filterungder FiihrungsgréRenabweichunf]. Besondersur

FihrungsgroRegit], die starkmit einemRauscheehaftesind,ist einesolcheDampfung
wichtig, dasonstdasRauscherzu einerDestabilisierunglesRegelkreiseduihrt [Gee94.

Die Abtastperiod€él’s einessolchendiskretenPID-Reaglerssollte etwa 10 mal kleiner sein
alsdie kleinsteZeitkonstantedie fir die Strecle von Bedeutungst [Lud89.
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all Strecke vt
Defuzzifizierung Inferenz Fuzzifizierung | : wit]
: Regelbasis
Fuzzy-Regler

Abbildung5.4.: Prinizp einesFuzzy-Reglers.

5.3. Erfahrungsbasier te Regelung mit einem
Fuzzy -Regler

KorventionelleRegelungstechnién, wie der PID-Regler, habenviele Vorteile. Wenndie
zu GrundeliegendenAnnahmenerfiillt und die Parameterkorrekt eingestelltsind, dann
garantiererdiese Verfahreneine optimale Regelung; haufig weisensie sogareine hohe
RolustheitgegenibekleinerenStérungerundModellunsicherheiteauf[DeS95 Lud89.

Es sind aberaucheinige NachteilevorhandenDie Methodensind relativ unflexibel und
erlaubenkeine Grobeinstellungder Parameterauf Basisvon unvollstandigenoder unsi-
chereninformationen Auch kdnnensolchemodellbasierteVerfahrennichtauf qualitative
menschlicheErfahrungenzuriickgreifen,die durch eine manuelleRegelungder Strecle
gesammeltvurden.Erfahrungsbasiert@echnilen,wie z.B. der Fuzzy-Rejler, bietenhier
eineAlternative zu modellbasierteiiRegelungen.

Abbildung5.4 zeigtdenprinzipiellenAufbau einesFuzzy-Reglers.Die IdeeeinesFuzzy
Raylers,wie auchder Fuzzy-Logik, bestehtdarin, zunédchseine Regelbasis aufzustellen
und an Hand dieserRegeln Entscheidungeru treffen. Es handeltsich dabeiabernicht
um scharfdefinierteHandlungserschriften sonderrum unscharfesog.fuzzy Regein. Ei-
ne solcheRegel kdnntez.B. lauten: Wenndie Temperatusehrhochist, dannschliel3edas
Ventil schnell Um auf der GrundlagesolcherRegeln Entscheidungetreffen zu kénnen,
ist zunéchseineFuzzifizierungder Eingabedatey[t] und wt] notwendig.Dazuwird ei-
ne scharfdefinierteGroRe(z.B. der Me3werteiner TemperatureinerunscharferMenge
(z.B. sehrhoheTemperatuy zugeordnetDamittragtdasVerfahrenmoglichenMel3fehlern
undUnsicherheiteei derBestimmungder EingabedateRechnungDie eigentlicheEnt-
scheidungsfindungrfolgt durchdie kompositorisbelnferenzegel [Zad73. Abschliel3end
muf3nocheineDefuzzifizierungrorgenommenverden,um zu scharfdefiniertenAusgaben
zukommendie als StellgroRernx[t] verwendetverdenkdnnen.

In denfolgendendrei Teilabschnitterwird ein Fuzzy-SystemnachE. Mamdanibeschrie-
ben[MG87]. SeineArbeitsweisewird — parallelzu denfolgendenAusfihrungen-in Ab-
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Hsn(T) M, (T) M, (T) Hsn(T)

Zugehorigkeit

Temperatur T

Abbildung5.5.: Zugehdrigkeitsfunktionen.

bildung 5.6 graphischillustriert. Dabeihandeltes sich um keineumfassendé®iskussion,
sondernum eine knappeDarstellungder wichtigstenElementeeinesFuzzy-Reglers. Fir
eine eingehenddiskussionvon Verfahrender FuzzyTheorie sei auf die entsprechende
Literaturverwieser{Zad73 Zim93, Gra95 DeS9j.

Fuzzifizierung

Die FuzzifizierungordneteinescharfdefinierteGrol3ex einerfuzzy Menge A zu. Sei X

derWertebeeich derGroR3ex, d.h.seix € X. DannisteinefuzzyMengeA ein Teilbereich
von X, desserGrenzen-im Unterschiedzu klassischerMengen— nicht scharf,sondern
unscharfdefiniertsind. DasMal der Zugehdrigleit von x zur fuzzy Menge A wird durch
eineZugehdrigleitsfunktion 4 (x) ausgedriickiwelchedie Elementex ausX aufeinen
Wertausdemintervall [0, 1] abbildet,d.h.

pa:x € X — pa(x) €0,1]. (5.4)

Der Wert 4 (x) = 0 bedeutetlabei,daRx nichtin derfuzzy Menge A enthaltenist. Fir
Wertezwischerf) und1 isteinepartielleZugehoérigleitzu A gegeberundfiir p4(x) = 1ist
x aufjedenFall Elementvon A, wasin beidenFéllendurchx € A gekennzeichnetvird.
Fur die analytischeForm von p4(x) sind die verschiedensteAusdricle vorgeschlagen
worden.In dieserArbeit wird die Zugehorigleitsfunktionaberimmer durch die — auch
in der Literatur sehrublichen— Trapez-,bzw. Dreiecksfunktionerdamgestellt{Gra9g. Es
sei angemerktdalR eine Menge { A;} von fuzzy Mengen A; genaudanneine unscharfe
Zerlegungvon X bildet, wenngilt:

D pa(x)=1, VxeX. (5.5)

In diesenall lassersichdie Zugehdrigleitsfunktionerals bedingteWahrscheinlichkiten
P(A;|x) = ua,(x) derZuordnungvon x zu heuristischdefiniertenKlassen4; auffassen
[vgl. auchGleichung(2.43)].

Abbildung 5.5 veranschaulichtlasVVorgehenan einemBeispiel. Der WertebereichX ist
die Mengealler moglichenTemperaturengie durcheinenMel3wrgangermittelt werden
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kénnen.Innerhalbvon X werdenheuristischvier fuzzy Mengensn, n, h und sh definiert,
die den unscharferBegriffen sehrniedrige, niedrige, hohe und sehrhohe Temperatur
zugeordnesind.In derAbbildungsinddie Zugehdrigleitsfunktionerue, (), pn(z), pn(z)
und pen(z) dieservier Mengengezeigt.Fur sehrniedrigebzw. sehrhohe Temperaturen
nehmenrdie Zugehdérigleitsfunktionenue, (z) und us,(x) denkonstantenWert Einsan, so
dalBauchextremekleineundgroReTemperaturerrfal3twerden.

Bekannterweis&btnnenauf den scharfdefiniertenMengender klassischerMengenlehre
Operationerder zweiwertigenLogik ausgefuhriverden[BS91]. In der Fuzzy-Logik wer-
dendieseOperationerverallgemeinerund durch Zugehdariglkitsfunktionerentsprechen-
derfuzzyMengenausgedriickim folgendenwerdenjeneVerallgemeinerungexweiwert-
iger logischerOperationerdaigestellt,die fir einenFuzzy-Regler benétigtwerden.n der
LiteraturfindensicheineganzeReiheverschiedeneformulierungeriGra9g. Hier ist da-
hernurdie gebrauchlichsteeschriebefDeS93. DabeiseienA, B fuzzyMengenausdem
WertebereichX undC einefuzzyMengeausdemWertebereicly .

e DasKomplement A einerfuzzy Menge A ist gegebendurch die Zugehorigleits-
funktion

ua(x) = 1 - pa(x). (5.6)

e Die Disjunktion A U B zweierfuzzyMengenA und B ist definiertdurchdie Zuge-
horigkeitsfunktion

ptaup(x) = max{pa(x), up(x)}. (5.7)
e Die Konjunktion A N B zweierfuzzyMengenA und B ist definiertdurch
panp(x) = min{pa(x), pp(x)}- (5.8)

e Die fuzzy Implikation A — C ist eine Abbildung der beidenfuzzy Mengen A
und C auf einefuzzy Menge A — C ausdemKkartesischerProduktX x Y, die
ublicherweisedurch

pa-c(x,y) = min{pa(x), pc(y)} (5.9)

definiertwird [DeS93. Da dieseOperationm Gegensatzur Implikation derzwei-

wertigenLogik kommutatv ist, ist (5.9) im Grundenicht befriedigend Verwendet
mansiejedochim Zusammenhangonwenn- dann- sonst -Strukturendiein der

FuzzyLogik durchwenn A dann B sonst C = (A — B)U(A — C) gegebersind,

soliefert sie dort &hnlicheResultatewie die entsprechendeStrukturender binéren
Logik [DeS94.
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Regelbasis und kompositorisc he Inferenz

Am Anfangder KonstruktioneinesFuzzy-Reglers stehtdie Entwicklung einer geeigne-
tenRegelbasisk auf GrundlagesinersprachlicheBeschreilnngderKontrollregelndurch

einenmenschlicherExperten.Dieser Schritt ist analogzur Identifikation der Parameter
bei der Entwicklung einesmodellbasierterReglers. Die Regelbasisist aus einer Reihe

vonwenn- dann-Regelnaufgebautyelchedie Eingabeny undw in Bezugzur Stellgro-

Bex setzenWahrendder Regelungwird die Regelbasismit Hilfe der kompositorischen
Inferenzrgel periodischauf die aktuellenEingabgréRenangevendetund sodie Stellgré-

3e bestimmt.DiesesVorgehenwird nun fir den Fall einesSISO-Rglers nahererlautert

(vgl. auchAbbildung5.6)

Y:, W; und X, seienfuzzy Mengenauf denWertebereicheuder Regelgré3ey, Fuhrungs-
gréRew und Stellgrof3ex. Da fir jede Kombinationvon Y; und W; eine fuzzy Stellgro-
RenmengeX;, vorhandensein muf,ist der Index k& eine Funktionvon (i, 5), d.h. k£ =

k(i, j). EineRegel Ry; ;) ausderRegelbasisk ist danneinefuzzyMengeim Produktraum
Y x W x X undkannals

Ry  wenn (y € Y;) und wenn (w € VV,) dann (::: € Xk(,-,j)) (5.10)

formuliertwerden Die Ausdriicke vom Typ (y € Y;) werdendabeidurchdie entsprechen-
denZugehorigleitsfunktioneruy, (y) quantifiziert.Da die Regel (5.10 auseinerKonjunk-
tion und einerlmplikation aufgebautst, kanndie Regel Ry ; ;) auchmit Hilfe derbeiden
Vorschriften(5.8) und(5.9) ausgedruckiverden,

:uRk(i,j) (y, w, ZL’) = HllIl{/,LYl (y)a Hw; (w)) /'LXk(i,j) (.’L’)}, (511)
welchedie fuzzyMengeR,,; ;) definiert.

Alle Rggeln ausR sind durch Disjunktionen(5.7) verknipft,sodal3R selbsteinefuzzy
Mengeist. Daherkanndie Zugehdrigleitsfunktionux (y, w, ) dergesamtemRegelbasisk

auchausdenZugehdrigleitsfunktionenug, , ., (y, w, z) derEinzelregelnberechnewerden
[DP8Q DeS9%:

pr(y, w, z) = Hgf;x{unk(,-,j)(y, w, )} (5.12)

Mit Hilfe von (5.12 kannalsodasMaR derZugehdrigleit einesWertetripels(y, w, z) zur
Regelbasisk ausdenZugehdorigleitsfunktionervonY;, W; und X ;) bestimmtwerden.
Die Zugehdriglkitsfunktionux (y, w, z) ist im allgemeinenn einemhochdimensionalen
Raumdefiniertund beinhaltetdasgesamtduzzy Regelerk.

Ist einmaldasfuzzy Regelwerk als fuzzy MengeR definiert,so bendtigtmannocheinen
Algorithmus,um ausder aktuellenFiihrungsgroRev[t| und der RegelgréRey|t] auf eine
StellgroRRez|t] zu schlieRenDazu bemerktman, daR die Zugehdrigleitsfunktion (5.12)
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) By, ) ) M)

Ria1

Ro1,2)

R3e.1)

Ra2.2)

X[t]

Abbildung5.6.: Kompositorischelnfer enzregel. Skizziertwird dasVorgehenfur einenfuzzy
SISO-Regelkreis,fur denvier fuzzy Regeln Ry ; ;) aufgestelltwordensind (Zeilen 1-4). Ent-
sprechenavurdendie Regel- und FuhrungsgrofRemit jeweils zwei Zugehdrigleitsfunktianen
fuzzifiziert, diein denbeidenlinken Spalterdaigestelltsind. Die Zugehdrigleitsfunktionen der
entsprechendevier StellgréRersindin derrechtenSpaltegezeigt.Fir eineSituationy|t], wt]
werdenzunachstlie durch(5.11) definiertenug, , ,, (v, w, z) derRegeln Ry, ;) auf Zugehd-
rigkeitsfunktion@ pg,, ., (y[t], w[t], z) eingeschrankfschrafierte Funktionenin der rechten
Spalte).Die Ausfuhrungder kompositorischennferenzrgel (5.12 fuhrt zur Zugehdérigleits-
funktion px g (z) (untenrechts).Die Defuzzifizierungnachder Schwerpunktmethod¢b.19
liefert schlieRlichdie exakte StellgroRec|[t].
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5. Reelungstheorie

bei vorgegebenenNerteny(t] und w(t] die RegelbasisR C Y x W x X auf einefuzzy
StellgroRenmeng& [t] C X einschranktderenZugehorigleitsfunktiondurch

pixi (z) = pr(ylt], wlt], ) (5.13)

gegebenist. Im Rahmender Fuzzy-Logik ist diesefuzzy Menge X [t] daseigentlicheEr-
gebnisderAnwendungderRegeln Ry ; ;. Wegen(5.11) und(5.12) kannsieauchgeman

pxy(x) = maxmin{py; (y[t]), ww; (WIt]), wxi s (2)1] (5.14)

ausdeneinzelnerRegelnberechnetverden.Die Auswertungvon (5.14) wird alskompo-
sitorischelnferenzrgel bezeichnetindwird in Abbildung5.6aneinemBeispielillustriert.
Zur Festlgungdereinzustellende®roRex[t] muRdiesesErgebnisanschlielRendochde-
fuzzifiziertwerden.

Defuzzifizierung

Hierzu sind verschieden&erfahrenvorgeschlagenvorden[Gra93. Dastblichsteist die
Schwerpunktmethoddaei der der Schwerpunkider Zugehdrigleitsfunktion . x () als
exakterWert fur die StellgréReverwendetwvird:

_ J zuxp(2) dz
[ pxy (@) de

z[t] wird als StellgroReandie Strecle weiteigegeben DiesesDefuzzifizierungs-¥rfahren
fuhrt—im Gegensatzu andererVerfahren- zu eineretwastragenaberrechtrobustenRe-
gelung[DeS93. Abbildung5.6illustriert dashier skizzierteVorgehenaneinemBeispiel.

z[t] (5.15)

Zwar laRit sich dasKonzeptder Fuzzy-Regelungauf MIMO-Regler verallgemeinernin
diesemFall misseraberwesentlichmehrZugehdarigkitsfunktionerund Regeln definiert
werden,so daf3die Erarbeitungeineskonsistenterund sicherarbeitenderRegelwerks zu
einersehrzeitaufwendigemundkompliziertenAufgabewerdenkann.

Fuzzy -Regler nach M. Sugeno

Fur die Evaluationvon verschiedeneiRegelungsaufgabem Kapitel 6 und 7 wurde ein

Fuzzy-Reyler nach M. Sugenoeingesetztder einen Spezialéll des oben dagestellten
MamdaniFuzzy-Reglers darstellt[Sug8§. Bei einemSugenoFuzzy-Regler werdendie
Zugehodrigleitsfunktionender StellgroBez in (5.10 durchfuzzysingletonsux, , . (z) =

§(x — (i 5)) beschriebenyobei Xy ; ;) eineentarteteMengeist, die genaudenWertzy; ;)

umfaRt.Wird mit dieserZugehdriglkitsfunktiondie Defuzzifizierung(5.15 ausgefihrtso
erhaltmandenAusdruck

_ 2ok Tk, (y[t], wlt])
> e (Y[t wit])

z[t] (5.16)
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5.4. Datenbasiertegelungmit neuronalerNetzen

wobei g, (y, w) nundie Zugehorigleitsfunktionzur k-ten Regel ist. Sovohl ein Fuzzy-

SystermachE. MamdanialsauchnachM. SugendkannstetigeFunktionerbeliebiggenau
approximiererfJou93. Dadie Auswertungvon (5.16) aberwesentlicheinfacherist alsvon

(5.19, werdendie Fuzzy-Reglerin Kapitel 6 und 7 nach(5.16) realisiert.

Der Vemgleich von (2.62 und (5.16 zeigt die enge Beziehungzwischendem GRBF-
Netzwerkund einem Fuzzy-System.Wie die Aktivierungsfunktion(2.59 beim GRBF-
NetzwerkkannderAusdruckug, (y[t], w(t])/ >, pr,, (y[t], w(t]) alsPartitionierungsfunk-
tion einesMerkmalsraumserstandenverdendervony(t] undwt] aufgespannivird. Auf
Grundder vielfaltigen Gemeinsaméitenvon Fuzzy-Systemerund kinstlichenneurona-
len Netzwerlenistin denletztenJahrereineReiheverschiedeneNeuroFuzzy-Systemen
entwickelt worden(z.B. [Kos92 Hay92 NK95]).

5.4. Datenbasier te Regelung mit neuronalen Netzen

Datenbasiert®egelungserfahrenwerdenvorzugsweisauf Regelkreiseangavendet,bei

denerentwedekeineanalytischeVlodellbildungmdglichist oderbei deneneineFormali-
sierungvon Erfahrungerzu kompliziertist [MSW9Z]. In diesenFallenverbleibtnur noch
die Moglichkeit, durchdie Analysevon Mel3datendie fur denRegelkreisarchwviert wur-

den, eine Regelungzu konstruierenEine solchedatenbasiert®egelungzielt daraufab,
dasEingabe-Ausgabe-érhaltender Strecle oderdie Vorgehensweiséei manuellerRe-
gelungdurchanalytische~unktionenzu approximierenWie in Abschnitt2.3.1dagestellt
wurde, stellt sich hier dasProblemder Wahl einergeeigneteri-unktionenklasseyelches
durchdasFehlenanalytischeModellvorstellungeniberdasEingabe-Ausgabe-érhalten
der Strecle oder Uberdie Regelungsstraigie des Streclenbetreiberserscharftwird. Da
neuronaleNetze,wie das GRBF-Netzwerk universelleFunktionenapproximatoresind,
die fur hinreichendglatte Zielfunktionensavohl gute Approximations-alsauchGenerali-
sierungsfahig&itenaufweiserundderenParameterzaldennochn Grenzergehalterwer-

denkann,scheinersiefiir die genanntéAufgabenstellungyeradezipradestiniertzu sein.
DieseHypothesewar, wie ich mehrach betonthabe,auchder Grund fir meineeigene
Anstrengunggein Regelungskonzeptzu entwickeln, dasArchitekturprinzipienvon GRBF-
Netzwerlentbernimmt.

Bei der Entwicklung einer neuronalerRegelung kann zwischendrei grundsatzlichver-
schiedener\nsatzergewvahltwerdendie unabhangigyonderWahldesneuronalemNetzes
sind[Bar9(. Bei derKonstruktioneinesspeziellerReglerswird haufigauf Erweiterungen
oderKombinationerdieserdrei Ansatzezuruckgegriffen (siehefMSW92 fir eineReihe
von Anwendungen)Bei dendrei Mdglichkeitenhandeltes sich um (i) dasKopierenei-
nervorhandenemegelung,(ii) die Systemidentifikatiorund (iii) die inverseSystemiden-
tifikation. Im folgendenwerdendiesedrei Ansatzefir denFall einesSISO-Regelkreises
vorgestelltund diskutiert,ohnedalRauf die konkreteRealisierungeinersolchenRegelung
eingeggangernwird. Eswird hier wiederdavon ausggangengdalidie fir eineRegelungnot-
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XM | Strecke yld

- | Regler elt @X"ﬂ

Zielausgabe

A | neuronales| g[q j

X[t] Netz -——Verzogerung
-— — — — — — - -] <_

Abbildung5.7.:Kopieren einer Regelung Die SkizzezeigtdenInformationsflu¥ir dasVor-

gehenbeiderKopie einerschonvorhandenemegelung.Hierzuwird dasneuronaleNetzwerk
parallelzur RegelunggeschaltetDie ArbeitsrichtungdesNetzwerkswird durchdendicken
PfeilinnerhalbderBox angedeutetVahrenddesTrainingswerdendemNetzwerkdie Eingabe-
undZielausgabedatefutinnePfeile) zugefinhrt.

wendigenFuhrungs-Regel- und StellgroRerin zeitlich diskretisiertef~orm w(t], y[t] und
x[t] vorliegen.

Kopieren einer Regelung

DiesesVerfahrennimmteineZwitterstellungzwischererfahrungs-unddatenbasierteRe-
gelungein, da vorausgesetawird, dal3schonErfahrungenbei der Regelungder Strecle
vorliegenundentsprechendin einigermal3eauverlassigarbeitendeRegler existiert. Die-
serRgyler—z.B. ein PID-Rgler odererfahreneBedienpersonat soll durchdasTraining
einesneuronalerNetzwerkskopiertwerden.Erfahrungengdie in Bezugauf die Regelung
einerStrecle gesammeltvurden,sollenalsonicht durcheinenRegelsatz wie z.B. beider
Fuzzy-Regelung,formalisiert,sonderrdurchdasTraining mit denarchvierten Datenauf
einneuronaledNetzabgebildewerden.

Wie im SchaltbildausAbbildung5.7 gezeigtist, bildenbeimKopiereneinesReglersdurch
ein neuronaledNetz die FuhrungsgroRenabweichungejt| die Eingabedateriir dieses
Netz und die StellgréRenz[t] desReglersdie von ihm zu approximierenderZielausga-
bedatenWéahrenddesTrainingswerdender vorhandeneRegler und dasneuronaleNetz
parallel geschaltetWenn das Training abgeschlosseist, wird der urspriinglicheRegler
ausdemRegelkreisentferntunddie Strecle mit der StellgréRenausgatagt| desneurona-
len Netzesgeragelt. Um auchdie dynamischerEigenschafterder Regelungkopierenzu
kdnnen,ist essinnvoll, nicht nur die aktuellenFihrungsgréRenabweichunge] fur das
Training zu verwenden sondernEingabeektorené[t] = (e[t],e[t — 1]...e[t — Te]) zu
generierendie die T, — 1 vergangenerruhrungsgrofRenabweichungemfasser{ \WS85.
Dieskannin einersog.\Verzégrungsstede erfolgen.FurdasKopierenwird alsoein Ein-
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5.4. Datenbasiertegelungmit neuronalerNetzen

Ul Strecke vl alll Strecke yll
Zielausgabe Zielausgabe
. X[f] |neuronales R R neuronales| g .
Verzbgerung Netz VIt X[t Netz <—1{Verzbgerung
—_ . - <-4 -

Abbildung 5.8.: Systemidentifikation und inverse Systemidentifikation. Bei der System-
identifikation (links) sind Ein- und Ausgangder Strecle und desneuronalerNetzesparallel
geschaltetBei derinversenSystemidentifikatior{rechts)werdenStrecle und Netzwerkanti-
parallelvertunden.

gabedatensat¥ = {&[t] |t = 1... N} undein Ausgabedatensai = {z[t] |t =1... N}
bendtigt.

DasKopiereneinerschonvorhandeneRegelungkannauszwei Grinderangemessesein
[Bar9Q:

e HandeltessichumeinemanuelleRegelung,dannkanndurchdasKopierendie Reak-
tionsgeschwindig&it unddie Zuverlassigleit der Regelungdeutlicherhéhtwerden.

e Wird fUr die Kopie ein neuronalesNetzwerkherangezogergesserinterne Repra-
sentatiorder Funktionenapproximatiogut interpretierbaist (wie z.B. beim GRBF-
Netzwerk),dannkoénnendie vom PersonalverwendeterKontrollregeln durch die
Analyseder Netzwerkparameteoffengel@t werden.Durch eine Justierungdieser
ParametekannsoeineVerbesserunder Regelungerreichtwerden[WS64.

Systemidentifikation

Im Gegensatzzum obigen Vorgehenberuhtdie Systemidentifikatiorausschlief3lichauf
MelRdatendie dasEingabe-Ausgabe-arhaltender Strecle beschreiberjBar9d. Abbil-
dung 5.8 zeigt den Informationsflul3fir diesesVerfahren,bei demdie Ein- und Ausga-
bedatender Strecle die Ein- und Ausgabedatenles neuronalenNetzesbilden. Um die
dynamischertigenschafteder Strecle zu approximierenkannwiederumdurcheineVer-
zOgerungsstreekein neuerEingabeektor x[t] = (z[t], z[t — 1]...z[t — T,]) gebildet
werden.Esgilt alsoX = {x[t] [t =1...N}und)Y = {y[t] |t = 1... N}. Manerhaltso
durchdasTrainingdesneuronalerNetzes(2.50 mit denTrainingsdaterg = {X', Y} ein

A

rein datenbasierteldlodell der Strecle, welchesdie Abbildungy[t] = f(x[t]; ©) ausfiihrt.

Wie kannmit Hilfe einersolchenSystemapproximatiorf(x[t]; ©) ein Regler konstruiert
werdenZEine ersteMdglichkeit bietetsichan,wennausderfir die Systemapproximation
verwendeterFunktionenschaf(x; ©) direkt ein Regler entwickelt werdenkann.Dieses
Vorgehensetztnicht zwingenddie Anwendungvon neuronalerNetzenvorausund wird
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5. Reelungstheorie

z.B. auchbei der KonstruktionadaptiverReagler verfolgt [GS84. Wenndie Funktionen-
scharf(x; ©) einanalytischedlodell der Strecle ist, dannzeigensolcheadaptvenRegler
einegrolReAhnlichkeit mit denmodellbasierteReglern.DerwesentlichaJnterschiediegt
dannnur nochdarin, dal3die ParameterinesmodellbasierteriReglers (z.B. PID-Regler)
vor und die Parametereinesadaptven Reglerswahrend der Regelungangepaldtverden
[FOI92.

EineweitereMdglichkeit zur Reglerkonstruktionergibt sich,wenndie Systemapproximati-
on f(x[t]; ©) alspradiktvesModell der Strecle aufget3twird. Wennzu einemZeitpunkt

t die FuhrungsgroRe [t] durcheine— zunachshicht bekannte StellgroRez[t] eingestellt
werdensoll, dannmuRRgeradew(t] = §[t] unddamit

A

wlt] = f((z[t], z[t — 1] ...zt — T,]); ©) (5.17)

gelten.Da alle vergangenerStellgroRenc]t — 1] ... z[t — T,] bekanntsind, kann (5.17)
nachder StellgroRex[t] aufgeldstwerden.Diese StellgroRefihrt zu einer Netzausgabe
y[t], dieim Rahmerder Qualitatder Systemapproximatiomit der geviinschterAusgabe
y[t] = wlt] der Strecle Ubereinstimmemvird [MSW92.

Inverse Systemidentifikation

Die in Abbildung 5.8, rechts,skizzierteinverse Systemidentifikatiorstellt einendirek-
terenZugangzumReglerentwurfdar[Bar9Q. Hier wird die verzégerteRegelgroRey[t] =
(y[t], y[t —1]...y[t —T,]) alsEingabeunddie StellgroRez|t] alsZielausgabeinesneuro-
nalenNetzesgewahlt. Der TrainingsdatensatzetztsichalsoausX’ = {y[t] |t = 1... N}
undY = {z[t] |t = 1... N} zusammenWird ein Netzwerkmit einemsolchenDatensatz
trainiert, dannerhaltmanmit z[t] = f(y[t]; ©) ein inversesModell der Strecle. Dieses
inverseStreclenmodellkanndirekt zur Regelungder Strecle verwendetverden,indeman
die EingabedesNetzwerksdie FlihrungsgroRer[t] = (w(t], y[t —1] ...yt —T,]) angel@t
wird. Die Netzwerkausgabg|[t| ist danngeradediejenigeStellgroe die an die Strecle
weitelgegebenwird.

Daswesentliché’roblembeiderApproximationeinesnverserModellstritt auf, wennver-
schiedenétellgrofRenz[t] eineéhnlicheStreclenausgabg|t] zur Folge habend.h. wenn
die Strecle nicht eineeineindeutigeAbbildung darstellt{Bar9d. Die meistenneuronalen
Netzeneigenin diesemFall dazu,Uberdie verschiedeneZielausgaben:[t] zu mitteln.
Trotz dieserSchwierigleit ist die inverseSystemidentifikatiorauf Grund der einfachen
Moglichkeit desReglerentwurfsfir eine Reihevon Kontrollaufgaberdokumentiertwie
z.B.beiderKontrolleeinesRoboterarm$WMS9]] (sieheauch[MSW92 fir weitereBei-
spiele).

Die geradevorgestelltenMethodenzum Entwurf einer datenbasierteRegelungsind zu-
nachsnuralsprinzipielleLosungswrschlageuverstehenBei derkonkretenRealisierung
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5.4. Datenbasiertegelungmit neuronalerNetzen

einerKontrollaufgabewird esaberzumeistnotwendigsein, eine Kombinationbzw. Mo-

difikation dieserdrei Verfahrenanzuwendenln Kapitel 6 wird als Beispielfur eine da-

tenbasierteRegelungdie Kontrolle eineseinfachenbiochemischerProzessesliskutiert.
Dazuwird eineSystemidentifikatiomler Strecke mit einemmodifiziertenGRBF-Netzwerk
durchgefuhrtUm guteReylereigenschaftenu erhaltenwird esdort notwendigsein,nicht

nur die StellgréRex|[t] sonderrauchdie FiihrungsgroRg|t] als Eingabefiir dasneuronale
Netzzuverwenden.
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6. Regelung eines Bioreaktor s im
Computere xperiment

Die beidenetztenKapitelhabenm wesentlicherzu zwei Ergebnissegefuhrt:(i) eswurde
ein sicherkorvermierenderAlgorithmuszur Dichteschatzunglurcheine Mischungmulti-
variaterNormalerteilungenbereitgestellund daraufaufbauendder LLM-Approximator
abgeleitet;darauswurde (ii) eine Konstruktionserschrift fir ein Systemlokaler Exper
ten entwickelt, welchesin engerBeziehungzum GRBF-Netzwerksteht.Dasvorliegende
und dasfolgendeKapitel habenzum Ziel, diesebeidenErgebnisseauf jeweils ein Re-
gelungsproblenanzuwendenDabeiwerdenwir unszunachstdemProblemwidmen,ein
nur als mathematischellodell existierendesSystem- einenBioreaktor — durcheinein-
verseSystemidentifikatiormit einemLLM-Approximator zu regeln. Die Dynamik eines
solchenBioreaktorsist verschiedenemichtlinearenEinflissenunterworfen [ALLR82].
Entsprechendchwierigist die Regelungeinessolchenkomplexen,dynamischersystems
[PJ93 KLP94, MSW92.

DasfolgendeKapitel ist in drei Teile gegliedert. Zunachstwird die Systembeschreilmg

vorgestelltund die Dynamik desBioreaktorsuntersuchtAnschlie3endverdenmit einem
PID-, Fuzzy-, und Neuro-Rgler drei verschiedenddglichkeitenzur Regelungbeschrie-
benunddiskutiert. Den Abschluf3bildet die Darstellungder quantitatven Ergebnissedie

mit denuntersuchte®eglernerzieltwurden.

6.1. Dynamik des Bioreaktor s

DerZweckeinesBioreaktorsst die HerstellungoiologischeProdukte(z.B. von Hefeoder
von Insulin) unterAusnutzunglerReproduktionsfahigiit unddesStofiwechselgeeigne-
ter Zelltypen.Im einfachsterfall ist ein BioreaktorauseinemTankaufgebautderWasser
undZellenenthalt.Abbildung 6.1 zeigteine SkizzeeinessolchenReaktorzusammemit
einemRegler, der Einfluld auf die Ventilstellungv(¢) nimmt. Die Zellenim Reaktortank
verbrauchemahrstofe, erzeugerdurchihren Stoffwechselerwiinschtevie unerwiinschte
Produkteundreproduzieressich,falls die Umgelungsbedingungefz.B. TemperaturkKon-
zentrationervon Nahr und Abfallstoffen) geeigneeingestellisind. Der Tankverfligttiber
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Stellventil
Substrat mit Nahrstoffkonzentration S

A —>
Ty Durchfluf3 F(t)

Reaktionstank mit
konstantem Volumen V

- o X(t) Zellkonzentration
Regler | Messung )
- ® S(t) Nahrstoffkonzentration

Nahrstoffe und Zellen
_>

Durchflu® F(t)

Abbildung6.1.: SchematischeDarstellung einesBioreaktors.

einenZu- und einenAbflul, so dalReine nédhrstofhaltige FlUssigleit bei konstantefTank-
fullung eingebrachtverdenkann. Bioreaktorenkdnnenin ihrem dynamischerVerhalten
sehrkomplex werden,da die Zellen selbstrgelndeSystemesind, derenWachstumsund
ProduktionsratstarkvonderUmgehungabhéngtDie einfachstemathematischBeschrei-
bungeinesBioreaktorsst dercontinuoudlow stirredtankreactor (CFSTR)[MSW9Z]. In
diesemModell hangtdie ZellkonzentrationX (¢) nur von der NahrstofkonzentrationS(t)
ab,die sichbeieinemDurchfluBF'(t) durcheinenBehalterdesVolumensV einstellt.Die
KonzentratiorSr derhinzugefugterNahrstofe seikonstantDamitlal3tsichdasDifferen-
tialgleichungssystem

%X(t) - —F(t)XT(t) + A(S()X (t) (6.1)
d SF — S(t) -
50 = ()™= — 5(SM)X (1) (6.2)

aufstellenDie zeitlicheAnderungder ZellkonzentrationX (¢) hangtlinearvom Durchfluf3
F(t) undlberdie Wachstumsate [i(S(¢)) nichtlinearvon deraktuellenZellkonzentration
X (t) abh Analognimmt die NéhrstofkonzentrationS(¢) zu, wennmehrNahrstofe in den
Tank eingebrachtverdenals in diesemgeradevorhandersind. Die Nahrstofkonzentrati-
on S(t) hangtwegender Nahrstofverbrauchsrate 4(S(t)) wiederin nichtlinearenVeise
von der ZellkonzentrationX (¢) ah DasSystemist alsolinearim DurchfluRF'(¢) und we-
genderWachstumsrat@(S(¢)) und der Nahrstofverbrauchsraté(S(t)) im allgemeinen
nichtlinearin derNahrstofkonzentratiorS (¢).
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S L e

Ndhrstoffverbrauchsrate
4 I -
2 — -
wrt Wachstumsrate | |
wCs) |1

C?OX

Ob o v v v v R R DR
0.0 0.2 0.4 0.6 0.8 1.0

Ndhrstoffverhdltnis C,

Abbildung 6.2.: Wachstumsrate 1(C2) und Néahrstoffverbrauchsrate o(Cs) als Funktion
desNahrstoffverhaltnissesCs. DasMaximum p™** der Wachstumsrateei C5*** hateinen
entscheidendeRBinflu auf die Existenzvon Fixpunten(vgl. auchTabelle6.1).

Mit denDefinitionen[ALLR82]

Cot) = );—(;) ooty =550 = @ (6.3)
und

p(Cs(t)) = f(Se(1 —Ca(t))),  o(Ca(t) = 5(Sr(1— Calt))) (6.4)

kénnendieseGleichungernn einedimensionslosendkompakterd=orm gebrachtverden.
Cy(t) ist ein dimensionslosebBlahrstofverhaltnis, welchesimmerim Intervall [0, 1] liegt.
Ein groRBex’,(t) bedeuteeineniedrigeNahrstofkonzentratiorundvice versa.lm folgen-
denwird auchdie ZellkonzentrationC (¢) auf dasintervall [0, 1] und der DurchfluBu(t)
auf [0, 2] eingeschrankfALLR82]. Mit denDefinitionen(6.3) und (6.4) kanndasDiffe-
rentialgleichungssystex.1) und(6.2) zu

901t = ~Cult)u(t) + o) r(1) = H(C) (6.5)
900(t) = ~Colt)u(t) + o(Ca()C1(1) = H(C() (6.6)
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FixpunktC>% | 0 <u < 1 Sattelpunkt
washout 1 <u < pmex stabilerKnoten
FixpunktC*! | 0 < u < 0.2402 stabilerKnoten

0.2402 S u < 0.8288 stabilerFocus
0.8288 < u < p™>  instabilerFocus
FixpunktC%? | 1 < u < pmax Sattelpunkt

Tabelle6.1.: Eigenschaftender Fixpunkte desBioreaktors.

umgeformtwerden.Der PunktC = (C, Cs) beschreibzusammermit dem Durchflul3
u(t) vollstandigdenZustanddesBioreaktors.

Ein einfachesModell fur die Wachstumsratg(C5) unddie Nahrstofverbrauchsrate(Cs)
ist dassog.substateinhibition model [ALLR82] mit

w(Cy) = (1 — Cy)e® (6.7)
und
o(Cy) = H(C2)%- (6.8)

Die beidenParametery und g werdenentsprechendemVorgehenvon [MSW9Z] fur den

RestdiesesKapitelsaufy = 0.48 und 8 = 0.02 festgehaltenAbbildung 6.2 zeigt den

Verlauf der beidenFunktionen(6.7) und (6.8). Bemerlenswertund fiir dasdynamische
VerhaltendesSystemsron groRerBedeutungst die ExistenzeinesMaximumsderWachs-
tumsrateu(C5). EineanalytischeDiskussionder Funktionu(Cs) zeigt,dalidasMaximum

beiCy** =1 — v = 0.52 liegtunddal3

pm = p(C3) = "}/61_77 ~ 1.418 (6.9)

gilt.

Die Dynamikdesdurch(6.5—(6.8) definiertenModells einesBioreaktorswird in Anhang
A.2 detailliertuntersuchtlm Besonderenverdendort die Fixpunkteund ihre Stabilitats-
eigenschafteberechnetTabelle6.1 und Abbildung 6.3 fasserdie ErgebnissalieserDis-
kussionzusammenDer Biorealor hatfur v < p™* drei FixpunkteC5°, C5! und C%2,
wobeilediglichderFixpunktC*:! im Bereich0 < u < 0.8288 stabilist. Der FixpunktC>:?
kannzwar auchstabil sein,beschreib@aberdie wenig wiinschenswert8ituation,dal3bei
maximalemMNahrstofkonzentratioralle ZellenausdemReaktortanigespulwerden Dieser
Zustandwird auchalswashoutbezeichnet.

Konsequenz en fur die Regelung des Bioreaktor s
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Abbildung 6.3.: Lage der Fixpunkte im Phasenraumin Abhangigkeit vom Durchfluf3 u.
Die LagederFixpunkteist durchdie LésungerderGleichunger(A.32) bzw (A.33) und(A.34)
gegebenDie StabilitateinesFixpunkts,die durchdenSymboltypgekennzeichneist, wird aus
derAnalysederJacobimatriXA.40) bestimmt.

Sollin derindustriellenPraxismit demobenskizzierterBioreaktorein bestimmte$rodukt
hegestelltwerden,soist eswiinschenswerenReaktorso zu regeln,daReinemoglichst
hoheAusbeutean Zellen erreichtwird. Die Ausbeutean Zellmaterialwird von der Kon-
zentrationC (¢) undvom Durchflul3u(¢) durchdenReaktorbestimmt.Daherwird in der
DiskussionderverschiedeneRegelungerdie AusbeuteA(t) = C4(t)u(t) bzw. die mittle-
re Ausbeute

AT) = = /O " Cutyult) dt (6.10)

eine wesentlicheRolle spielen.Die Frageist nun, mit welchemPhasenraumpunidine
maximaleAusbeuteerreichtwerdenkann,d.h. welchesdie ZielgroRenfur die Regelung
desBioreaktorssein sollen. Aus Abbildung 6.3 l&l3t sich schlieBendalRan den beiden
FixpunktenC%! und C%2 fur v = p™* die gleichemaximaleAusbeuteA™* erreicht
wird. Da der Fixpunkt C? immer ein Sattelpunkist und daherfiir die Untersuchungler
Leistungsfahigkit einesReglerswenig interessanist, wird die Diskussionder Ausbeute
auf denFixpunkt C%! beschranktder sovohl stabil als auchinstabil seinkann.Den Zu-

sammenhangwischender ZellkonzentratiorC;"* und der dort erreichtenAusbeutezeigt
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Abbildung6.4.: Ausbeutein Abhangigkeit von der Zellkonzentration 015’1. Mit dengestri-
cheltenLinien sind GebieteverschiedeneFixpunktegetrenntDie punktiertenLinien markie-
rendie Positionder ZielgroRenfir SzenaricA bzw B/C.

Abbildung6.4. Man erkennt,dalRdie Ausbeutenichtlinearvom WertderZellkonzentration
C’f’l amFixpunktC5! abhangtEbentlls eingetragersinddie Bereichejn denendie ent-

sprechendéusbeutem Rahmenreinerstabilenbzw. instabilenDynamik erreichtwerden
kann.Offensichtlichwird eine Erhéhungder Ausbeutedurcheinezunehmend®estabili-

sierungder Dynamik erkauft. Demzufolgeist zu erwarten,dal3eine Regelung,die auf die

Einhaltungeinesgrol3enSoliwertsC; unddamiteinerhohenAusbeuteabzielt,zunehmend
schwierigemwird.

Fur die Untersuchungler Regelungenwerdenim folgendendrei verschieden&zenarien
genauebetrachtet:

e Im SzenarioA soll der Bioreaktorauf eine Zellkonzentrationvon C:* = 0.1207
geraeltwerden Wie ausAbbildung 6.3 abgelesemwerdenkann,fihrt dieszu einem
stabilenFocus.Der Wert ClA’* wird nach (A.33) und (A.34) fur einenDurchflufd
u™* = 0.75 undein NahrstofverhaltnisC;"* = 0.8801 erreicht.Wenndie ZielgroRe
CM* durcheinenRegler eingehalterwird, sollte die mittlere Ausbeutebei A4+ =
Cu™* = 0.0905 liegen.

e DasSzenarioB ermdglichteinehdhereAusbeutejndemdie ZielgroReauf CF’* =

120



6.2. RegelungdesBioreaktors

0.2107 erhohtwird. DieserPunktist mit u®* = 1.25 undCy™* = 0.7226 eininstabi-
ler Focusund wird voraussichtlicldurcheine Regelungschwierigerzu haltensein.
Die mittlere Ausbeutewird soaberauf AZ* = 0.2634 angehobenln denSzenari-
enA undB wird angenommendafl3dasDurchflul3entil, durchwelchesein Regler
EinfluBaufdie DynamikdesBioreaktorsnehmerkann,einelineareKennlinieh; (v)

hat,d.h.esgilt

u=hi(v) =, (6.11)
wobeidie Ventilstellunge im Intervall [0, 2] liegt.

SzenarioC hatdieselberzielgréRerwie SzenaridB. Allerdingswird nundemBio-
reaktor eine schnelleSystemeranderunchinzugefiigt,indem das Durchflu@\entil
zufallig und schlagartigzwischeneinerlinearenund einer quadratischefKennlinie
wechselnkann. Das Durchflul3entil kann daherim SzenarioC neben(6.11) auch
einerKennlinie

’U2

u = hy(v) = 5 (6.12)

folgen.Die beidenZustéandes = 1 unds = 2 sollengleichwahrscheinliclseinund
einemittlere Lebensdauer haben.DurchdieseModifikation erhaltder Bioreaktor
ein multifunktionalesVerhalten,welchesin Abschnitt4.3 ndherdagestelltwurde.
Esist naheliggend,dalRdadurchdie RegelungdesBioreaktorsnochmalserschwert
wird.

Die zunachstartifiziell erscheinendé&rweiterungdes Bioreaktorsim SzenarioC
spiggelt das Verhaltenrealer Ventile wider, die zur Regelung der Anlage fiir die
Ruckstandserbrennungler Wacker-ChemieGmbH benotigtwerden.In Abschnitt
7.2.3wird nochnéherauf dieseProblematikeingegangen.

6.2. Regelung des Bioreaktor s

6.2.1. Simulation des Bioreaktor s

Im folgendensoll die RegelungdesBioreaktorsmit verschiedeneiethodenuntersucht
werden.Dazumusserfir die SimulationdesBioreaktorsdie Gleichungen6.5) und (6.6)

integriert werden.Allerdings wird ein chemischeProzel3,derim industriellenMal3stab
eingesetztvird, in der Realitatnie exakt irgendwelcheranalytischerBeschreibingenge-
horchen.Vielmehrwird durch wechselnddJmgelungsbedingungervariierendeGrund-
stoffe und verschiedené&/erschmutzungerin ad hoc nicht bekanntesRauschenn das
SystemeingebrachtHinzu kommenSensorendie zu Mel3rauscheffiihren,und Aktoren,
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6. ReelungeinesBioreaktoram Computergperiment

die vorgegebeneStellaktionemicht exakt ausfiihrenEine weitereErschwernigder Rege-
lung stellenMeRgeratedar, die nicht kontinuierlich ein MelR3signalliefern, sonderneine
gewisseTotzeitbendtigenpis eineneueMessungrorgenommerwerdenkann.

Dieseanalytischnur schwerbeschreibbarekffekte werdenfir die SimulationdesBiore-
aktorsdurchdreikunstlicheStoérungsquellebeschrieben(i) Nicht optimaleBedingungen
zu Beginn desProduktionsprozessegerdendurchein starkesVerrauschemler Startwerte
erreicht.(ii) Die nur endlicheGenauigleit einerMessungwird durchein leichtesVerrau-
schenderMeRwertew&hrendderIntegrationvon (6.5) und(6.6) simuliert.(iii) Die Totzeit
der MeRRgeratevird dadurchbericksichtigtdal3die Regelungnur alle T}, Zeitschrittein
dasSystemeingreifenkann.

Fur die Integration desDifferentialgleichungssysten{s.5) und (6.6) muf3 eine zeitliche
Diskretisierungvorgenommerwerden(sieheauchAbschnitt5.2). Die Integrationsschritt-
weite A wird entsprechender Literatur [MSW92] auf 0.01 festgelgt. Um die Qualitat
desReglersbeurteilenzu kbnnenwerdenTs Simulationslaufamit jeweils T, Regelungs-
schrittenberechnetFir dasgesamteéSimulationsszenariergibt sichderin Abbildung 6.5
dokumentierteAblauf.

Die GroRRenR; und R, sindZufallsvariablendie gleichwerteiltauseinemendlicheninter-
vall gewtrfelt werden,undim Mittel Null sind.Die Streuungvon R; betragto; = 0.1 und
die StreuungdesMefrauscheng,, ist o, = 0.001. Fur die Beurteilungeiner Regelung
werdenimmerTs = 100 SimulationslaufausgefiuhrtJederSimulationslauketztsichaus
T, = 500 Regelungsschrittezusammenzwischendenendas Systemjeweils T), Zeit-
schrittesimuliertwird. T;; = 1 bedeutetdal3die MessungohneTotzeitarbeitet,d.h. die
Regelungsofortauf Abweichungerreagiererkann.Mit T, > 1 wird eine Messungnmit
Totzeitrealisiertwassicherlichdie RegelungdesBioreaktorserschwerenvird.

Ein DatenpunktC, [t], Cs[t], u[t]) € IR® beschreibdenZustandder Simulationzum dis-
kretenZeitpunktt. WegendieserDiskretisierungumfal3tt die Zeitdauewvon derBereitstel-
lung der MessungerC; [t] und Cs[t] bis zum ErreicheneinesDurchflusses:[t] auf Grund
derVentilstellungu[t], die vom Reglerausggebenvurde.Esist alsozubeachtendalC [¢]
undC,|t] nichtvonu[t], sondernvom DurchfluRu[t — T),] abhéngenderT,, Simulations-
schrittvorherherrschte.

6.2.2. Kiriterien zur Beurteilung einer Regelung

Der RestdiesesKapitels wird von der qualitatven Beschreiling dreier Regler fur den
Bioreaktorundder Darstellungderquantitatven Ergebnissedie dieseRegler beiderKon-

trolle desBioreaktorserreichengingenommenkur die Konstruktionder Regler und die

Diskussionder quantitatven Ergebnisseast eszunadchsnotwendig,Kriterien einzufihren,
mit derenHilfe die verschiedeneRegler beurteiltwerdenkénnen DieseBeurteilungwird

sichandrei Gesichtspunkteorientieren:
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6.2. RegelungdesBioreaktors

SchleifeliberTs Simulationslaufe:

bestimmeAnfangsbedinguren:
Ci[0] = CT + R;
Col0] = C5 + R;

SchleifetberT, Regelungsschritte:
SchleifeluberT),; Simulationsschritte:

t «— t+1
Cilt] = Cqft — 1]+ A(=Cq[t — 1uft — 1] + C1[t — 1 u(Cs[t — 1]))
Colt] = Cft — 1]+ A(=Csft — 1|uft — 1] + C1[t — 1]o(Cs[t — 1]))
Messung:

Cilf] = Cy[f] + Rn
Colt] = Colt] + R

Regelung: .
v[t] =Regler(C\[t], Cy[t], CF, C3)

\Ventil:

] = Szenario A und B : hy (v[t])
U= Szenario C hyy(v]t]) wobei s[t] € {1,2} mit 7 =350

Abbildung6.5.:Vorgehenbei der Simulation desBioreaktors.

e Daswashout bezeichnetie Situation,dal3die Zellen vollstandigausdem Reak-
tor gespultwurden.Beim sog.steady state schlie3tder Regler dasDurchfluRentil
(u = 0), die Nahrstofkonzentratiomimmtstetigab(C, — 1), wasschliel3lichzu ei-
nerkleinen,aberkonstanterZellkonzentratiorfihrt. Saovohl washoutalsauchstea-
dy state sind auf3erstunerwinschteZustandedie der Regler moglichstvermeiden
sollte. Tritt einerder beidenSituationenin einemSimulationslaufauf, sowird der
kompletteLauf als Verlustaufgefl3t.Wir sprechemannauchvon einemverlorenen
Lauf undbezeichnemlie Zahl derverlorenerL&ufe mit Tg.

e Die obenschonreingefuhrtamittlere Ausbeute(6.10) ist ein MaRfur die mittlere Pro-
duktionsrateanZellen.Da dieseGréRemal3geblictdie Wirtschaftlichlkeit einesBio-
reaktorsunddamitdie Auswahl einerRegelungbestimmtwird siein derPraxisein
groResGewicht haben.Fur die Berechnungler mittleren AusbeuteA [T, die wéh-
rendaller Simulationslaufeerreichtwird, wird Uberdie Gesamtzeil’ = TgT T\
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6. ReelungeinesBioreaktoram Computergperiment

desVersuchsnit

- 1
AlT) = ToTi T Z C1[t]ult] (6.13)
t=1...(Tg—TB)Tr T

gemittelt.Die Summaen (6.13 umfalRtnurdiejenigerls — Ty Simulationslaufebei

denerkeinwashoutodersteadystate aufgetretenmst. VerloreneSimulationslaufee-
henin (6.13 alsomit einerAusbeutevon Null ein. Die mittlere AusbeuteA[T] kann
zum Einendurchdie Wahl desSzenarioB beeinflu3twerden.Dabeimuldaberin

Kauf genommenverdendalRdie Regelungauf GrundderNichtlinearitatder Strecle

zunehmendschwierigerzu handhaberseinwird. Zum Anderenkanndie Ausbeute
durcheineRegelungerhdhtwerden,deresgelingt, mit einemkleinenFehlerzuver-

lassigdenSoliwert einzuhaltenin diesemFall wird die mittlere Ausbeutg6.13 die

theoretiscrerwarteteAusbeuted* erreichen.

e DerFehlerg[T] isteinMaRfir die StreuunglerMeRwerteC [t} umdenSoliwert C;
undquantifiziertdie Genauigleit einerRegelung.Beitragefir denmittlerenFehler

7y [ R — 3 (Gl -c? (614)

(T = Te)TL t=1,Tn, 2T ..(Tp—T) T Tt

werdenfir alleTs — T Simulationslaufeindfur jedenRegelungsschritjenommen,
d.h.nurzujenenZeitpunktenzu denenatsachlicrauchMessungeworliegen.Esist

zu erwarten,daRe[T’] immer Uberder Streuung,, desRauschensegt, dasbeider

MessungaufdenWert C [t] aufaddiertwird.

Die obendefiniertemittlere AusbeuteA[T| und der Fehlerg[T] sind zwei GroRRen,die
deutlichmit derZahl T derverlorenerLaufekorreliertist. Viele verloreneLaufewerden
einerseitglazufuhren,daldie mittlere Ausbeuteabnimmt.Anderseitsvird manin einem
solchenFall einenrelativ kleinenFehlererhalten,obwohl bei einemwashoutoder stea-
dy state die Zellkonzentratiorstarkvon der SollkonzentrationC} abweicht,daverlorene
Laufenichtin die BerechnunglesmittlerenFehlerseingehen.

6.2.3. Drei Regler fur den Bioreaktor

Nachdemim letztenAbschnittdagestelltwurde, wie der Bioreaktorim Detail simuliert
wird und nachwelchenKriterien eine Regelungbeurteilt werdenkann, soll nun darauf
eingggangerwerdenwelcheRgyler verwendetverdensollenundwie dieseparametrisiert
und an die Strecle angeloppeltwerden.Entsprechendler Klassifikation,die in Kapitel
5 vorgenommenwurde, soll jeweils ein modellbasierterein erfahrungsbasierteund ein
datenbasierteRegler untersuchtverden.Bei denfolgendenAusfiihrungersollte im Ge-
dachnisbehalterwerden,dal3dieseRegler ohneKenntnisder auf denletztenSeitenun-
tersuchterDynamik desBioreaktorskonstruiertwerdensollen.Die obige Diskussionder
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6.2. RegelungdesBioreaktors

Dynamikund StabilitatdesBioreaktorsdientenur einembessereVerstandnisler Strecle,
nichtjedocheinerVerbesserunderRegelung.

PID-Regler

Der PID-Raler (sieheauchAbschnitt5.2) ist ein klassischeRegelungsalgorithmusZur
Konfigurationund Parametrisierungind eine Vielzahl von Verfahrenveréffentlicht wor-
den,die auf der KenntniseinesanalytischerModells der Strecle beruhen(z.B. [F6192).
Daim folgendendavon ausggangenwird, dal3ein solchesanalytischedviodell nicht zur
Verfugungsteht,kdnnendiese Verfahrennicht verwendetwerden.Dies entsprichtauch
der UblichenSituationin der Praxis,in der haufigdie zu regelndeStrecle nur durch Er-
fahrungswertdeschriebemwerdenkann.In diesenFallenwird haufig der Parametersatz
desPID-RealersdurcheinegrobeAbschatzunglesStreclerverhaltensnitialisiert undan-
schlieBendn einemzyklischenProzelderleichtenVariationder Parameteoptimiert.

DiesesVorgehenwird fur die Optimierungder RegelungdesBioreaktorsmit einemPID-
Reagler durchdie Verwendungder downhill simple«c Methode[PTVF92 NM65] imitiert.
DiesesVerfahrendient der Minimierung einer Funktion f : IRY — IR. Dabeiwerdenin
jedemiterationsschrittV 41 Punktex € IRY ausg&vertet.DiesePunktebilden—verbindet
manjedenPunktmit allenanderen- einensog.Simplex. Der Simplex wird nun,abhangig
von denFunktionsauswertungef(x;), s = 1... N + 1, undunterErhaltungseinesvolu-
mens,so deformiert,dal3er in RichtungeinesMinimumsvon f(x) wandert.Der Vorteil
dieserMethodeliegt darin,dalkeinepartiellenAbleitungend f (x) /0x; bendtigtwerden.

Die StellgroRedesPID-Reyler fur denBioreaktorist die Ventilstellungu|¢], die RegelgréRe
ist C’[t] und die FUhrungsgrol3est abhé&ngigvom geNahItenSzenario,Cf’* = 0.75 oder
Cf’* = 1.25. Furdie OptimierungdesReglerswird derjenigePunktx = (K, T, Tv,Tp)
im 4-dimensionalearameteraurgesuchtderzueinerminimalenFehlerfunktionf (x) =
e[T] + MA[T] fuhrt. Ausgehend/on einemStartpunktx, wird dasVerfahrenso langeite-
riert, bis keinewesentlicheverringerungder Funktion f (x) feststellbaiist. Ublicherweise
sinddazuca.150Auswertungervon f(x) notwendig.

Fuzzy-Regler

Fur eineerfahrungsbasiertBegelungdesBioreaktorssoll derin Abbschnitt5.3 beschrie-
benefuzzy Sugeno-Regler verwendetwerden,desserParametemit der obenerwéhnten
downhill simplex Methodeoptimiertwerden.Dazuwird mit denDefinitionen

ACit|=C;—Cyft]  und  AC3[t] = C3 — Cot] (6.15)
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o MR1(AC1) /"CRZ(ACJ MR3(AC1) o MR4(AC2) MRS(ACZ) MRB(Acz)
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0.0 . ; 0.0
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Abbildung6.6.: Die Zugehdrigkeitsfunktionen ug, ,k = 1...6, zudenfuzzy Regeln.

einkleiner Satzvon sechduzzyRegeln

wenn (ACY[t] € Ry) dann Av; = A,  wenn (AC3[t] € Ry) dann Avy = A,

wenn (ACT[t] € Ry) dann Avy =0 wenn (AC3[t] € R5) dann Avs; =0

wenn (AC}[t] € R3) dann Avs = —A, wenn (AC}[t] € Rg) dann Avg = — A,
(6.16)

aufgestelltderenZugehorigleitsfunktionenug,, K = 1...6, in Abbildung6.6 daigestellt
sind. Die Regeln (6.16) beinhaltendie einfacheAussagedalibei einer Abweichungder
MeRwerteC,[t] bzw. C,|t] von den SollgréRenC[t] bzw. C;[t] dasDurchfluRentil um
einenkleinenBetraggedfnet bzw. geschlossewird.

Wenngefordertwird, daBug,(AC,) und pg, (AC,) jeweils symmetrischum Null ange-
ordnetsindund g, (AC1) = pugr,(—ACY) bzw. pg, (ACy) = ug,(—ACs) gilt, dannsind
sechsParameterfir die Beschreilnng der Zugehdrigleitsfunktionennotwendig.Da die
Ausgaberder Reggeln (6.16) nur die beidenweiterenParameterd, und A, enthaltenum-
fal3tdieserfuzzy Regler achtParameter

Die Ausgabedesdurch die Regeln (6.16) definiertenSugeno-Reglers emibt sich nach
(5.16 durch

Yhey Avinn, (ACH[H], ACS[H)

ol = ol =Tl = e AGE L, A )

(6.17)

Fur die Optimierungeinessolchesfuzzy Reglerswird mit der downhill simplex Metho-
de ein Punktx € R® im achtdimensionaleParameterraungesucht,der die Funktion
f(x) = e[T] + MA[T] minimiert. DiesesMinimum wird tberlicherweisenachca. 250
Auswertungervon f(x) gefunden.
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6.2. RegelungdesBioreaktors

Regelung mit einem LLM-Appr oximator

Fur die KonstruktioneinesdatenbasiertefReglers soll derin Abschnitt 3.3 entwickelte
LLM-Approximator verwendetwerden.Dieserwird mit Datentrainiert, die eine Pradik-
tion desdynamischerVerhaltensdesBioreaktorserlaubenZu diesemZweck wird eine
Trainingsdatenfolge

Xtrain — {Cl [t], Cg[t], U[t], ACl [t + TM], ACQ[t + TM] ‘ t = 1, TM; 2TM ... TBTLTM}
(6.18)

mit

(6.19)

erzeugtwobeidie v[t] von einem“Regler” herriihrender die Ventilstellungerv[t] unab-
hangigvonjeglicherMessungvirfelt. Die v[t] sindgeradesogewahlt, dal3sichein mittler-
er DurchfluRvon u#* = 0.75 bzw. «?* = 1.25 mit einerStreuungvon 0.12 einstellt.Fiir
die Erstellungvon X" wurdeTs = 500 und7;, = 1000 gewahlt. In derTrainingsdaten-
folge X'*=t ist somitkodiert,mit welcher‘Geschwindigleit” (AC [t + T], ACs[t + T])
sichderBioreaktorvom Zustand(C, [t], Cs[t], v[t]) zumZeitpunktt entfernenwird.

DiesedermalR3emenerierteTestdatenfolgedie abhangigvom gewahltenSzenariound der
Totzeit Ty, ist, wird nun einer ML-Dichteschatzun@useiner Mischungvon M multiva-
riatenNormalerteilungenunterzogenDazuwird derin Abbschnitt3.2 entwickelte mul-
tivar -AlgorithmusverwendetWie dort gezeigt,arbeitetdiesesverfahrendichteorientiert,
d.h.erverteiltdie Zentrenc, derNormalherteilungen(2.36) entsprechendertatsachlichen
Dichte p(x) soim MerkmalsraumgdaR die Komponenterder Mischung(2.35 die load
balance(2.21) zeigen DiesesVerhaltenist aberfur denmit (6.18 gegebenerainingsda-
tensatzt " pichtunbedingerwiinschtdageradegroReaberselteneGeschwindigkiten
(AC[t + T, AC,y [t + Tyy]) fur denzu entwickelndenRegler von Interessesind. Daher
wird der multivar-Algorithmus so modifiziert, dal3 dieseeherseltenenEreignisseiiber
proportionalgenaudurchdie Normalherteilungen(2.36 reprasentiertverden.Dies wird
dadurcherreicht,dal3derLernparametet, in derLernregel (2.19 fur die Zentrenc, durch
denneuenLernparameter

[(ACA[t + T, ACH[t + Td])|
[(ACT™, ACT™)|

éclt] = €. (6.20)

ersetzwird. Dadurchwird die Lernschrittweitgeweilsandie vorliegendeGeschwindigkit
(AC1[t + T, AC:[t + Ty ]) angepaltDabeiist (ACT**, ACY**) die im Betraggrofite
Geschwindigkit, die im DatensatzY*#» vorkommt. Mit demdurch(6.20 modifizierten

multivar-Algorithmus erh@ltmanschlie3licheine Reprasentatioder Trainingdatenfolge
X'tain die geradém BereichgroRerGeschwindigkitenaussagekraftigst.
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AusdieseDichteschatzungannnunein LLM-Approximator extrahiertwerdenderdurch
inverseSystemidentifikatiorals Regler verwendetwerdenkann. Dieser Regler wird im
folgendenauchals LLM-Realer bezeichnetDer LLM-Approximator muf dazugerade
eine Abbildung von einem Zustand(C, [t], C2[t]) und einer Geschwindigkit (AC, [t +
T |, ACsy[t + Ty|) aufeineVentilstellunge[t] ausfuhrenalso

f 1 (Cu]t], Caolt], AC[t + Tar], ACy[t + Tiy]) € R* — IR. (6.21)

Der LLM-Approximator pradiziertalsoauseinemZustandund einerGeschwindigkit ei-
ne Ventilstellung,die zu geradedieserGeschwindigkit fihrt. Mit der Zielgeschwinigleit
(6.19 erhaltmanschliefRlichdurch

vlt] = F((Chlt], Calt], ACT[], ACS [t]); OFM) (6.22)

einendatenbasierteRegler fir denBioreaktor

6.3. Ergebnisse fur verschiedene Szenarien und
Regler

Die drei obendagestelltenRegler sollennunan Handder dreiin Abschnitt6.1 definier
tenSzenariewverglichenwerden Dabeiwird immereineTotzeitvonT), = 10 eingehalten.
JededieserSimulationerwird anschliel3endachdenin Abbschnitt6.2.2eingeflhrterKri-
terienbeurteilt. Da der einzigefreie ParametedesLLM-Reglersdie Anzahl M der Nor-
malverteilungen(2.36) fur die ML-Dichteschatzung?2.35) ist, werdendie entsprechenden
Simulationslaufen Abhangigleit von M ausgefuhrtin Abbildung6.7 sinddie Ergebnisse
aller Versucheusammengef3t.

Szenario A: Regelung im stabilen Bereic h

Im SzenaridA soll die ZellkonzentratiorunddasNahrstofverhaltnisauf denstabilenFix-
punktCS! mit denWertenC{>* = 0.1207 gndaf’* = 0.8801 gereyeltwerden Bei diesen
ZielgroRernist einemittlere Ausbeutevon A4* = 0.0905 zu erwarten.

Die ersteSpaltein Abbildung 6.7 verdeutlicht,dal3ein offenerRegelkreisfur diesenFall
zu einemsehrgutenErgebnisfihrt und daf3der mittlere Fehlere[T] fiir alle Regler ahn-
lich klein ist. Da aberder Anteil der nicht verlorenenSimulationslaufdtr denPID- und
denFuzzy-Reajler bei nur 50%liegt, ergibt sichfir diesebeidenRegler einegeringemitt-
lere AusbeuteA[T]. Der LLM-Regler regelt daggendie ZielgroRenzuverlassigein und
erreichtdamitdie optimalemittlere AusbeuteA[T] = A4* bei einemsehrgeringenmitt-
lerenFehlere[T].
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Abbildung 6.7.: Ergebnissefir die RegelungdesBioreaktors. In dendrei Spaltensind die
Ergebnissédiir die Szenarie\, B undC dagestellt.Die dreiZeilenzeigeneweils Resultatdir
die dreiverschiedeneKriterien. Dabeiwird die mittlere AusbeuteA[T’] auf die fir dasjewei-
lige Szenaricerwartetemittlere AusbeuteA* bezogenDie mittlere Zeile zeigt dasVerhaltnis
dernichtverlorenerSimulationslaufd’s — T zur Gesamtzahls aller Simulationslaufaind
die letzte Zeile den mittleren Fehlere[T'] normiertmit der Streuunge,,, desMeRrauschens
R, (vgl. auchAbbildung6.5). Auf GrunddieserNormierungerist ein Wert von Einsfir alle
Kriterien optimal. Die RegelungdesBioreaktorsmit einemLLM-Approximator wurdein Ab-
hangigkit vonderAnzahl M derverwendetetNormaherteilunger(2.36 durchgefihrtNeben
demPID-, Fuzzy undLLM-Regler sindauchdie Resultatdr eineoffene Strecle, d.h.einen
nichtgereyeltenBioreaktor daigestellt.
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6. ReelungeinesBioreaktoram Computergperiment

Szenario B: Regelung im instabilen Bereich

Im SzenarioB soll die Zellkonzentrationrund dasNahrstofverhaltnisauf deninstabilen
FocusC*! mit denWertenCy™* = 0.2107 undC;™* = 0.7226 geregeltwerden Bei diesen
ZielgroRenist einemittlere Ausbeutevon A%* = (0.2634 zu erwarten.

AuchhieristderAnteil dernichtverlorenerSimulationslauféir denPID- unddenFuzzy
Rayler, aberauchfir denoffenenRegelkreis,mit ca.50%gering.DiesegeringeZuverlas-
sigkeit der Regler zeigtsichauchin einergeringenmittlerenAusbeuted|T]. Der mittlere
Fehlerist daggenim VergleichzumoffenenRegelkreisgering,dawegen(6.14) die verlo-
renenSimulationslaufenichtin die Berechnungone[T'| eingehenDer LLM-Regler zeigt
fur M > 20 einenahezwptimalemittlere Ausbeutaindzuverlassige¥erhaltermit einem
geringemmittlerenFehler

Szenario C: Regelung bei schnell wechselnden Systemzustanden

Bei diesemSzenaricstimmendie ZielgroRenC'™* und C5™* mit denjenigervon Szenario
B Uberein.Allerdings wird nunangenommenrgaf3dasStellventil auf Grundeinesstocha-
stischenProzessegwischender linearen(6.11) und der quadratischer{6.12 Kennlinie
wechselrkann.

In dieserSituationfihrender PID- und der Fuzzy-Regler zu einemgeringenAnteil nicht

verlorenerSimulationslaufeson ca. 35%. Entsprechendjeringist auchdie mittlere Aus-

beute A[T]. Abgesehervom mittleren Fehlere[T] liefert ein offener Regelkreisdeutlich
bessereergebnisseals der PID- oder Fuzzy-Regler. Dagegen meisternLLM-Regler, die

ausmehrals 30 multivariatenNormalerteilungenaufgebausind, die gestellteAufgabe
henorragend.Sowohl die mittlere AusbeuteA[T] als auchdie Zahl der nicht verlorenen
Simulationslaufast im optimalenBereich.Da dermittlere Fehlere[T'] von PID- und Fuz-
zy-Rgyler auf Grundder grol3enZahl verlorenerSimulationslaufegeringist, erscheintal-

lerdingsdermittlere Fehlerdersehrzuverlassigen.LM-Reglersrelativ hoch.

Es bleibt anzumerkn, dal3die sehrgute QualitéatdesLLM-Reglers auchmit einemda-
tenbasierteRegler erreichtwird, deraufdemim Abschnitt4.3.1beschriebenemGRBF-
Systemvon M. Sonnerberuht[Son97. Allerdings verfiigt ein solcherRegler wegender
aquidistanterVverteilungder Zentrenc, im flinfdimensionalerMerkmalsraumiiber we-
sentlichmehrParameterls der LLM-Regler undist daherauchentsprechendeitintensv
im Training.

Zusammenfassung

In diesemKapitel wurde der Bioreaktorals Testsystenfir denVergleich einesdatenba-
siertenRgylers,deraufeinemLLM-Approximator beruhtmit einemPID- undeinemFuz-
zy-Reler, verwendet .Ein einfacherBioreaktorkann durch ein nichtlineares gekoppel-
tesDifferentialgleichungssytereschriebenverden.Die darausresultierendekomplexe
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Dynamik wurde zunachsnhéaherdiskutiert,um einenEindruck von der Schwierigleit der
ReagelungeinesBioreaktorszu gewinnen.Der Vemleich dessog.LLM-Reglersmit einem
PID- undeinemFuzzy-Regler wurdefir drei Szenariervorgenommenglie sichdurcheine
zunehmend@lichtlinearitatder Dynamik desBioreaktorsauszeichnerEs zeigtesich,daf
esdemLLM-Reglerin dendreiuntersuchterallengelingt, ein ausreichengutesModell
derDynamikzu erstellenum—im Vergleichzu korventionellenrReglern— denBioreaktor
sehrsicherundgenauzu regeln.
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/. Regelung der
Riuckstandsverbrenn ung in einer
Industriellen Anlage

Bei denBeispielenanHanddererin denletztenKapiteln Verfahrendemonstrierindver-

glichenwurden,handeltees sichimmer um kinstlicheund konstruierteSystemedie nur
aufdemComputersimuliertwurden.Will manaberdie Praxistauglichkit von Regelungs-
algorithmentesten,so mul3mansich auchan die Kontrolle von Systemerwagen die tat-
sachlichexistieren,und die in der Praxisauchvon Bedeutungsind. Dies soll in diesem
Kapitel geschehen.

Durch eine Kooperationmit der Wacker-Chemie GmbH bestanddie Moéglichkeit, neue
Regelungslonzeptdlr einrealesjndustriellesRegelungsproblenanderAnlagefir Ruck-
standserbrennungm Werk BurghauserzuimplementieremndzutestenBeidieserAnla-
gehandeltessichumeingroResindkomplexesSystemgdasmit allenEigenarterausgestat-
tetist, die die Umsetzungheoretische¥erfahrenin die Praxiserschwerenunzuerlassige
und instabile Messungenstochastisch&térungen Stellgliedermit unbekannteriKennli-
nien, ein Prozel3leitsystermit nur eingeschrankteFunktionalitat,harte Randbedingun-
gendurchWirtschatftlichkeit und UmweltschutzForderungnachsehrhoherVerfigbarlkeit
und Widerstandaler Betreiberbei derUmsetzungneuerMethoden LangfristigesZiel der
Waclker-ChemieGmbHwar eine StabilisierungdesinstabilenVerhaltengler Anlageunter
der Nebenbedingungjen Verbrauchan Stutzbrennstdfzu reduzierenlm Rahmeneiner
Machbarleitsstudievurdefir diesenZweckein Programmpadt entwickelt, welchesunter
ZuhilfenahmedesvorhandenerProzel3leitsystemsin Systemlokaler Expertenrealisiert.
DiesesneueSystemgliedertsichin zwei Teile — Regelungder AbgaseundderFlissiglei-
ten— und ersetztbzw. unterstitztdie schonvorhandeneéregelung.Auf Grundder Kom-
plexitat der Anlageund der ForderungdenlaufenderBetriebmaglichstwenig zu stéren,
konntennur bestimmteTeilbereicheder Anlagemit denin Kapitel 4 und 6 beschriebenen
Methodenkontrolliert werden.Dazuzahlteine Verbesserunger Lastewverteilungauf die
dreivorhandenei®fenundeineLinearisierungder Fliissiglkeitszufuhr
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7. RegelungderRiickstandssrbrennungn einerindustriellenAnlage

Abbildung7.1.:Gesamtansichtder Anlage fur Rickstandswerbrennung Links sinddie aus
demWerkeinlaufendem\bgasleitungeruerkennendiein die AbgastibernahmmaindenDie-
serAnlagenteilverdecktdie beidenkleinerenOfen 1 und 2 unddasBetriebsgebaud®er mitt-
lere Teil desBilds ist von verschiedenekRilteranlagenRauchgaswaschend Nal3elektrofilter)
und einemgroRenFlussigleitstankgepragt.Rechtssind Ofen 3 und ein Teil desKatalysators
zusehenlm Vordegrundfliel3t der Alz-Salzach-Kanalorbei.

7.1. Die Anlage zur Ruckstandsverbrenn ung

Um die Bedeutunginddie AufgabederAnlagefur Ruckstandserbrennundpesseeinord-
nenzukoénnensoll zunachster StandordesChemiaverkskurz beschriebemverden Das
Werk Burghauserder Wacker-ChemieGmbH umfal3tetwa 30 Produktionsbetriebauf ei-
nerFlachevon ca.2 gkm. Dasum 1910gegriindeteStammwerkproduzierthauptsachlich
Grundstofe fur die chemischdndustrie.Hauptzweigwar langeZeit die Chlorchemiefir
Vorprodukteder PVC-HerstellungNeuerdingswird dieserBereichaberzunehmend/on
derProduktionverschiedeneBilikone,organischeZwischenstdie undReinstsiliziumsab-
gelostfWCG99. Die auchauf demWerksgelandangesiedelt®Vacker Silitronic AG pro-
duziertseit 1962 Siliziumwafer fur die Halbleiterindustrieund halt weltweit inzwischen
einenMarktanteil von 14%. 1997 warenetwa 10000Beschaftigtem Werk Burghausen
angestelltDer Gesamtumsatder Wacker-ChemieGmbH lag 1997 beirund 5 Milliarden
DM [WCG97.

Der 1967gebauteBetriebsteilfir RickstandserbrennungRV) entsogt nebenderwerks-
eigenerKlaranlageund Deponiefeste,flissigeund gasformigeAbfélle, die innerhalbdes
Werks anfallen. Abbildung 7.1 zeigt die Anlage in der Totalen.Die folgendeBeschrei-
bungwird kurz auf die wichtigstenAnlagenteileeingehenAnschliel3endverdendiejeni-
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genAspekte die fur die weiter untenvorgestellteRegelungvon Bedeutungsind, genauer
dagestellt.Die RV laRtsichin vier Teile gliedern:

e Abgasubemahmeund Flussigkeitsanlieferung Die gasférmigerbfallstoffe wer-
den Gber zum Teil lange Rohrleitungen(1-2 km) zur RV transportiertund in der
Abgastibernahnteauf die verschiedene®fen verteilt. Bemerlenswertist, da die
Abgase(bis auf Abgas10) von denTeilbetriebemicht gepufert werden.Die RV ist
alsogezwungn, alle angelieferterAbgasesofort zu verbrennenDie Flissigleiten
werdendagegenin Tankwagenangeliefertund konnenin zwei groRenTankszwi-
schengelagemerden.

e Drei Verbrennungsofen Dies sind zwei sog. Muffelofen, die seit 1956 (Ofen 1)
und1964(0Ofen2) in Betriebsindundein neuereiDrehrohroferausdemJahr1982.
Da die fur die RegelungwesentlicherProzessen diesenOfen ablaufen,wird im
nachstembschnittnochnaherauf denAufbauder Ofeneingagangen.

e Filteranlagen. Auf Grundderimmer scharferwerdenderOfenabgassrordnungen
sind in diesemAnlagenteildie gré3tenVeranderungerhzw. Anbautenvorgenom-
menworden.In den flinfziger Jahrenarbeitetendie beidenMuffeléfen noch ohne
irgendwelchd-iltervorrichtungen Seitdemist die Anlageschrittweisamit verschie-
denenRauchgaswaschereinemNalelektrofiltelundeinemKatalysatoraufgeriistet
worden.

e Leitstand. Hier laufendie Werte von ca. 1000 Messungendie in der Anlage vor-
genommemwerdenzusammenAlle wichtigenSteuerungsundRegelungsaufgaben
werdendort mit Hilfe einesProzelleitsystem@LS) zentralausgefuhrtim regulé-
renBetriebwird dasProzel3leitsystemonmindestenginem/eineChemieacharbei-
ter/in bedient Zusatzlichist mindestenginePersorfir die Bedienungund Ubervwa-
chungder Anlagevor Ort notwendig.Die normaleBesetzungsstaediegt tagstber
bei4-5 Arbeiternundca.6 Angestellterfur die verfahrenstechnischHgetreuungund
die Verwaltung.

7.1.1. Ofen und Brennstrec ken

Bei denbeidenalterenund kleinerenOfen (Ofen 1 und 2) handeltessich um Muffeléfen.
Bei dieserOfenist derzylinderférmigeBrennraumaufrechtstehendaingeordnetyobeidie
Brennlanzenwelchedie zu verbrennendeBtoffe demBrennrauneufihrenradialin glei-
cherHoheangebrachsind. Ofen 1 hateineH6hevon 4.2 Meternbei einemDurchmesser
von 2.2 Metern.Mit 5.9m x 2.5m ist derOfen2 etwasgrof3er Der neuereOfen 3 ist als
moderneDrehrohroferausgefiihrtBei diesemist der zylindrischeBrennraum(ca.5 m x

YIm folgendenwerdendie gasformigerAbfallstofie auchals AbgasebezeichnetUm Verwechslungezu
vermeidenwerdendie AbgasedesOfensals Ofenabgadezeichnet.
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Abbildung7.2.: Aufbau der Brennstrecken von Abgas, Flissigkeit und Stiutzbrennstoff.

4 m) waagrechimit einerleichtenSchraglageund um die Langsachselrehbarmontiert.
Durchdie langsamdRotationdesBrennraumsvahrenddesBetriebswird vor allemfr die
Feststdfie einebesserd/erbrennungindein Abflie3ender Schlacle erreicht.

Die fiir die Kontrolleder OfenwichtigstenMeRgroRersind die Temperatuunddie Sauer-
stoffkonzentrationJedeOfenist mit jeweils zwei Temperaturfihlerim Feuerraumin der
Ausmauerungindin derNachbrennkammeausgestatteDie Messungerzeigenverschie-
deneZeitkonstantenSosprichtdie MessunglerFeuerraumtemperatarit 30 s Mittelungs-
zeitamschnellsteran.Die Messungemer Nachbrennkammeund Ausmauerungstempe-
ratur sind mit ca. 45 s bzw. 60 s deutlichlangsamerDie mit etwa 30 s relatv schnelle
Messungder Sauerstdkonzentratiornzeigt, wie durch eine MeRdatenanalystestgestellt
werdenkonnte(vgl. Abbildung 7.3 weiter unten),erwartungsgemaine deutlicheAnti-
korrelationmit denverschiedeneffemperaturmessungeRur die Messungdes Ofenin-
nendrucksxistiert nur eine Mel3stelle Nebendiesenfiur die Kontrolle wichtigenGral3en,
werdenim Ofenabgadlie KonzentrationerverschiedeneSchadstde gemesseriStaub,
Stickoxide,KohlenmonoxidprganischeKohlenwasserstde).

Bei allenOfenkanndie fiir die Verbrennungnotwendige_uftmengedurcheineLuftklappe
beeinfluBtwerden.Die MessungdesLuftstromsliefert typischerweiséMerte von 2000-
4000m3/h. DasmaximaleVolumen,welchesdurcheinenOfen bewnegt werdenkann,die
sog.hydraulischeGrenzeJiegt jeweils bei etwa 10000-1200Gn? /h.
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Abgase

JederOfen verfugt Uber jeweils 12 Brennlanzengdie sog. Brenner, fur gasférmigeAb-
fallstoffe. Da die Abgasleitung7 nicht mehr existiert, werdendie Abgasleitungemmit
1...6,8...13 durchnumerieft Abbildung 7.2, oben,zeigt das Schemader Aufteilung
eines Abgasesauf die drei Ofen. Fiir jedes Abgasist eine Volumen-und eine Druck-
messungnstalliert. DieseMessungererfolgen,bevor die Abgaseauf die drei Ofen auf-
geteilt werden.Der Volumenstromliegt typischerweisebei ca. 100 m?/h. Abgas6 und
Abgas8 konnenaberauchiberlangereZeit Durchfliissevon etwa 600 m?/h erreichen.
JedeBrennstreck bestehtausder Sequenz SchnellschluRentil, Stellventil, Handwentil,
Flammschutzfiltelund Brenner Mit dem Schnellschluf3entil (SS-\éntil) kannein Bren-
nerim Notfall innerhalbeinigerZehntelsekundeabgeschaltetverden.Um ein SS-\éntil
zu 6ffnen,muRallerdingsausSicherheitsgrindewvor Ort am SS-\éntil ein Tasterbetéatigt
werden Die eigentlicheSteuerunglesVolumenstromsvird aberdurchdie Stellventilebe-
wirkt. Mit dem Handwentil kann zusatzlichder Durchflu@ manuellangedrosseliverden.
Die StellungdesHandwentilswird abernichtgemessenndliegt somitauchnichtin elek-
tronischauswertbareForm vor. Der kurz vor demBrennerangebracht&lammschutzfilter
hatdie Aufgabe,ein ZurlickschlagenerFlammein die Abgasleitungzu verhindernOben
wurdeschonerwahnt,dalRalle Abgase(bis auf Abgas10) ungepufert angeliefertwerden,
d.h.esbestehfir dieRV ein Abnahmezvang.Dadie Produktionsbetriebeinenannédhernd
konstanterdnterdruckamEndederAbgasleitungerir ihre Prozel3fihrungrwarten kann
dasteilweiserecht groBeLeitungswlumen (bis 30 m?®) nur eingeschrankals Notpuffer
verwendetverden Entsprechendhul3der AbgasdruckdurchVariationderdrei Stellventi-
le aufeinenkonstanteWert (Ublicherweisem Bereichvon etwa 40 bis 150mbar)gerayelt
werden.

Flissigkeiten

DerAufbauderBrennerstrecinfir die Flissigleiten(sieheAbbildung7.2) ahneltsehrden
obenbeschriebeneAbgasbrennstredn.Allerdingswerdendie Flissigleitennichtaufdie
drei Ofen aufgeteilt.Vielmehrist jeder BrennereinembestimmterTank oder dem Stell-
platzeinesTankwagenszugeordnetOfenl verfugtubervier Flissigleitsbrenne(Stellplat-
ze CADMA, LOESM ANFAHR undTankB202), Ofen2 tiber8 Brennerstreakn (Stellplatze
CADMA, LOESM ANFAHR, KONDENS, DI KETEN, SI LAN und die TanksB104, B202)

und Ofen 3 Uber 8 Brenner Man beachtedal3die Namendie Brennerstreckn bezeich-
nenundnur bedingtRickschlissauf die Art derFlissigleitenzulassenAuf Grundihrer
sehrunterschiedlichephysikalischerund chemischertigenschaftenverdendie Flissig-

2 Auf Grundderlangsameeranderungeder Anlageim LaufederletztenJahrzehntdatsicheineReihe
vonverwirrenderBezeichnungeringebligert.

3Tatsachlichverfiigtjede Brennstreck iiberdeutlichmehrElementeso z.B. iiberVentile zum Spillender
Leitungenmit Stickstof. Fur die folgendenAusfuhrungerist diesabernicht von Bedeutung.
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keitennicht mit Pumperzu denOfenbeférdert sondermmit Stickstof unterDruck zu den
Brennerngeprel3tDie MassenstromkonnendabeiWertevon bis zu 400kg/h erreichen.

Stitzbrennstoff

NebendenAbgasenund Fliissigleitenwird in denOfen ein sog. Stiitzbrennstdf(Erdgas
oderWasserstdj verfeuert,um die Verbrennungschlechtbrennbarebfallstoffe zu er
maoglichen Dadie Abgaseauf GrundihrervariablenZusammensetzun@.B. abwechselnd
verunreinigtesSchutzgasind Acetylen) einenausgepragstochastischei&influ® auf den
physikalischerzustandder Ofenhabenfiihrt die Zufeuerungvon Stiitzbrennstdfauchzu
einergewollten Stabilisierungder VerbrennungsdynamilZusatzlichwird der Stiitzbrenn-
stoff beimAnfahreneinesOfensdazuverwendetdie mindestengrforderlicheBrennraum-
temperatuvon 900°C zu erreichenAls Stutzbrennstdfwird sovohl Wasserstdfalsauch
ErdgaszugefeuertAllerdingskannwéahrenddeslaufenderBetriebsnicht zwischendiesen
beidenGasernumgeschaltewverden.

7.1.2. Randbedingung en und Sicherheitsaspekte

Um die Sicherheitder Anlage zu gewéahrleistenund die Abgabevon Schadstden in den
Ofenabgasenzu begrenzen,dirfen bestimmteGrenzwertenicht unter oder tberschrit-
ten werden.Die EinhaltungdieserGrenzwertewird tberwacht,indem eine vom Tech-
nischenUberwachungserein (TUV) bereitgestelltespeicherprogrammierba®teuerung
(SPS)aufenddie Anlagekontrolliert. Wird einederuntengenauespezifizierterVorgaben
verletzt,schaltetdie SPSdenentsprechende@fen sofortaus,indemautomatisclalle SS-
Ventilegeschlossewerden.Da ein neuesAnfahrendesbetrofenenOfensca. 10 Minuten
in Anspruchnimmt, ist ein solchesUber bzw. Unterschreiterder Grenzwertenatiirlich
auchausbetrieblicherSicht nicht erwiinscht Erschwerendkommthinzu, dal3bei Ausfall
einesOfensdie beidenverbleibender®fendurchUberlastungebenélls aushllenkénnen,
da danndort diejenigenAbgase,die ungepufert zur RV geleitetwerden,zusétzlichver-
branntwerdenmissenSo kanneineregelrechteKettenreaktiorablaufen die schlie3lich
zumAusfall dergesamterrV fuhrt unddamitauchzum Stillstandvon Produktionsbetrie-
benim Werk, die aufeinezuverlassigeAbgasentsagungangeaviesensind. Geradevennzu
Wartungszweogn ein Ofen (und hier besondersler durchsatzstakkOfen 3) abgeschaltet
ist, wird die Wahrscheinlichkit einersolchenKettenreaktiorgro3. Die vom TUV vorge-
gebenerGrenzwertedie zu einerOfenabschaltun§ihren,sind:

e DerOfeninnendrucklarfnurfir einigeSekundemenNormaldruckum 1 mbariber
steigenDie Verbrennundguftin allenOfenim leichtenUnterdruck(ca.5 mbarunter
Normaldruck)ab,um ein ZurtickschlagenerFlammein die Brennerzu verhindern.
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7.1. Die Anlagezur Rlckstandserbrennung

e Die Sauerstdkonzentratiordarf nur fir einige Sekunderm Volumenprozentnter
schreitenDies verhindertdie Bildung einerexplosionsfahigerGasmischunglurch
unvollstandigeVerbrennung.

¢ Derin einenOfeneingesaugteuftstrommuReinenWertvon 1700m? /h Giberschrei-
ten.Diessoll ebenélls die Entstehungeinerexplosionsfahigerasmischungerhin-
dern.

e Die Temperatuin derNachbrennkammeginesOfensmul3stetseinenWertvon 900
°C UberschreitenEine hoheTemperatuist notwendig,um organischeKohlenstofe
im ausreichendeMal3ezu zerstoren.

7.1.3. Prozelileitsystem der Rickstandsverbrenn ung

Auf die meistenSensorerund Aktoren der Anlage kanniiberdasProzel3leitsysterton-
tronic P der Fa. Hartmann& Braun zugegriffen werden.Ein PLS wird zur Steuerung,
Regelungund Visualisierungvon verfahrenstechnischeéProzessenerwendetSolcheSy-
stemesind meistals sehrzuverlassigeSpezialcomputérausgefiihrtdie mit einemEcht-
zeitbetriebssysterausgestattetind. Damit wird einedefinierteReaktionszeitwufwichtige
Ereignissegarantiert.Ein PLS liest zyklisch (beim Contronic P alle 20 ms) Mel3daten
derverschiedeneBensorerin, verrechnetlieseundgibt anschlieBen&tellgroRerandie
Aktorenaus.Die KonfigurationdieserSystemgwie auchdesContronic P) erfolgt durch
VerknupfenvordefinierterFunktionsbléck mit den Eingabe-und Ausgabekanélerkine
Programmierungon selbstdefiniertefrunktionenist daggenerstbei Systemeningster
Bauartmdglich. Nebender Visualisierungaller relevantenMel3datenhatdasPLS in der
RV die folgendenregelungstechnischefiufgaben:

e Regelungder Stellventile auf eine gewiinschteStellgré3e.Ein Stellventil ist im
wesentlichermuseinemVentil, einemElektromotorundeinemWinkelabnehmeauf-
gebaut.Daherkanndie Einstellungeinerbestimmteriventiléffnung mit einemein-
fachenRegelkreisvorgenommernwerden.lm folgendenwerdendiese Regelkreise
jedochstetsvernachlassigtWwennvon einer bestimmtenVentilstellgro3edie Rede
ist, wird angenommergalRdasPLSdieseStellgroReauchkorrekteinregelt.

e Regelungder Flussigkeitsventile auf einen vorgegebenenMassenstom. Oben
wurdeerlautert,dal3jedeFlussigleitszuleitungmit einerMassenstrommessurgis-
gestatteist. Die im PLSimplementierterPID-Regler zur Einstellungvorgegebener
Massenstromsind aberausverschiedenerinden(siehenachsterAbschnitt) nur
sehrbedingtbrauchbar

4Auf Grundder Leistungsfahigkit der neuesterComputegeneratiorwird inzwischeneine Reihemoder
ner ProzeRleitsystemangebotendie auf workstationsberuhen(z.B. SimaticPCS7 von Siemensoder
DeltaV von FisherRosemount).
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7. RegelungderRiickstandssrbrennungn einerindustriellenAnlage

Physikalischer Ofenzustand

Zustand der Flussigkeitsleitungen

Tgr | °C Feuerraumtemperatur M7 ka/h | MassenstronderFlussigleit
1%k | °C Nachbrennkammertemperat Y’ % StellungdesFlussigleits\entils
T3 | °C Ausmauerungstemperatur S7 0/1 | ZustanddesSS-\entils
07 | Vol% | Sauerstdkonzentratn
P? | mbar | Ofeninnendruck FahrungsgréRen

Zielp, | mbar | Abgasdruck
Zustand der Abgasleitungen Zelpfe | kg/h | Massenstromler Flissigleit
Dj mbar | Abgasdruck
v; | m®/h | Abgaswlumenstrom StellgréBen _
HEEL StellungdesAbgasentils zoﬁy}’ % | StellungdesAbgasentils
s7 0/1 ZustanddesSS-\entils Y7 | % StellungdesFlussigleits\entils

Tabelle7.1.: Die fur die Bescheibung der Ofen wichtigsten GroRen. Der hochgestellte
Index ¢ = 1, 2,3 kennzeichnehierbeidenjeweiligen Ofen. Generellgilt fur alle folgenden
Ausdriicle, daReingriechischetndex die Ofenindiziert. Dertiefergestellteindex j kennzeich-
netdasentsprechend¥entil. Bei denAbgasenist j = 1...6,8...13, bei denFlussigleiten
j=1...4furOfenlundj = 1...8 fur Ofen2. Um die Ventile der Abgaseund der Flus-
sigkeiten einfach unterscheidezu kdnnen,werdendie ersteremmit Kleinbuchstaberund die
letzterermit GroRRluchstabemekennzeichnetEin SS-\éntilim Zustand) ist geschlossenond
im Zustandl geotfnet.

e Regelungder Abgasdriicke auf einen konstantenDruck. Um einesder Abgase
auf die drei Ofen aufzuteilenwird ein sog. split-range-Regler verwendefF6197.
Dabeiberechnetzunachskin PID-Regler ausdem aktuellenAbgasdruckund dem
Solldruckeine Stellgro3ezwischen0% und 300 %. DieseStellgroRewird anschlie-
Bendin einerfestvorgegebenerReihenfolgean die drei Ventile weitelgegeben.So
wird bei einer Reihenfolge2-3-1 zunachstiur das Abgas\entil von Ofen 2 geof-
net. Wenndie AusgabedesReglers 100% tUberschreitetwird dasAbgas\entil des
dritten Ofensgedfnet und ab 200%sind alle Ofenander VerbrennungiesAbgases
beteiligt.

Die obenskizzierteRegelungdurchdasPLS nimmt auf etwa 50 Ventilstellungereinfluf3,
wobeideraktuelleZustandderdrei Ofendurchca. 150 GréRenbeschriebemvird. Tabelle
7.1faRtdieseGroRenin Grupperzusammemndgibt eineUbersichtiiberdie verwendeten
FormelzeicherundEinheiten.

7.1.4. Probleme bei der Regelung der

Ruckstandsverbrenn ung

Wie obenschonan einigenStellenangedeutetvurde,fihrt der AufbauderRV zu einigen
Regelungsproblemerdie nungenauediskutiertwerdensollen.Dabeiwird im folgenden
stetszwischender RegelungderFlissigleitenundder Abgaseunterschieden.
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Fllssigkeiten

Dadie chemisch&usammensetzurdgrangelieferterFlissigleitennur eingeschrankbe-
kanntist, kannihre Verbrennungsenthalpreir grobodergarnichtgeschatziverden Aller-
dingslassendie verschiedeneRlussigleitsbrennstredn einengewissenRuckschluffauf
die Brennbarlit zu. Sowerdeniberdie LeitungenL OESMund ANFAHR meistFlussiglei-
tenmit hohemBrennwertverfeuert.Eine ersteAbschatzungiberdie Eigenschafteriner
Flissigleit erhaltendie Anlagenfhrerdadurch,dafisie beim erstenZufeuernvermittels
der Veranderungler Temperaturund Sauerstdkonzentratiordie ReaktiondesOfensbe-
obachtenEntsprechen@&rhéhenoderverringernsie die Zufeuerungvon Sttitzbrennstdf
DieseEinstellungmuRaberimmerwiederiberpriftwerdendasichdie Zusammensetzung
einerFlussigleit langsam(d.h. innerhalbeiniger Stunden)auf Grundvon Dichtegradien-
tenbildungenn denTanksbzw. Tankwagenanderrkann.

Abbildung 7.3 illustriert an einemfinfstiindigenAusschnittaus den archvierten Daten
die Dosierungfir einetypischeFlussigleit. Aus diesemBeispielwird klar deutlich,wie
unberechenbasich ein Flussigleitsventil verhaltenkannund wie starkein Massenstrom
trotz konstanteentilstellungvariierenkann.

Einige Flussigleiten(besonderslie LeitungenCADVA und B202) sind nur schwerdosier
bar Die Grundedafursind einehohezZahflissigleit, schnellvariierendeKonsistenzlurch
Klimpchen-Bildungund maglicherweiséAblagerungvon Feststafienin denVentilen.Als
Folge sinddie Kennliniender Ventile starknichtlinear Teilweiseist sogarein rapiderAn-
stieg desDurchflussesei nur minimalerVentilverstellungzu beobachtenvermutlichist
diesesVerhaltendarin begrindet,dal3sich bei einemhohenDurchflul3 Ablagerungenm
Ventil ablosen Allerdings ist aberauchdie Massenstrommessuragitweisedul3erstun-
zuverlassig,sodal3haufignur durcheineeingehendénalysedie Ursachenvon Schwan-
kungendingfestgemachtverdenkénnen Auch die obenschonangesprochengchichtung
in den Tankshat einenEinflu3 auf die zeitliche Entwicklung des Durchflussesund der
Ofendynamik EineweitereSchwierigleit stelltdie gelegentlichemanuelleVerstellungder
Handwentiledurchdie Anlagenfhrerdar. Da die Stellungerder Handwentile nicht gemes-
senwerden kanndahermaufigausdenim PLSvorliegenderDatenkeinekorrekteAussage
Uberdie effektive VentilstellungeinerZuleitunggemachiwerden.

Auf GrundderschwierigerDosierbarlkeit wird dieim PLSvorgesehen&egelungderFlis-
sigkeitennur bei denbeidenLeitungenL OESMund ANFAHR haufigerangevandt.Bei den
restlichenLeitungenbestehtdastbliche Vorgehender Anlagentihrerdarin, die FlUssig-
keitswventilenachAnschlul3einesTanksoderTankwagensauf einenmittlerenMassenstrom
(ca.200kg/h) einzustellenDieseVentilstellungwird dannmaglichstnicht mehrverandert,
bis der Tank nachvielen Stundenentleertist. Durch diesesVorgehenwird die mdgliche
KapazitateinesOfens bewul3t nicht ausgenutztum sich durch eine relatv hohe Sauer
stoffkonzentratior(7-9 Vol%) genigendpielraumfur Belastungsspitzefz.B. pl6tzliche,
unvorhegesehen&ufuhr gutbrennbareAbgase)zu erhalten.
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Ventilstellung des Brenners B202
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Abbildung 7.3.: TypischesVerhalten einer Flissigkeitsstrecke. Das Beispielzeigt die Lei-
tung B202 von Ofen 1 am 27. April 1997.Die manuellenVentilverstellungerinnerhalbder
erstenfuinfzig Minuten zeigen— bis auf einenkurzenund starlen Schwall — zun&dchskaum
eine Wirkung auf denDurchflu3.Erst nachdendasVentil bis auf 12 % zu- und dannwieder
aufgedrehtvurde (bei 55 min), kommt ein einigermaferkonstanteiDurchflu3zustandeder
aberinnerhalbder nédchsterStundedeutlichabfallt und erstdurch eine weitereVentilverstel-
lung (bei 115min) wiedererhdhtwerdenkann.DiesesVerhaltenwiederholtsichanschlieRend
wieder Deutlichist der EinfluB desDurchflusseswuf die Sauerstdkonzentratio zu erkennen.
InsbesonderderersteSchvall (bei 35 min) flhrt zu einemstarlen Abfall der Sauerstdkon-
zentrationund damitfastzu einemAusfall desOfens.Die Temperatuilist zur Sauerstdkon-
zentratiorantikorreliert.
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Abgase

Im Gegensatzzu den Flussigleiten verursachtdie Verbrennungder Abgaseeine starle
KopplungzwischendenOfen,dahoheAbgaswlumenstromaicht nurin einemOfenver-
branntwerdenkénnen.Vielmehr miissenmehrereOfen zusammenarbeitemm denvon
den TeilbetriebengefordertenkonstantenrAbgasunterdruclan den Leitungsendenn der
RV einzuhaltenDieseKopplungkannbei sehrhohenBelastungerauchzum Ausfall der
gesamterAnlage fihren.Eine fir denlaufendenBetrieb tibliche Situationist daher daf3
durchdie split-range-Regelungplétzlich Abgasan einenOfen geleitetwird, um Druck-
spitzenin denLeitungenzu vermeiden.

Die meistenAbgasproduzenteringenkeinenkonstanten/olumenstromin die Leitungen
ein,sodalRVolumenschwnkungerzu standigerstochastischeStérungerder Ofenzustan-
de fuhren.Da kein elektronischetnformationsaustauscwischenProduzentemund dem
PLSderRV existiert, sind auchkeinePrognoseriiberzukinftigeBelastungsspitzemdg-
lich. Tritt ein hoherVolumenstronmauf, muf3dahervon denAnlagenfhrerninnerhalbvon
einigenMinuten eine Flussigleit manuellangedrosselverden,um einenkritischenZu-
standzu vermeidenUm die stoRartigerBelastungendlie durchdie split-range-Regelung
auf einen Ofen einwirken, etwas abzumildernwird von den Anlagenfihrernhaufig die
AbgaszufuhrdurchVerwendungder Handwentile reduziert.Da — wie bei denFlussiglei-
ten— die Stellungender Handwentile abernicht aufgezeichnetverden,kanndadurchdie
nachtraglicheAnalyseder Ventilstellungernund Abgasdruckerlaufesehrerschwertwer-
den.Hauptursaché&lir die Notwendigleit einerschnellerReaktiondurchdie Anlagentih-
rer sinddie PID-Regler desPLS, die standigversucherdenSolldruck”*'p; in denAbgas-
leitungenexakt einzuhaltenHier ist kritisch anzumerkn, da3dieseGenauigleit von den
Abgasproduzenteim Grundegar nicht gefordertwird.

Abbildung 7.4 zeigtan einemca. einstiindigerBeispieldie Arbeitsweiseder split-range-
Reagelung. Diese Regelung erreichtdurch ein massves Eingreifen,dafd der Abgasdruck
trotz dessehrschnellenvVolumenstromanstges nur fur kurze Zeit vom Sollwert abweicht.
Ofen 2 reagiertauf dieseMehrbelastunglurcheinenAbfall der Sauerstdkonzentration.
Dagayenzeigtdie Sauerstdkonzentrationn Ofen3 keineReaktionaufdasvoll getfnete
Abgas\entil. Moglicherweiseast bei diesemOfendasentsprechenddandwentil angedros-
seltwordenoderdasStellventil hatbeieinerOffnungvon ca.35%schonseinermaximalen
Volumenstronerreicht.

AuchdasplotzlicheAusbleibereinesgutbrennendebgasedihrt zu Problemengdadann
die Ubliche Feuerraumtemperatwon etwa 1100°C innerhalbeiniger Minuten unterhalb
dernotwendigerf00°C fallenkann.Daherwird stetsmit einer“guten” FlUssigleit zuge-
feuertoder—wenndiesnichtmaoglichist — ein zusatzliche$StitzgaserbranntEine starle

Stutzflammeberuhigtso die Schwankungerder Temperatutund der Sauerstdkonzentra-
tion.

JedeAbgasleitungst —im Gegensatzu denFlussigleiten— eindeutigeinemProduzenten
zugeordnetDahersind bestimmteErfahrungswertéiberdie Brennbarlit der Abgasebei
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Volumenstrom
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Abbildung 7.4.: TypischesVerhalten der split-range-Regelung Damestelltsind Messungen
vom 25. April 1997,die die Grol3ervon Abgas8 betrefen. Der Volumenstronsteigtinnerhalb
einerMinute sehrstarkanunderreichtmit 1020m3 /h sogardie Grenzedesvom PLSdarstell-
barenMeRbereichsUm die Grundlaston ca.350m? /h zuverbrennenist dasVentil von Ofen
1 zu 100% und dasVentil von Ofen 3 zu etwa 35 % geodfnet. Auf GrunddesDruckanstigs
durchdenerhéhtenvolumenstronwird durchdie RegelungdasVentil von Ofen 3 voll aufge-
drehtund dasVentil von Ofen 2 auf etwa 45 % gedfnet. Durch diesesdrastischeEingreifen
desRgjlersweichtder Abgasdrucknur kurz vom geforderterSoliwert von 60 mbarah Diese
hoheRegelgitewird abermit einemAbfall der Sauerstdkonzentrabn von Ofen 2 auf fast5
Vol% erkauft. Die Sauerstdkonzentrabn desdeutlichgréRerenOfen 3 scheintaberauf die
Mehrbelastungichtzureagieren.
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denAnlagenthrernvorhandenAllerdings kanngelggentlichdie Situationauftreten,dafd
von denProduzentemrlie Leitungenmit Stickstof gespultwerden.In diesemFall scheint
falschlicherweisauf GrunddeshohenVolumenstromsine hoheBelastungvorzuliegen,
die sichabernichtim Verlaufvon Temperatuund Sauerstdkonzentratiorwiderspigelt.

Nebender AufgabeeinenkonstanterDruck einzuhaltenpestehtfir einige Abgasleitun-
gen(Abgasl,3,5,6und 11) die Auflage,einenbestimmterinterdruckauf keinenFall zu

unterschreiterDa die split-range-Regelungnicht denZustandder SS-\éntile bertcksich-
tigt, kannesdurchausrorkommen dafein Stellventil bei einemgeschlossenel@S-\éntil

zu 100%geo6fnetist. Wennnun dasSS-\éentil gedfnet wird, wird der Unterdruckin der
entsprechendefsbgasleitungschlagartigveiterverringert.DiesesProblentritt haufigauf,

wennein OfennacheinemAusfall wiederhochgeéhrenwird.

Bevor im nachsterAbschnittauf die neuartigeRegelungderRV eingegangerwird, sollen
nochmalglie wichtigstenProblemezusammengefitwerden:

e unbekannt@rennwertederFlissigleiten

schlechteDosierbarleit der FlissigleitendurchnichtlineareVentilkennlinien

langsamezeitliche Variation der Eigenschaftereiner Flissigleit durch Schichtbil-
dungin denTanks

Abnahmezwangfir die Abgase

KopplungzwischendenOfendurchdie split-range-Regelungfiir die Abgase

BrennwerteinesAbgasekannbeider Spulungmit Stickstof sehrstarkvariieren

Die OffnungeinesSS-\entilskannzu einemDruckabll in der Abgasleitundiihren

7.2. Entwurf einer neuen Regelung

7.2.1. Zielsetzung und Konzeption

Die wesentlicheZielsetzungder Wacker-Chemie GmbH zu Beginn der Kooperationim
Frihjahr1995war die ErhhungdesStoffdurchsatzeslurchdie RV. Damalsbestancein
dringendetHandlungsbedarfjadie vorhandend/erbrennungskapazitéoll ausgeschopft
werdenmulf3te,um die im Werk anfallendenAbfallstoffe verbrennerzu kénnen.Der of-
fensichtlichsteWeg denDurchsatzzu erh6henschienzunachsdie Reduktionder Ofen-
ausfallezu sein.Zu diesemZweckwar ein Systenmvorgesehendasauf kritischeMomente
lausdt undim Falle einesdrohenderOfenausélls eingreift. Schnellzeigtesichaber daf3
fur einsinnvollesEingreifenin die Anlageein umfassende¥visseniiberdie Anlagendyna-
mik notwendigist. SomitverwandeltesichdasurspringlichgeplanteNotfallsystemmmer
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mehrzu einerRegelungfir denstandigerBetrieb DieseRegelunghataberaucheineRe-
duktion der Ofenausfallezum Ziel. Sie versuchtdies abernicht durchein Eingreifenin
letzterSekundezu erreichensondermdurchdie PrawentiongefahrlicherSituationen.

GrundlagdieserPraentionsstratgie ist eineandie momentandelastungangepaldt8e-
feuerungder Ofen. DiesesZiel wird sowohl fiir die Abgaseals auchfiir die Flussiglei-
tenverfolgt. Bei den Abgasenist hierzueine dynamischeAufteilung der Abgaseauf die
Ofen notwendig,wobei— analogzur schonim PLS installiertensplit-range-Regelung—
bestimmtePraferenzewvorgegebenwerdenkdnnen.Fur die Flussigleitenwird ein Rey-
ler eingesetztder die Kennlinienabschatzuind dengewiinschterMassenstronmachdie-
serSchatzungeinstellt.Der Massenstromvird ausder aktuellenBelastungdesjeweiligen
OfensberechnetNebendiesenHauptregelkreisenarbeiteteine Reihevon Notfallreglern,
die nurin extremenSituationenn Aktion treten.

Im Gegensatzu denverfahrenstechnischefielen der Wacker-ChemieGmbH lagenfur
mich zu Beginn derKooperatiorandereMotivevor: (i) Zunachsbotdie Kooperatioreine
gute Gelegenheit,einengro3enchemischerProduktionsbetrielaus der Nahe kennenzu-
lernen.(ii) Innerhalbder Kooperatiorwar esmdaglich, RegelungserfahrenunterBeruck-
sichtigungder technischerRealisierbarkit zu entwicklen.(iii) Die sehrgrolienMengen
archvierter Datenbotenviele Mdglichkeitenzur Datenanalyseind zur Erprolung neuer
VerfahrenLetztendlichdientedie AnlagederRV dazudie Realisierbarkit von Konzepten
ausder Neuroinformatikund im BesonderemesSystemsder lokalen Expertenin einem
technischanspruchsellen Umfeld zu GberprifenDie im folgendenbeschriebeneArbei-
tenflr eineneueReyelungder RV habendahervor allem denCharaktereiner Machbar
keitsstudiedie nichtdenAnspruchhatprodukteife Losungeranzubieten.

Die Komplexitat der Anlageund die Vielschichtigleit der Regelungsaufgabel@3tahnen,
dalReine LoésungdesvorliegendenRegelungsproblemausschliel3lichmit datenbasierten
Neuro-Reglern, wie sie in Abschnitt5.4 beschriebemwurden,nicht praktikabelist. Viel-
mehrist eine ausg&ogeneMischungvon altenund neuenVerfahrenzweckméaRigeund
erfolgversprechendeum zu einertatsachlichenverbesserungu kommen.Da dasinzwi-
schenimplementierteGesamtsystermum einensehrumfangreichist und zum anderenn
vielen Bereichenauchmit konventionellenMethodenarbeitet,soll hier keineumfassende
Darstellunggegebenwerden Fir einevollstandigeDokumentatiorseidaherauf daskon-
figurationshandixchverwieserfAlb97b]. Der SchwerpunkderfolgendenAbschnittewird
eherauf der Konzeptionder Regelung,der Beschreiling der neu entwickelten softwae
PCSundderRealisierungeinesReglersfur die Flussigleitenliegen.

Die zentraleldee,die hinterdemKonzeptdesneuenReglerssteht,ist die Verwendungles
in Kapitel 4 entwickeltenSystemdokaler Experten Da die Zahl derfur die Regelungder
RV notwendigerExpertenbei etwa 20 liegt, wurdendiesenochmalsin sechsBlocke ein-
geteilt,um denUberblick iberdasGesamtsysternu erleichtern Abbildung 7.5 zeigtdiese
Blocke und die dazugehdrigeexperten Die Aufteilung in Blocke und Expertenspiegelt
die stark modulareStruktur desGesamtsystemaieder DiesehoheModularitathat zum
einenbei der Entwicklungvon Regelungsstragienund zum andererbei der Erweiterung
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Abbildung7.5.:Blockstruktur desmit PCSimplementierten RegelungssystemsDie sechs

Blocke (hellgraueGebiete)gliedernsich jeweils in einegevisseAnzahlvon Experten(abge-

rundeteRechteck). Die dunkelgrauenBerreichedeutenan, daf3zwischendenangrenzenden
Blocken Datenausgetauschwerden.

desSystemaum neueFunktionalitatergro3eVorteile.Im folgendenwerdendie Aufgaben
derverschiedeneBlocke und Experterkurz charakterisiert:

e Block READ und WRI TE: Einlesenvon Datenvom PLS und Schreibenvon Stell-
groBenund bindrenSignalenandasPLS. DiesebeidenBldcke bestehenpeweils aus
einemExpertenderdie Kommunikatiormit demPLSabwickelt.

e Block M M Verschieden¥ernaltungsaufgabemnerhalbdesRegelungssystems:

— ExperteM MON: Mimik zumEinschalterderRegelung.Nur wenndasgesamte
SystemdurcheinenBedieneram PLSfreigeschalteist, konnenStellgro3eran
die Anlageweitelgebenwerden.

— ExperteM MMTCH: UberprifungderkorrektenKopplungzumPLS.

— ExperteM MREC: Archivierungvon Daten,um die Mdglichkeit zur spateren
Analysezu haben.

e Block PRE: Bearbeitungron Me3gréRenfur die mehrereMessungervorliegen.Da
die Temperatuwrund SauerstdmessungemusGrindender Redundanjeweils dop-
pelt vorliegen,ist eswinschenswerjeweils nur einenMel3wertauszuwahlenmit
demdie nachgeschalteteBxpertenarbeiten Die Auswahl der momentarezuverlas-
sigstenMessungberuhtauf einerperiodischerAnalyseder Kreuzkorrelationsfunk-
tioneneinerMessungnit allenandererMessungenWenneineerwarteteKorrelati-
on, z.B. die starle AntikorrelationzwischenFeuerraumtemperatund Sauerstdf
konzentration nicht vorliegt, kann darausauf eine defekte Messunggeschlossen
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werden.Eine Beschreibing diesesvon A. Wiesmillerentwickelten Verfahrensist
in [Alb97b] nachzulesen.

¢ Block FLK: RegelungderFlussigleiten,Luftklappenund desStitzbrennstds:

— ExperteFLKEI N: Einschaltmimikfur die RegelungderFlissigleiten.

— ExperteFLKBED, FLKRBF, FLKCRASH, FLKECO: Verschieden&xpertendie
zur Flussigleitsregelungbeitragen.

— ExperteFLKCHI EF: VerknupfungderdiverserFlissigleits-Experten.
e Block ABG RegelungderAbgasdriick aufdie Solldriicke Z¢!p;:

— ExperteABGEI N: Einschaltmimikfur die Abgasrgelung.

— ExpertenABGPI D, ABGVER, ABGPM N, ABGOPMAX und ABGO2M N: Ver
schiedend&xpertendie zur Abgasrgelungbeitragen.

— ExperteABGCHI EF: VerknupfungderdiversenAbgas-Experten.

Bevor die beidengroRenBlocke ABG und FLK genauebeschriebernverden,soll zunachst
auf die Moglichkeiten und die Realisierungdes neu entwickelten Regelungsprogramms
PCSeingagyangerwerden.

7.2.2. Programm PCS zur Regelung industrieller Prozesse

PCSist ein softwae-Systemzur Realisierungkomplexer Regelungs-und Steuerungsauf-
gabenvon groRRentechnischemnlagen auf korventionellenMicrocomputern[Alb974|.
Viele Anlagender chemischerndustriesind mit Prozel3leitsystemezur SteuerungRe-
gelungundVisualisierungderProduktionsprozessmisgestatteSolcheProzelileitsysteme
sindin aller Regel Spezialcomputedie gleichzeitigsehrviele Aufgabenausfihrenwie
z.B. Abfragevon SchnittstellenDarstellungvon diversenGro3enauf demBildschirm, In-
teraktionmit dem Benutzey Anwendungvon Regelungsalgorithmenind Steuerlogilen.
Wegender sich darausergebendervielfaltigen Anforderungersind solcheSystemeaber
meistnur bedingtgeeignetneuartigeAlgorithmenoderKonzeptezu implementiererund
zu erprobenDieseSituationliegt auchmit demPLS Contronic P bei der Rickstandssr-
brennungvor.

Um die geplanterRegelungsalgorithmenmsetzerzu kdnnenwurdedasProcessControl
SystenfPCS)als ErweiterungdesbestehendeRLS entwickelt. DasPLS st dabeiweiter
hin fr elementard-unktionenwie Ansteuerungund Abfragevon Aktoren und Sensoren
zustandig Es tibernimmtnun aberzusatzlichdie AufgabedenDatentransfeeum PCSzu
bedienen.

Die wesentlicherKriterien, die bei der EntwicklungdesPCSein Rolle spielten sind:
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pct pcsd hbpcd

graphische P . Speicherbereich mit Kanalen

Oberflache Schnittstelle

zum PLS

Modul

pc_wite_cp
Modul
pc_read_cp

SEIRERIRINRRI Wi === i SR

Datei Datei Datei: Datei Datei Datei: Datei Datei PLS/AnIage
Experte A Experte B

Abbildung7.6.:Aufbau desPCS.DasGesamtsystemliedertsichin Kommunikationmit dem
PLS (hbpcd), Daterverarbeitungpcsd) und graphischeOberflachezur Visualisierungund
Interaktion(pct ).

e Modularitéat : DasSystemygliedertsichin viele unabhéngigendselbstandigdodu-
le. Diesewerdenzentralgestarteuind fihrenanschlieRendie ihnenzugeviesenen
Operationeraus.

e Erweiterbark eit: Bei der Definition der Schnittstelleder Einzelmodulezum restli-
chenPCSwurde auf grol3tmaoglicheprogrammtechnischEinfachheitgeachtetEs
sind nur wenigeProgrammzeilererforderlich,um ein Modul in dasSystemeinzu-
gliedern.Entsprechendst esleicht moglich, dasSystemum selbstentwicklte Mo-
dulezu erweitern.

Abbildung 7.6 zeigtdie wichtigstenElementedesPCS.Die dreiim folgendenbeschriebe-
nenProgrammecsd, hbpcd undpct laufenvor Ort auf einerworkstation DEC AXP
255mit 233 MHz Taktfrequenaind 96 MB Hauptspeicher

pcsd

Die zentraleStellungim PCSnimmt dasProgrammpcsd ein. Diesesstartetnacheinan-
derdie Module®, die anschlieRengbweils auseigenerDateienihre spezielleKonfiguration
einlesen Es kdnnenalsodurchausviele identischeModule gleichzeitigim Systemarbei-
ten,die aber—durchihre Konfigurationspezifiziert- verschiedené@ufgabenhabenWenn
die Initialisierungaller Module erfolgreichwar, kommtpcsd in die Arbeitsphaseln die-
serwerdendie Module periodischundin einervorgegebenerPhasenbeziehungnpcsd

5 JedesModul arbeitetals sog.thread [Her94. Bei pcsd handeltessich daherum ein multi-threading
ProgrammBei dieserTechnikfuhrt ein Programmicht nur eineBefehlssequenzonderrviele Sequen-
zennebeneinandeus.
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aufgefordertdie ihnenzugeordnete®perationerauszufiihrenSomitkannfur die einge-
lesenerDatenein beliebigerAblauf von Operationerkonfiguriertwerden.Die Perioden
der verschiedeneiModule misserhierbeinicht tibereinstimmenso daauchasynchro-
ne Operationenyie z.B. Archivierungsaufgabeader Adaptionswrgénge yorgenommen
werdenkdnnen.

Die Kommunikationzwischenden einzelnenModulen erfolgt Giber sog. Kanéle. Diese
werdenwahrendder Startphaseron pcsd angelgt und sind fuir alle Module beschreib-
bareund lesbareSpeicherbereichéJbersolcheKanalewird der Austauscider MeR3-und

Stellgrol3erder Anlage und der intern berechneteiGréRenabgevickelt. An jedenKanal

angeheftesind verschiedendnformationen,wie z.B. der Zeitpunkt desletzten Schrei-
bens,GrofReneinheitind KommentareZusatzlichist esmdglich, die InhalteeinesKanals
UbereinenbestimmterZeitbereichzu puffern. In gewisserWeisestellt dasPCSsomiteine

Echtzeit-Datenbanélar, welcheim starlenMaRefahigist, verschiedeneingelesen®aten

zuverrechnemundnachaul3enveiterzugeben.

hbpcd

Fur die Kommunikationmit demPLS sind die beidenpcsd-Modulepc_r ead_cp und
pc_write_ cp zustandigdie sodket-Verbindungeh zum Programmhbpcd aufbauen.
hbpcd ist wiederumibereineserielleSchnittstellemit demPLSverbunden.DadasPLS
nur Gbereine VT100-Schnittstellemit einer Bandbreitevon 9600 Bit/s verfugt, stellt der
DatentransfezwischenPLS und PCSdenFlaschenhals Bezugaufdie erreichbareéAnt-
wortzeitdesPCSdar. Zusammemit demunefektivenUbertragungsprotakl ConLinkV,
Uberwelchesmit demPLS kommuniziertwerdenmuf3,fihrt diesdazu,dal3fir dasLesen
undScheibervon Datenca. 2.0 s bendétigtwerden Werden0.5 s fur die Berechnungeines
Regelschrittsund 0.5 s als Resere eingerechnetjannemibt sich eine Abtastperiodel’s
von 3.0s.

pct

Die Kontrolle und ManipulationdesPCSerfolgt tiberdie graphischelberflacheProcess
Control Tool (pct), die weitestgehendinabhangigvon pcsd lauft, um die Ausfallsi-

cherheitdereigentlicherRegelungzu erhéhenDiesesnteraktive undfrei konfigurierbare
Programmaktualisiertonline die alphanumerischBarstellungderKanalinhalte Daneben
erlaubtes, manuellKanéle zu verandernnformationenzu Kanalenabzurufenund den

Zeitverlaufvon Kanalengraphischdarzustellen.

6Ein sodket ist eineunterUnix standardisiertélethode DatenzwischenProgrammerauszutauscheiulje
nicht zwingendauf einemRechnetaufenmiisseriHer94.
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TRk[t, O[]
Tﬁ’zx 2], O°[¢]

YP[, M7[E] Tkt gl
! !
{¥7[t], M7[t]} —( FLKRBF ) ELKCRASH (FLKECO) (FLKEIN)

FLKCHI E
Solly/ o
Y]
Abbildung7.7.:Die Experten desBlocks FLK.

7.2.3. Experten zur Regelung der Flussigkeitszufuhr

Bei der Entwicklung desBlocks FLK standdie Implementierungeiner bedarfsgerechten
Regelungfir die Flussigleitenim Vordegrund.Der Aufbau der beidendafirverantvort-
lichenExpertenFLKBED und FLKVER wird im folgendenAbschnittnochausfihrlichdar
gestellt. Da die verbleibenderExperten(siehe Abbildung 7.7) jeweils speziellereZiele
verfolgen,soll derenRealisierunghier nur kursorischskizziertwerden:

e FLKCRASH: DieserExperteversuchtdurchkurzfristige Eingriffe, die mit einerho-
henKompetenzrfolgen,denAusfall einesOfenszu vermeidenDabeiwerdendrei
bedrohlicheSituationerberticksichtigt(i) Bei niedriger bzw. sehrniedrigerundfal-
lenderTemperatumwird dasStutzgasentil gedfnet. (i) Wennauf Grundeinessehr
grolRenGradienteniM? /dY einschlagartigeAnstieg desMassenstromdetektiert
wird, dannwird dasentsprechendelissigleitsventil gedrosselt(iii) Beieinemstar
ken Abfall der Sauerstdkonzentratiorwerdenalle Flissigleitswentile geschlossen.
Die obigenVorschriftensinddurcheinenSatzvon Fuzzy-Regelnformuliert.

e FLKECO: DieserExpertehatzumZiel, denVerbrauchanStitzbrennstdfzureduzie-
ren.Dieswird dadurcherreicht dal’dasentsprechendeentil sehlangsanrzugedreht
wird, wennein gunstigerOfenzustandorliegt.

e FLKEI N: Wenn die Flussigleitsregelungnicht vom Bedienpersonaireigeschaltet
ist, gibt dieserExpertedie tatsachlichin der Anlage vorliegendenVentilstellungen
an FLKCHI EF weiter Wenn die PCS-Rgelung vom Bedienpersonakingeschal-
tet wird, dannnimmt die lokale KompetenzdiesesExpertenlangsamah Da die
UbegeordneteKompetenzvon FLKEI N sehrgrol3ist, wird dahernach Einschal-
ten der Regelunglangsamzwischenden VorgabendesPLS und der Regelungdes
PCSumgeschaltetDie Freigabeder Flussigleitsragelungbeziehtsich immer auf
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FLKBED _ ...
: T[] = Belt] 5
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Abbildung 7.8.: Struktur der Regelung fir die Flissigkeiten. Die neuen Ventilstel-
lungen 59 Yo [t] werdenin einem mehrstufigenProzeRaus dem aktuellen Ofenzustand

(TS [t], 07 [t], O []), dem DurchfluB M¢ [t] und dergeschatzterKennIinieM]‘?(Yj"; ©) ge-
wonnen.

ein bestimmtesd/entil. Ublicherweisewurdenur eineFlissigleit pro Ofendurchdie
PCS-Regelungkontrolliert.

e FLKCHI EF: Hier werdendie AusgaberundlokalenKompetenzemwlervorgeschal-
tetenExpertennach(4.1) verknipft.Die soresultierenderventilstellungenverden
UberdenExperten\RlI TE andie Anlageweitelgegeben.

Die obengenannteriexpertensindim wesentlicherflr spezielleAufgabenzustandigDie
kontinuierlicheund bedarfsgerecht®osierungeiner Flussigleit wird von zwei Experten
Ubernommengie nun—alsBeispielfir denhybridenAufbauderGesamtrgelung— detail-
lierter beschriebenverden.

7.2.4. Zwei spezielle , bedarfsorientier te Experten

Abbildung 7.8 zeigt das SchemadiesesRegelkreisesder sich in zwei grof3eTeile glie-
dert. DieserReggler hat nicht — wie der schonim PLS implementierteRegler — zum Ziel,
einenmanuellvorgegebenerMassenstroneinzurgeln, sondernermittelt zunachstkeinen
bedarfsgerechteklassenstronfic, M? [t] ausdem OfenzustandAnschlieBendvird eine

KBED

Ventilstellung35,., Y77 [t] auf GrundlagedesMassenstrom&s,, M7 [t] und einerSchatzung

FLKRBF ~ 7 KBED

M¢ (Y7 ; ©mCEEF) mit einemmGRBF-Systenbestimmt.
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wenn  (Tx[t] € Ta V TGk [t] € Ti) A (O%[t] € Og V O%[t] € Og)
dann B’[t]=10 sonst B[t =0.0

wenn (T3x[t] € Tex V T3k[t] € T) ANO?[t] € Oy

dann B’[t]=0.5 sonst B[t =0.0

wenn TYx(t] € To A (O°[t] € Oy V O°[t] € Ogg)

dann B’[t]=0.5 sonst B[t =0.0

wenn (Tgxlt] € Teg V TEk[t] € T,) A O°[t] € Ok

dann B’[t] = —-0.5 sonst B[t =0.0

wenn (O%t] € O VO?[t] € Ox VO?t] € On) AN O°[t] € Ogs
dann B"[t] —1.0 sonst B[] =0.0

wenn O°%[t] € O

dann B"[t] =—-1.0 sonst B[t =0.0
wenn O°7[t] € Oy, A O°[t] € O

dann B"[t] =—0.5 sonst B7[t]=0.0
wenn O°[t] € Ox A O°[t] € O

dann B"[t] = —0.5 sonst Bt =0.0
wenn []EOSg/\(O"[t] € O VO[] € Os)
dann B"[t] = sonst B[t =0.0
wenn Ot € O /\ (O°[t] € Oss V Ot] € Os)
dann B7[t]| = sonst B7[t] =0.0
wenn []e /\O"[]GOSS

dann B’[t]=—-0.5 sonst B[t =0.0

Tabelle7.2.:Fuzzy Regelnfir die BestimmungdesFlissigkeitsbedarfs.

Bestimm ung der Massenstrome 2. MY [t]

FLKBED

Fur die Bestimmungeinesder Massenstromge, M7 [¢] wird vom zugeordneteExperten
FLKBED zunéchsein “Bedarf’ ;B [t] bestlmmt derdenmomentanerZustandeines
Ofenso widerspigelt. Der Bedarfist klein, wennder Ofen durchzusatzlicheAbfallstoffe
in Gefahrgeratauszuéllen und grof3,wennsich der Ofenin einemZustandbefindet,der
weitereVerbrennungskapazitatenlaubt.Eine zweckméaRigdestimmungdesBedarfsist
Uberdie Aufstellungvon Fuzzy-Regelnmdglich,dasodie gewiinschterEigenschafteein-
fachund intuitiv formuliert werdenkdnnen.In Zusammenarbeitnit den Anlagenfhrern
wurdendaherFuzzy-Regelnfur einensituationsangepalt@edarf,,.., B’ [t| formuliert.In
Tabelle7.2sinddieseReggelnzusammengef3t.Abbildung 7.9 zeigtdie dafiirnotwendigen
membeship-FunktionenMit demdadurchdefiniertenFuzzy-Regelsatawird ausderTem-
peratuundderSauerstdkonzentratiomachderSugeno-Rgel (5.16) ein Bedarf, sz B’ [t]
berechnet.

Um die Zufeuerungder Flissigleitennicht zu starkan die stochastische8chwankungen
derTemperatuundder Sauerstdkonzentratiorzu koppeln,wird .z B’ [t] nachAuswer
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do,, do, do, dO, do,

w(0)
w(d0)

0.0 .
700 800 900 1000 1100 1200 1300
T [°C]

0.0

-0.020 -0.010 0.000 0.010 0.020
dO [Vol%/s]

Abbildung7.9.:Die drei Gruppen von membership -Funktionen zur fuzzy Berechnungdes
Bedarfs gy B [t].

tungderFuzzy-Regelnmit einerZeitkonstantevzon 20 Sekunderzeitlich geglattet.

KBED

zu bestimmenDies erfolgt durcheinezum BedarfproportionaleAnpassunglesMassen-
stromsin jedemRegelungsschrittdurch

Der Bedarf.:, B?[t] bietetnundie Moglichkeit einengeeigneteMassenstrordic,, M7 [t]

Ziel o _ Ziel o o o
FLKBEDMj [t + ]'] - FLKBEDMj [t] + K(FLKBEDB [t])FLKBEDB [t] (71)

- B 9.0kg/h : LeeB7[t] <0
(o B7[]) - = { 30KGN : mewB7H] >0 (7:2)
Die Nichtlinearitatder ProportionalitatsgroR& (.. B [t]) fuhrt dazu,dalder Massen-
stromlangsamerhohtwird, wahrendin kritischenSituationen(,s, B?[t] < 0) die Flus-
sigkeitszufeuerunglreimalschnellerreduziertwird. Bei einemvollstandiggeschlossenen
Ventil bendtigtder Regler dahermindesten®00 s, um einenMassenstronvon 200 kg/h
einzustellenDasSchliel3erdiesesventilsdauertdaggennur etwa 70 s.

Schatzung der Ventilkennlinie mit einem mMGRBF-System

Wie kann nun der Massenstronf.e, M?[t] am Ventil eingestelltwerden?Obenwurde
schormmehrfacherwéahnt(vgl. auchAbbildung7.3), dalReinigeFlussigleitsventileein iber
raschende¥erhaltenzeigen,welchesstark von der zu dosierenderflissigleit abhangt.
Die im PLSkonfiguriertePID-Regelungmuf3zwangslaufigir ein solchnichtlinearesSy-
stemversagenln Kapitel 6 hattenwir aberbei der RegelungeinesBioreaktorsderdurch
ein Ventil mit einervariablenKennliniekontrolliert werdenmuf3,gesehendal3ein Regler,
deraufeinerFunktionenapproximatioainermultifunktionalenDatenfolgeberuht,zu sehr
gutenErgebnissetiihrt. DabeidenFlussigleitsventilenderRV einedaguialenteSituation
vorliegt, soll diesesKonzeptnun auf die Schatzungler Kennliniender Flissigleitswventi-

le Ubertragerwerden.Weil damals(Oktober1997)der fiur die RegelungdesBioreaktors
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verwendetd.LM-Approximator nochnichtzur Verfligungstand wurdedie Funktionenap-
proximationmit demim Abschnitt4.3.1daigestelltermGRBF-Systenmealisiert.

Die SchatzunglerVentilkennlinien¢ (Y;) wird vom ExpertenFLKRBF mit Hilfe eines
MGRBF-SystenvorgenommenDiesesSystemlokaler GRBF-Netzwerk lernt ausdem
Trainingsdatensatz? = {Y[t], M7 [t + AT, |t = 1... N} die Funktionenapproxima-
tion

M{ YP[t] — M7[t+ ATw). (7.3)

Die Totzeit AT;,, beschreibtdie Verzogerungauf Grund der Messungund betragtnach
einerAnalyseder Kreuzkorrelationzwischendem DurchfluRund der Ventilstellungca. 6
S.

Aus Griindender Ubersichtlichleit werdenim folgendendie Indizesfir die Ofen und
die Ventile weggelassenEbensowird zunadchsdasTraining nur eines GRBF-Netzwerks
fiir die SchatzungV (Y'; ©FEBF) einerVentilkennliniebetrachtetEntsprechendemVor-
gehenvon M. Sonner[Son97 wird dasIntenall [0, 100] der mdglichenVentilstellun-
genin M AaquidistanteStutzstellendiskretisiert.In Abbildung 7.10, links, ist ein typi-
scherTrainingsdatensatzusammermit einer geschétzterKennlinie M (Y; @GRBF) —
>, frar(Y; ©CEBF) dagestellt. Offensichtlichist die in der linken Abbildung gezeigte
SchatzungM (Y'; ©SEBF) wenig sinnvoll, da sie nicht die von einer Ventilkennlinie er-
warteteMonotonieerfiillt. Fiir eineverniinftigeSchatzung (Y; O¢RBF) muRvielmehr
dM(Y;6GRBF) /gy > ( gelten.AuRerdemwird verlangt,daRein geschlossenegentil
keinenDurchfluRerlaubt,also M (0; O¢EBF) = ( gilt. Im folgendenwerdendie GroRRen,
die einemonotoneKennliniebetrefen, mit einemQuerstrichversehen.

Um die beidenobenerwéhnterRandbedingungeru erfiillen,wird eineMonotonisierung
derKennlinienschatzungorgenommenHierzuwird die Lernregel (2.64) fir die Bestim-

mungderAusgabegewichtef, beimGRBF-Netzwerldurchdie Anwendungzweierlokaler

Expertererweitert:Dadie Kennlinievon links betrachtemonotonsteigendyon rechtsbe-

trachtetabemonotonfallendseinmuf3,werdenfir jedesZentrume, desGRBF-Netzwerks
zweilokale Expertend und M- eingefiihrtdie die Gewichte f, soanpassesollen,dal

diejeweilige Eigenschaferflllt ist. In Abbildung7.10 rechtswird die Arbeitsweisedieser
Expertenillustriert. Der ExperteM;r erzwingtdie Monotonie,indemerausdenGewichten

f» neueGewichte £+ berechnetfur die f,t |, < fr,r=2... M, gilt:

fo =0 (7.4)
. +
fro= {;tl | ggnztfr—l r=2...M. (7.5)

Analog gehtder Experte]\?[; vor, der die Gewichte f, so modifiziert,dal3sie von rechts
gesehemmmerkleinerwerden:

=t (7.6)
J {fr R <fh Ly (7.7)

fr1 ¢ sonst
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Abbildung 7.10.: Training einer Ventilkennlinie. Links sind exemplarischdie Punkteeines
Trainingsdatensatze® = {Y'[t], M|t + AT.,]|t = 1...17938} einesFlissigleits\entils
abgebildetDieseDatewverteilungwurdemit einemGRBF-Netzwerkwelchesauf einemaqui-
distantemGitter basiert,approximiert.Die Gewichte f,.,r = 1...25, sindalsgriined und
die mittlere Aktivitat (a,)z als dinneLinie eingezeichnetDie darausresultierendéviodell-
funktion M (Y ; ©9EBF) desGRBF-Netzwerksst alsdicke Linie eingetragenRechtssinddie
Ausgabender Expertt—:'nM;r und J\Zf; dagestellt. Die roten +(blauenx) kennzeichnerdie
Ausgabegewichte f;F (f,~) und die gestrichelterote bzw. blaueLinie zeigtdie lokale Kompe-
tenzk (k, ). Als ErgebnisderbeidenExpertererhaltmandie Gewichte £, (griines). Die nun
monotoneModellfunktion M (Y'; ©¢EBF) desGRBF-Netzwerksst wiederalsdicke durchge-
zogenelinie eingetragen.

Diese Gewichte sind in Abbildung 7.1Q rechts,als rote + (f,7) und blaue x (f,”) ein-
getragenUm die Ausgabenf," und f,~ derbeidenExpertendurcheineniibegeordneten
Experternverknipferzu kdnnenjst die BestimmundokalerKompetenzeik,” undk, not-
wendig.Da die mittlere Aktivitat (a,) z ein Mal3fur die Zuverlassigleit einesGewichts f,
ist, beschreibeulie rekursv definiertenlokalenKompetenzen

klo= kli+(a)z r=2...M (7.8)
ki = k4 (ar)z r=M-1...1 (7.9)

wie reprasentatidie Gewichte f,* und f,~ sind.Die Verknupfungvon M;f undM; erfolgt
schlie3lichentprechend@4.1) durch

AL
fr—w, T—l...M, (710)

wobei hier die UbegeordneterKompetenzerk," und K- auf Eins gesetztwurden.Auf
dieseWeiseapproximiertdasGRBF-Netzwerldie Ventilkennliniemit dernunmonotonen
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7.2. EntwurfeinerneuenRegelung

ANFAHR Ofen 2 B202 Ofen 1

400 T 400 T '
300 F 4 300F 3
200 F 1 200F .
100 4 100F 3
O: i A O: . 4 i oo v ]
0 20 40 60 80 100 0 20 40 60 80 100
Ventilstellung Y [%] Ventilstellung Y [%]

Abbildung7.11.:Schatzungder Ventilkennlinien mit einemmGRBF-System.Links ist die
monotonisiert&Schatzung// (Y; 8™GEBF) derVentilkennliniefiir die Fliissigleit ANFAHR an
Ofen2 mit einemmGRBF-Systenausfunf Modellendagestellt(durchgezogenehinien). Die
Ausgabgewichte derfiinf GRBF-Netzwerk, die zu dieserSchatzundguhren,sindalsgrines
eingetragenRechtsist die entsprechend8chatzundir B202 anOfen1 daigestellt.

Schatzung
R M
M(Y;0%8F) =3 " foa,(Y; 09RBF) (7.11)
r=1

Abbildung 7.10 illustriert, wie durch eine solcheMonotonisierungdie obenverlangten
Randbedingungeerfillt werden.

DasgeradadagestellteVorgehenaltsichohneSchwierigleitenauf die Funktionenappro-
ximation M (Y'; ©™GEBF) mit einemmGRBF-SystemibertragenFiir die Schatzungler
Ventilkennliniemit demExperten-LKRBF wurdeeinmGRBF-Systenaus5 Modellenmit
jeweils M = 25 StutzpunkterverwendetAbbildung 7.11illustriert exemplarischan zwei
FlussigleitswventilendasErgebnisder multifunktionalenFunktionenapproximatiomit ei-
nem mGRBF-Systemwelchesdurchdie obengeschilderteMonotonisierungmodifiziert
wurde.Daslinke Teilbild zeigtdie mit finf GRBF-NetzwerkngeschétzteKennliniender
erfahrungsgemafelativ gut dosierbarerBrennerstreok ANFAHR und dasrechteTeilbild
die Kennliniender meistproblematischem®rennerstreak B202. Da die funf Modelle fir
ANFAHR sichnicht sostarkunterscheidemwie fir B202, spigyelt sichdasErfahrungswis-
sender Anlagengihrerauchin der FunktionenapproximatiodurchdasmGRBF-System
wider.
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Bestimm ung einer Ventilstellung 52 Y[¢] zu einem Massenstr om Zl Af[¢]

FLKRBF FLKBED

Um denin Abbildung 7.8 skizziertenRegelkreiszu schlieRenstehtnochdie Bestimmung
einerVentilstellung?®!! Y'[¢t] aus.Diesewird durchdenExpertenFLKRBF durcheineNull-

LKRBF

stellenbestimmungon

M (o, Y[t]; ©mFREE) e Mt] = 0 (7.12)
berechnetDie lokaleKompetenz, k|[t] desExperterFLKRBF wird durchdie Gesamtak-
tivitat

L

AL YTH) 6mOT5F) = 37 A (L Y AGEL Y[H: 6775F)  (7.13)

FLKRBF FLKRBF
=1

bestimmt,die durch die VentilstellungS°ll vV'[¢] auf der Zwischenschichtles MGRBF-
Netzwerksausgeldstwvird. Dieselokale Kompetenzvird zusammemit der Ventilstellung
Soll Y'[t] andenExpertenFLKCHI EF weiteigegeben der diesemit denEingabenderan-

derenbeteiligtenExpertenverrechnetund schlieRlicheine VentilstellungS°'Y'[t] an die
Anlageweitemibt (vgl. auchAbbildung7.8).

7.2.5. Experten zur Regelung der Abgaszufuhr

Die Regelungder Abgaseist konzeptionellahnlich der Flussigleitsregelungaufgebaut.
Auch hier werdenviele — sich zum Teil widersprechende Zielsetzungerverfolgt, die

an verschiedendokale Expertendelayiert werden.Abbildung 7.12 zeigt die beteiligten
Experten Da mit denExpertenFLKBED und FLKRBF dasVorgehenbeim Reglerentwurf
schonexemplarischdemonstrierivurde,wird im folgendennur kurz die Zielsetzungund

die Umsetzungder verschiedeneixpertenbeschriebenDie genauekonfigurationkann
in [AIb97b] nachgelesewerden.

e ABGPI D und ABGVER: DiesebeidenExpertenibernehmenmlie Hauptarbeitei der
Regelung des Abgasdrucks“®!p;[t]. ABGPI D ist ein korventionellerPID-Regler,
welchereinen Gesamtelumenstron?lv; [t] als “fikti ve” StellgréReausgibt.Die-
ser Volumenstromder von den zur VerfiigungstehenderOfen verbranntwerden
muR,wird durchdenExpertenABGVER auf die Ofenaufgeteilt. Dabeiwird derBe-
darf .. B [t] einesOfens,die StellungderSchnellscthBantiIes;-’[t] unddiedurch
denAnlagenbetreibevorgegebeneAbnahmereihenfolgbertcksichtigtHierausbe-
rechnetABGVER einenVqumenstrom,,va;-’[t], ausdemdurcheineSchatzungder
VentilkennlinieneineVentilstellunggoy, 7 [t] bestimmiwird.

B

" DieseSchatzungst rein erfahrungsbasierfiuf Grundder gemeinsameiolumenmessung? [¢] ist eine
datenbasiert&chatzungiur schwemadoglich.
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pi[t]

Zielp, ABGPI D p;lt] PI[t] 0°1t] y7 [t]

FLKEfg[],m{ABGVER) CABGIlDM N) @BGOLPM@ @BGOlZM N ( ABGlEI D

ABGCHI E

Soll y‘;.r [t]

Abbildung7.12.:Die Experten desBlocks ABG.

e ABGPM N: In einigenAbgasleitungeril,3,5,6und11) darfderDruck nur moglichst
seltenunterhalbeinesvorgegebenerMinimaldrucksfallen, da die Produktionsbe-
triebe,die dieseAbgaseerzeugenauf die EinhaltungeinesbestimmterDrucksan-
gewiesensind. Bei Gefahr eineszu starlen Druckab#lls drosseltABGPM N daher
die entsprechendevientile und unterstitzso APBPI D und ABGVER.

e ABGOPMAX: DieserExpertetritt nurdannin Aktion, wennderOfeninnendrucKiber
denAuRendruckanzusteigemiroht. In diesemFall werdenalle Abgas\entilemit ei-
nerhohenKompetengeschlossen.

e ABGO2M N: Bei einerkleinenundfallendenSauerstdkonzentratiorkannein Ofen
wegenUnterschreitunglesSauerstdfjrenzwertsaustllen. Bei Auftreteneinersol-
chenSituationwerdendie Abgas\entile kurzfrisitig geschlossemnind anschlie3end
langsanwiedergedfnet.

e ABGEI N: AnalogzumExpertenFLKEI N soigt ABGEI N dafui, daR3dasUmschalten
zwischenPLS-und PCS-Rgelunglangsamerfolgt.

7.3. Beispiele und Diskussion

Zunachstsollen zwei Ausschnitteausden archvierten Datenbetrachtetwwerden,um die
ArbeitsweisedesneuenRegelungssystemderRV zuillustrieren.

Abbildung 7.13 zeigt einen Ausschnittvom 11. November1997, der die Regelungder
Flussigleit B202 am Ofen1 betrifft8. DasRegelungssysterwurdezum Zeitpunkt24 min

8m folgendernwerdendie Indizesfiir denOfen 1 unddie Fliissigleit B202 weggelassen.
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Feuerraumtemperatur und Sauerstoffkonzentration
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Abbildung 7.13.: TypischesVerhalten der Flussigkeitsregelungdurch das PCS. Fir eine
DiskussionsieheText.

eingeschaltetDie rotenKurven markierendenZeitbereich,in demdasRegelungssystem
in die Flussigleitendosierungingreiferkonnte.Teilbild a) zeigtobendenVerlaufderFeu-
erraumtemperatumduntendendazuantikorreliertenVerlaufder Sauerstdkonzentration.
Man erkennt,wie ca.10 min vor EinschalterderRegelungein Abfallender Sauerstdkon-

Abbildung7.14.: TypischesVerhalten der Abgasregelungdurch dasPCS.FireineDiskus-
sionderAbbildungauf Seitel61sieheText.
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zentratioreinsetztDerin Teilbild b) dagestellteBedart,,,;, B? [t] ist dahemegati, wasbei
Einschalterder Regelungzu einersofortigenAbsenkunglesSollmassenstronfae. M7 [t]
fuhrt. In Teilbild c) ist der Sollmassenstrorfic,. M?|t] (rot) zusammemit demgemesse-
nenMassenstrond/? (schwarz)daigestellt. Teilbild d) zeigtschlieRlichdie Ventilstellung
Soll yo[t], die ausder SchatzunglerVentilkennliniemit einemmGRBF-Systenmesultiert.
DasdamgestellteBeispielzeigtdeutlich,wie die Regelungin die Dosierungeingreift,und
esletztendlichauchschaft, einendrohenderOfenauséll zu vermeiden Allerdings flhrt

dieserEingriff auchzu einigenSchwingungendie erstnachetwa 40 min gedampftsind.

In Abbildung 7.14wird die Arbeitsweiseder neuenAbgasrgelungam Beispielvon Ab-

gas6 fur einenAusschnittvom 1. Oktober1997illustriert. DasobersteTeilbild zeigtden
aktuellenVolumenstronmwg[t] und Druck pg[t] desAbgaseszusammemit dem Sollwert
Zielpe. In den Teilbildern b)—e)ist dasVerhaltenvon MeRgréRenpzw. lokalen Experten
dagestellt.Dabeiwerdendie drei Ofenjeweils farblich kodiert. In demgewéhltenDaten-
ausschnitsollenzwei Situationergenauebetrachtetverden:

e DergelbmarkierteBereichkennzeichneeinenAusfall von Ofen3. Dieswird durch
denverfahrenstechnischedingtenAbfall der Sauerstdkonzentrationauf Null er-
sichtlich.DurchdenAusfall veranderrsichdie vom ExpertenABGVER berechneten
Zuordnungendurchwelchedie Abgasabnahmder einzelnenOfen bestimmtwird.
Im Teilbild e) ist schlie3lichzu erkennen,wie die RegelungdasAbgas\entil von
Ofen1 6ffnetundsodenAbgasdruckpg|t] trotz Ausfall von Ofen3 nahezikonstant
haltenkann.Zusatzlichschlie3tdie RegelungdasAbgas\entil von Ofen 3, um ein
Abfallen desAbgasdrucksiruchdasschlagartiggbffenendesSchnellschluRentils
zuvermeiden.

e DerbraunmarkierteBereichkennzeichnegin schnelleAbfallender Sauerstdkon-
zentrationvon Ofen 2, dasvermutlichin einer starken SchwankungeinesFlussig-
keitsstromsbegriindetist. ExperteABGVER reagiertdarauf,indem er langsamdie
Zuordnungvon Ofen 2 verringert. Wesentlichschnelleragiert der Experte ABG-
2M N, derimmer einenVentilwert von Null ausgibt. ABGVER erreichtdurcheine
kraftige Anhehung seinerlokalen Kompetenzdal3die Abgas\entilstellung(unter
stesTeilbild) angedrosselvird. Durch dasEingreifenvon ABGO2M N werdenalle
Abgas\entile von Ofen 2 angedrosseltwodurchnacheinigen Minuten die Sauer
stoffkonzentratiorwiederansteigt.

Die objektive Untersuchungler Leistungsfahigkit der beidenneuenRegelungenfur die

Flussigleitenund Abgasegestaltetesich schwierig,da ein quantifizierbaredald fur die

Qualitatder Ofenrggelungnur mit einemgrol3enFehlerzu ermittelnist. Die Ausfihrungen
von Abschnitt 7.1.4 habendeutlichgemacht,daR nicht die Einhaltungeinesbestimmten
Sollwerts— wie bei einemeinfachenSISO-Rglerkreis— sonderndie Beriicksichtigung
einer Reihevon Randbedingungerdie zu einer Erh6hungder Ausfallsicherheitund des
Stoffdurchsatzediihrensollen,von Bedeutungst. Mdgliche Qualitatsmal3evarendaher
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MelRwerterissungl163.3Tage
PCS-Abgasrmgelungin Betrieb:36.0%
Ofenlin Betrieb:91.7% Ofen2in Betrieb:94.3% Ofen3in Betrieb:85.3%
ABGqg,, | ABGgys ABGq,, | ABGgys ABGq,, | ABGgys
R [1/d] 269 | 2.70 R[1/d] 3.82 | 3.55 R[1/d] 3.35 | 3.36
AR/R[%] | 8.0 6.0 AR/R|%] | 6.7 5.2 AR/R[%] | 7.1 5.3

Tabelle7.3.: Ausfallraten der Ofen. Ein Ofenausdll liegt vor, wennalle Schnellschlufen-
tile einesOfensgeschlossemwerden.Die Tabelleverleicht die Ausfallraten R (in Ereignis-
senpro Tag), fur denFall, dal3die PCS-und die PLS-Raelungder Abgasein Betriebwar.
Der statistischeé~ehlerAR/R berechnesich ausder absolutenAnzahl N der Ausfalle, also

AR/R=1/V/N.

die mittlere Ausfallrateund der mittlere StoffdurchsatzinesOfens.Da die Regelungmit
Block FLK nur Uberkurze Zeitraume(einige Tage)fur eine Zuleitungin Betriebwar, ist
esabernichtzuverlassignoglich,denmittlerenMassenstrommit undohnePCS-Regelung
zuvewgleichen Ebensast ein VergleichdesmittlerenAbgaswlumenstromsichtsinnvoll,
da fur die Abgaseein Abnahmezvang bestehtund Schwankungendaherausschlief3lich
auf die Produktionsbetriebeurickzufuhrersind. Eine weitereMoglichkeit bestehin der
GagenuberstellundermittlerenAusfallratenfiir die PLS-unddie PCS-Rgelung.Tabelle
7.3 zeigt dieseAusfallratenzusammemit den statistischerFehlern.Offensichtlichsind
hier aberkeinesignifikantenUnterschieddestzustellen.

Die generelleSchwierigleit einer Beurteilungder implementierterPCS-Regelungist in
drei Punktenbegriindet:

e DeralltaglicheBetriebsablauflerRV ist von sehrvielenexternen nichtquantifizier
barenEinflissenabhangigDie angeliefertemAbgase Flissigleiten und Feststdfie
spiggelndie ProduktionserhaltnissennerhalbdesWerkswider, die wiederumstar
kensaisonalerschwankungerunterworfensind. Daherist esunmoglich,bestimmte
Betriebssituationemu reproduzierenym einevergleichendeEvaluationverschiede-
nerRegelungerzu erarbeiten.

e Die Anlagebefindetsichstandigim Umbau.SowurdenwahrendderProjektlaufzeit
sukzesasie alle Flussigleits\entile ausgetauschgine groRePufferungsmaglichkit
fur dasdurchsatzstakkAbgas10 eingerichtetund ein Katalysatorfur die Gesamt-
anlageerrichtet.Die OfenfallendaherimmerwiederwegenWartungs-und Umbau-
arbeitentage-bis wochenlangaus.DiesebetriebsbedingteAusfalle konnenin den
Datennicht eindeutigvon sicherheitsbedingtefiusfallenunterschiedemwerden.

e Auchdie Konfigurationder PCS-Rgelungwurdestandigverandertum Schwéachen
und Schwierigleitenauszumerzenv/or allemfir denBlock FLK wurdenauf Grund
der schwerbeherrschbareRlissigleitsventile verschieden®egelungskonzepteer-
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probt. Die obendagestelltKonfigurationspiggelt dahernur den Zustandder PCS-
Regelungzum Abschlulzder Projektswider.

Man muf3alsoletztendlichfesthaltendal3eineobjektive Aussageadartibeyob dasneueRe-

gelungssysterfur die RV zudenvonderWacker-ChemieGmbHarvisiertenZielengefuhrt

hat,nurschwemaoglichist. EsseiaberangemerktdalietwavonderHalfte derAnlagentih-

rer dasneueRegelungssysteraktiv eingeschaltetvurde. Diesesubjektive Einschatzung
derAnlagengahrerscheintzumindestufeinegewisseStabilisierunglerRV durchdie neue
Regelunghinzuweisen.

Daswichtigste Ergebnisausder Kooperationmit der Wacker-ChemieGmbH ist, dal3es
gelungenist mit einemrelativ geringenGesamteinsatan Personalca.2 Mannjahre)ein
funktionsfahigesund alltagstauglichefRegelungssystentir eine industrielle Anlage zu
entwicklen.EinenwesentlichemAnteil daranhatdasdemRegelungssystermaugrunddie-
gendeKonzeptderlokalenExperten Nur sowar esmoglich, neueAlgorithmenschnellin
dasGesamtsysternau integrierenund zu erproben.

DiesesVerhalterkanngutin denarchiiertenDatenkurz nachdemSchichtwechsebeobachtetverden.
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A. Anhang

A.1. Der LLM-Appr oximator

A.1.1. Herleitung des LLM-Appr oximator s

In diesemAnhangsollendie Integraleaus(3.34) ausg&ertetwerden Wenndie Mischung
(3.30 in (3.34) eingesetztuind die Integrationmit der Summationvertauschwird, erhalt
man

M
f(x; ©4M) = M (A.1)
Zr’:l JT’ (X)

mit

Leo= [ yixyln ©7%4) dy (A2)
IR¥

und

Jp(x) = / p(x,y|r, 0F¢4) dy ) (A.3)
IR¥

Zunachssoll dasintegral (A.2) berechnewerden.Dazudefinierenwir

— br,x _ X . Cr
w=(a )= (3)- (%) =
Fernerstellenwir fest, daRdie inverseKovarianzmatrix:_ ', wie in (3.37)-(3.40 ange-

geben,in Blockmatrizenzerlegt werdenkann. Damit kanndasArgumentb? - 'b, der
Exponentialfunktionn (3.31) als

b!'S b, = bl x; b, +2bl Q 'b,, + b &b, (A.5)

rxS 4 Y T
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geschriebenverden.Nun laf3t sich die Exponentialfunktiorfaktorisierenund man erhalt
mit der Substitutiony = f,. + b, ,, fur (A.2)

1 1

L(x) = w—exp [ — 5by,x; 'bro] Ki(brs) (A.6)
N, 2" ! !
mit
1
K,(b,,) = / (f, + byy)exp [ — bl Q, 'b,, — 5b2y¢;1bT,y} dby . (A7)

Der Normierungséktorin (A.6) ist dabeidurch
N, = (2n)P?(det X, )/ (A.8)

gegeben.Dasverbleibenddntegral (A.7) wird durch eine quadratischérweiterungdes
Argumentgder Exponentialfunktiorausg&vertet.Mit derDefinition

v, =b,, +®,.(Q, )b, (A.9)

kanndiesesArgumentin zwei Summandezerlegt werden,wobeinur einerder Summan-
denvonv, abhangigst:

1 1 1
bl Qb — =Bl @, b, = —§V?¢;1vr +-b Q7 '®, (2, ") b,,. (A.10)

2 ™Y r 2 T

Die Existenzderzu®, inverserMatrix ®, ! aus(A.9) wird weiteruntennochbewiesenDa
(A.9) nureinevony unabhangig&erschiebingdesVektorsb, , bewirkt, gilt db, , = dv,.
Soerhaltmanfur K, (b, ;) aus(A.7) zunéchst

K, (br,a:) = (All)

1 1
exp [Eb;‘rmﬂ;lcbr(ﬂ;l)Tbr’m} /(fr + v, — QT(Q;I)T})M) exp [ - évf¢;1vr} dv,

unddurchintegration

1
K,(b,;) = N,, exp [gbf’wﬂ;lcbr(ﬂr’l)Tbm] £ —®,.(2. )b, ,) (A.12)

mit demNormierungséktor
N,y = 2m) K2 (det ®, 1) V2 . (A.13)

Werdemundie HilfsgréR3enb,. undv, resubstituierbekommtmanfir (A.2) denAusdruck

L) = etem |- 5x- ) x - o)) - B0 (x - c)
= el (5 4, (x - ) plxlr, OF%4). (A.14)
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Die Matrix
®, = -,(0;1)7 (A.15)
projeziertdabeidenDifferenz\ektorx — ¢, € IRP in denAusgaberauniR¥. Die Matrix
X, =X — Q@) (A.16)

ist nach(3.39 und (3.39 symmetrischunddefinierteineneueMetrik im UnterraumiR?,
die von derlokalenVerteilungder Datenim IRE x IR? abhangigst. Mittels diesemeuen
Metrik wird eineneuelokale Normalwerteilung

1 1
B(x|r, 07 ) = ——exp [ - o(x —¢,) X, (x — ¢)] (A.17)
auf dem UnterraumIR” definiert, deren Parametersatdurch OXM = {c,, x;'|r =
1... M} gegebenist und vermoge(A.16) aus©F“4 zu bestimmerist. Dazuist eineln-
versionderdurch(3.39 gegebenerMatrix &' nétig. Fiir denNormierungshktorgilt wie
ublich

N, . = (210)P2(det x, 1) /2. (A.18)

In (A.1) stehtnochdie Berechnunglesintegrals.J,.(x) aus.Mit derzumobigenVorgehen
analogerRechnungerhaltmanfir diesedntegral

N, . N,
Jp(x) = %ﬁ(x\r, QLM (A.19)
sodalRabschlieRendkediglich die Berechnungler Konstantenv,. , N,.,, /N, verbleibt.Mit
denDefinitionen(A.8), (A.13) und(A.18) berechnemsichdiesezu

(Nr,a:Nr,y)Q - det(zr_l)
N, 7 det(®; D det(x; ' — @, (2, 1))

Aus demDeterminatenentwicklungssédtgt fur die Determinanteyon Matrizenin Block-
form der Ausdruck[Ait69, Fis8q

x,' !
(Q—I)T (I’_l

T (s

(A.20)

det X! = det ( > =det(®; ") det(x; ' — 2@, (2H)T)  (A.21)

und somit,wie zu erwartenwar,

v, (A.22)

Dadet(S71) = det(3, ') = .0, # 0, folgt aus(A.21), daRimmerdet(®; ') # 0 gilt.
Damitist ®;, ! regularunddie ExistenzderinversenMatrix &, gesichert.

Als Ergebnisfiir die FunktionenapproximatiofA.1) erhaltmanschlief3lichaus(A.14) und
(A.19) undmit denDefinitionen(3.42 und(3.43 die Gleichung(3.41).
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A.1.2. Kilassifikation mit einem LLM-Appr oximator

Fur die BerechnunglesAnsatzeq3.2) musserdie Integrale (A.2) und (A.3) ausg&vertet
werden.Dazuwollen wir zunachstfir den gegebenerfall desKlassifikationsproblems
die EigenschaftenerzugehorigenVertundwahrscheinlichkitsdichtep(x, y) derDatenZ
genaueuntersucherkinessolcheDichtekannimmeralseineSumme

p(x,y) =Y _ Pap(x,y|)) (A.23)

A=1

ausdenK Produkterdera priori -WahrscheinlichkitenP, undderklassenlokale®ichten
p(x,y|A\) geschriebemverden Diesekdnnenjeweils geman

p(x,¥|A) = p(y|\)p(xly, A) (A.24)

weiter zerlegt werden.Auf Grund unsererspeziellenKodierungder Klassenzugehorig-
keit sind alle Datenpunktex einerKlasse)\ geradedurchy = e, markiert.Folglich gilt
p(y|A) = §(y — ex) undp(x|y, A) = p(x|A). Wir kdnnendaherdie klassenlokalerver-
bunddichteraus(A.24) auchals

p(x,¥|A) = d(y — ex)p(x|A) (A.25)

schreibenDieseDichtenhaberalsoin y-Richtungverschwindend®arianzerundsindim
y-Unterraumum die Punktee, zentriert.

Die Komponenten(x, y|r, OF¢4) einerML-SchatzunglerVertunddichtep(x, y) mussen
nunebenéalls dieseEigenschaftelabenDiesist geradederFall fir die Zerlegung

p(x,y|r, 074 = 6(y — £)p(xly,r, ©74) (A.26)
mit
f.e{ex]A=1...K}, (A.27)

sodal3jede multivariateNormalerteilungr eindeutigeinerKlasse\ zugeordnetst. Mit
derEigenschaf(A.26) derin die ML-Mischungsdichtei(x, y|©*) eingehendeiompo-
netenp(x, y|r, ©F¢4) konnendie Integrale (A.2) und (A.3) leicht berechnetverdenund
manerhaltfiar denLLM-Approximator

Zi\il ff‘ﬁ(x‘fﬂ 7y @fCA)
Zq{\:le ﬁ<x|fr’a rla @f’CA)

Wegen(A.27) kdnnenalle Normalwerteilungen = 1... M vermittelsderZerlegung

F(x; OLEM) = (A.28)

{rlr=1...M} = [J{rlrx=1... M} (A.29)
A=1
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aufdie K Klassenaufgeteiltwerdenwobeifir die Machtigkeiten M,
K
Z My=M (A.30)
A

gilt. Auf GrundderEigenschaftlerload balance welchedermultivar-Algorithmusgaran-

tiert, teilensichdie ZentrenderNormalwerteilungerentsprechendera priori -Wahrscheinlichkiten
P, derKlasseraufdie K disjunktenUntermenger{r, } auf[Der95. FiurgroReM qilt da-

her

M,
— =~ P,. A.31
7~ P (A31)
Mit (A.27) und (A.29)—(A.31) kdnnennundie Summenin (A.28) in Teilsummenzerlegt
werden die jeweils nur eineKlasse\ betrefen. Man erhaltsomit(3.58).

A.2. Dynamik des Bioreaktor s

A.2.1. Fixpunkte des Bioreaktor s

Die Gleichungern(6.5) und(6.6) definiererfir einenkonstanterburchfluu anjedemzZu-

standspunk€ = (C1, Cs) eineRichtung,die angibtwie sichder ZustanddesBioreaktors
in einerinfinitesimalkleinenZeitspanneentwickeln wird. DieseRichtungersind Tangen-
tialvektorenan die TrajektoriendesSystemsWerdendieseTangentialektorenals kleine
Pfeilein denZustandsraumyelcherdurchC; und C; aufgespannivird, eingetragener-

haltmanein Abbild desPhasenraumg\bbildungA.1 zeigtPhasenraumelie sichfur vier

verschieden®urchflisseu emgeben.Der Phasenrauntéi3tsichin Gebieteunterteilen,in

denendC,/dt > 0 oderdC;/dt < 0 bzw. dC5/dt > 0 oderdC,/dt < 0 gilt. DieseGe-
bietesinddurchKurvengetrenntauf denendie Konzentrationewon C; bzw. C, konstant
bleiben.Firdie Gleichunger(6.5) und(6.6) ist dies— trivialerweise- fur

fe,—0(C1,C2) = C1=0 (A.32)
erfullt. Als nichttriviale Losungergibt sich
9é,—0(C1,Ca) = u = pu(Cy) (A.33)

14+ B —Cy

90220(01,02) : Cr =0, 1+3

(A.34)

Offensichtlichist g, _,(C1, Cs) lediglichnumeriscHdsbar dafiir einengegebenerurch-
fluR u die KonzentratiorC, in (A.33) nurimplizit gegeberist. Die Kurve g, _,(C1, Cs) ist
dag@enexplizit gegebenEin Blick auf Abbildung6.2zeigt,dallu = u(Cs) firu < 1 eine
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0.8

0.6

0.4
o(C1, C2) (durchgezogen)

o(C1, C2) (gepunktetgilt dC1/dt = 0 bzw. dC>/dt = 0. Die Kurventrennenalso

Gebietejn denereineRichtungskmponentelC; /dt bzw. dCy/dt dasVorzeicherwechselt.

0.2

0.0
0(C1, C), sindin AbbildungA.1 eingetragen.

0.8

0.6

0.4
< p™** genawzwei Losungerundfur v > p™** keineLdsunghat.Die

C4, C3), die sich durchdie numerischd_ésungder Gleichungu = u(Cs)

0.2

(

.0
=0 :
nachC; ergibt unddie Kurve g,

0

furl <u

gungdC>/dC; an,in welcheRichtungsich die LésungendesDifferentialgleichunggstems

(6.5 und(6.6) fur konstanteDurchflisseu = 0.75,1.25,1.4 und 1.75 entwicleln. Der farbi-
ge Hintergrund kodiert den Betrag|(dC1 /dt, dCy/dt)| (weild symbolisierteinenkleinenBe-

Abbildung A.1.: Phasenraumdes Bioreaktors. Die Teilbilder zeigendurch Pfeile der Stei-

trag und blau einengro3en).Fur die eingezeichneteKurven g,

bzw. g,
Lésung
Geradeg,
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Im(\;) =0 Im(A;) # 0
Re(\;) <0 stabilerknoten 3 | stabilerFocus  (G)
Re()\;) > 0 instabilerknoten 3:{ | instabilerFocus (C)
Re(\;) =0 Zyklus
Re(A;) > 0,Re();) < 0 | Sattelpunkt hed

TabelleA.1.: Stabilitat von Fixpunkten. FixpunktewerdennachdemVorzeichendesReal-
und Imaginaranteileder Eigenwerte); der Jacobimatrixklassifiziert,da diesedas Verhalten
derNaherungslosunfA.38) bestimmen.

An denSchnittpunkterC® = (C7,C5) derin AbbildungA.1 eingetragenekurven gilt
gleichzeitigdC;/dt = 0 und dC5/dt = 0. Dies sind die sog. Fixpunkte desDifferenti-
algleichungssystemandenendie Dynamik desBioreaktorsstationarwird. Man erkennt,
dal3esdreiverschiedendrten von Fixpunktengibt:

e TrivialeLosungC*5? = (0, 0). Dieserauchalswashoutbezeichnet@ustandcharak-
terisierteine Situation,bei der trotz maximalerNahrstofkonzentrationCs(t) = 0)
alle ZellenausdemTankgespultwurden(C, (¢) = 0) [ALLR82].

e FixpunktC%:1, dernurfur u < p™* exisitiert. In AbbildungA.1 ist diesderobere
Schnittpunkt.

e FixpunktC%2, dernurfir 1 < u < p™* exisitiert. In AbbildungA.1 ist diesder
untereSchnittpunkt.

Abbildung 6.3 zeigtdie Lage der Fixpunktein Abhangigleit vom Durchflu«. In dieser
Abbildung ist zusatzlichauch das Verhaltender Reaktordynamikin der Nahe der Fix-
punkteeingetragenDie dafir notwendigeStabilitatsanalys&vird im néachstembschnitt
vorgenommen.

A.2.2. Stabilitdtsanal yse der Fixpunkte

Die Stabilitatsanalys¢Hak83 beruhtauf der Untersuchungeinergenahertersungin
derUmgelungeinesFixpunktsC?. Dazuwird dasDifferentialgleichungssyste(.5) und
(6.6) um einenFixpunktC? bis zur 1. Ordnungentwickelt:

~ sy, Of _ o5y, 9h oS

fi(C) = fi(C°)+ ac, CS(Cl CY) + ac, 05(02 Cy) (A.35)
~ sy, 9f2 sy, 9f oS

fg(C) ~ fQ(C )+ 801 CS(Cl Cl ) + 802 CS(CZ 02 ) (A36)
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AbbildungA.2.: Eigenwertein Abhangigkeit vom DurchfluR u. A%0, A51 und \%2 sinddie
Eigenwerteder Fixpunkte C5°, C51 und C%2. Die Abbildung zeigt die Real-und Imagi-
narteiledieserEigenwertein Abhangigleit vom Durchflu3«. Beispielsweisesind die beiden
EigenwerteS immer reell undfiir v > 1 negatv. Daherhandeltes sich um den Fixpunkt
C59 fiir u < 1 um einenSattelpunkiund sonstum einenstabilenKnoten (vgl. auchTabelle
Al).

In vektoriellerNotationkanndieseinfacherals
d
7C= J(C%) - (C(t) — C%) (A.37)
geschrieberwerden,wobei J(C?) die Jacobimatrixdes Differentialgleichungssystems
(6.5 und(6.6) ist. Mit demL6sungsansatz
C(t) = C%+ CyeM
CS 4 COeRe(A)teiIm()\)t (A38)

erhaltmanschliel3lichdasEigenwertproblem
ACy = J(C?) - Cy. (A.39)

Die AnalysederbeidenEigenwerte\; und A; von (A.39) ermdglichteineBeurteilungder
StabilitateinesFixpunktsC*. Aus (A.38) ist zu ersehengaRein negativer Realteilderbei-
denEigenwertedampfendauf die Losungwirkt und somitzu einemstabilenFixpunkt, ein
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positiver Realteildaggienzu eineminstabilenFixpunktfihrt. Ein von Null verschiedener
Imaginarteilliefert nochzusatzlicheperiodischeAnteile. TabelleA.1 falRtdie verschiede-
nenEigenschafteron FixpunktenzusammeriHak83. Zusatzlichist in dieserTabelledas
dynamisché/erhaltenin derUmgehungeinesFixpunktsskizziert.

Wird der Formalismusder Stabilitatsanalysauf die GleichungendesBioreaktorsange-
wendet,soerhaltmanfir die JacobimatrixdenAusdruck

o_ (0 oy
J(CS) = 2 . (A.40)
(") o(C§) —u+CF%CD

EineweitereanalytischeAnalysevon (A.40) gestaltesichaberalsschwierig,dadie Grol3e
Cs Uber(A.34) nurimplizit gegebenist. Daherwerdendie Eigenwerte\0 \5:1 und \52
derdrei verschiedeneRixpunktevon (A.40) numerischn Abhangigleit von « bestimmit.
DasErgebnisdieseBerechnungeigtAbbildungA.2, in derdieverschiedenekigenwerte
in Abhangigleit von u daigestelltsind. Mit Hilfe der TabelleA.1 kannausdenVerlaufen
dieserKurven die Stabilitat der Fixpunkte desBioreaktorsabgelesemwerden.DieseEi-
genschafterer verschiedenefkixpunktesind nochmalsn Tabelle6.1 aufgefihrtundin
Abbildung 6.3 zusammemit der Lageder Fixpunkteim Phasenraurdaigestellt.

173



A. Anhang

174



Literatur verzeichnis

[ABK T99] S. Albrecht,J. Busch,M. Kloppenturg, F. Metzeund PTavan. Generalized

[Ad092]

[Ait69]
[AJ96]

[Alb71]

[AIb95]

[Alb97a]

[Alb97b]

[ALLR82]

[And97]

[AW73]

[B4c96]

radial basisfunction networks for classificationand novelty detection:Self-
organizatiorof optimalBayesiardecision.Neurml Networks1999.submitted.

U. Adolphs. Selbstoganisierendd”erzeptronstrukturemit radialenBasis-
funktionen.Diplomarbeit,Physik-DepartmenffU Miinchen April 1992.

A.C. Aitken. Determinanterund Matrizen Bibliographischesnstitut, 1969.

E. Alpaydin undM. Jordan.Local linear perceptrongor classification.|EEE
Transactionsn Neural Networks 7(3):788—7921996.

J.S.Albus. A theoryof cerebellafunction. MathematicaBiosciencesl0:25—
61,1971.

S. Albrecht. Ein neuronaleKlassifikatorfir PhonemeDiplomarbeit,Inst. fir
Med. Optik, LMU Minchen,1995.

S. Albrecht. ProcessControl Systeml.4, Handkuch. Inst. fir Med. Optik,
LMU Minchen,1997.

S. Albrecht. Regelungder Riikstandsverknnungmit demProcessControl
Systend.4. Inst. fur Med. Optik, LMU Miinchen,1997.

P. Agrawal, C. Lee, H. Lim und D. Ramkrishna. Theoreticalinvestigations
of dynamicbehaior of isothermalkontinuousstirredtankbiologicalreactors.
ChemicalEngineeringScience37(3):453-4621982.

J.A. Anderson.An Introductionto Neural Networks MIT PressCambridge,
MA, 1997.

K.J. Astrom und B. Wittenmark. On self-tuning regulators. Automatica
9:185-199/3.

T. Back. EvolutionaryAlgorithmsin Theoryand Practice Oxford University
Press;1996.

175



Literaturverzeichnis

[Bar90]

[BF95]

[BFGO5]

[Bir9g]

[Bis95]

[BS91]

[BS93]

[Bus97]

[CCGI1]

[Crig9]

[Cyb89]

[Czi89]
[Der95]

[DeS95]
[DH73]

[DL89]

176

G. Barto. Connectionistearningfor control: An overview. In W. Miller, R.S.
SuttonundP.J.WerbosHerausgebeNeural Networkdor Control. MIT Press,
CambridgeMA, 1990.

S.Billings undC. Fung. Recurrentadialbasisfunctionnetworksfor adaptve
noisecancellation Neural Networks 8(2):273—2901995.

M. Bianchini,P. Frasconund M. Gori. Leariningwithoutlocal minimain ra-
dial basisfunction networks. IEEE Transactionson Neural Networks 6:749—
756,1995.

F. Birkhahn. Prozel3leittechnikm SpannungsfeltieuerStandardsind Tech-
nologien. AutomatisierungstdmisdePraxis 41(1):17-261999.

C.M. Bishop. Neurl networksfor patternrecanition. ClarendorPressOx-
ford, 1995.

I.N. BronsteinundK.A. Semendjaj@. Tashenluch der Mathematik Verlag
Harri Deutsch . ThunundFrankfurt/Main,1991.

T. BackundH.-P. Schwefel. An overview of evolutionaryalgorithmsfor pa-
rameteroptimization. EvolutionaryComputation1(1):1-23,1993.

J.Busch. NeuronaleNetzeals approximatve Bayessché&lassifikatoren.Di-
plomarbeit,nst.fur Med. Optik, LMU Minchen,1997.

S. Chen,F. CowanundP. Grant. Orthogonaleastsquaredearningalgorithm
for radial basisfunction networks. IEEE Transactionson Neural Networks
2:302-309,1991.

F. Crick. Therecentexcitementaboutneuralnetworks. Nature, 337:129-132,
1989.

G. Cybenlo. Approxiamtionby superposition®f a sigmoidalfunction. Ma-
thematicsof Control, Signals,and Systemg2):303-314,1989.

H. Czichos.Hutte SpringerBerlin, 1989.

D. Dersch.EigenshaftenneuonalerVektoquantisieer undihre Anwendung
in der Sprachverarbeitung VerlagHarri Deutsch,1995.

C.W. DeSilva. Intelligentcontrol. CRCPress;1995.

R. O. DudaundP. E. Hart. Pattern Classificationand SceneAnalysis Wiley,
New York, 1973.

F. DorrscheidundW. Latzel. Grundlagender Regelungstehnik B.G. Teubner
Stuttgart,1989.



[DLR77]

[DLT95]

[DP8O]

[DT944]

[DT94b]

[Ecc73]

[EIS67]

[EKS94]

[Fis86]

[F5192]

[Fun89]

[Gar97]

[Gee94]

[GJ79]

[Gol23]
[Gra95]
[Gro74]

A. P. DempsterN. M. Laird und D. B. Rubin. Maximum likelihood from
incompletedatavia the EM algorithm. J. Royal Statist.Soc.Ser B, 39:1-38,
1977.

R. Der, T. List und P. Tavan. Verkundprojekt REMUVO: Regelungvon
Chemiemdll-Verbrennungsofeh995. BMBF-Antrag.

D. DuboisundH. Prade.FuzzySetsand SystemsAcademicPress;1980.

D. R. DerschundP. Tavan. Controlof annealingn minimalfreeenegy vector
guantization.In Proceeding®f the IEEE InternationalConfeenceon Neual
Networks Seiten698—703,1994.

D. R. DerschundP. Tavan. Loadbalancedrectorquantizationin Proceedings
of the International Confeenceon Artificial Neural Networks Seiten1067—
1070.Springer Berlin, 1994.

J.C.Eccles. The cerebellumas computer Journal of Physiolagy (London)
229,1973.

J.C.Eccles M. Ito undJ. SzentagothaiThecerebellumasa neural mastine
Springer Berlin, 1967.

A. Engel,P. Kbnig undW. Singer GehirnundNervensysteniKapitel Bildung
reprasentationaléfustandam Gehirn,Seiten42—-48. Spektrumder Wissen-
schaftVerlagsgesellschaft,994.

G. Fischer Lineare Algebra. Vieweg, 1986.
O. Follinger. Regelungstebnik. Hithig, 1992.

K.-I. Funahashi.On the approximaterealizationof continuousmappingsby
neuralnetworks. Neurl Networks2:183-1921989.

C.W. Gardiner Handbookof stodhasticmethodgor physics,bemistryandthe
natural sciencesSpringer Berlin, 1997.

H.P. Geering.Ragelungstehnik. Springer Berlin, 1994.

M.R. Garegy und D.S. Johnson. Computes and intracability: A guideto the
theoryof NP-completenes4.979.

C. Golgi. Operm omnia Mailand,1923.
A. Grauel.Fuzzy-Lgik. Bl Wissenschaftsrlag,Mannheim,1995.

S. Grossbay. Progressin Theoketical Biology, 51(3),1974.

177



Literaturverzeichnis

[Gro95]

[GS84]
[Hak82]

[Hay92]

[Heb49]

[Her96]

[HH52]

[Hin94]

[HK92]

[HKRT94]

[Hop82]

[Hor91]

[HSW89]

[Hub9O]

[JJ92]

178

V. Groll. Selektionund GewichtungselbstoganisierendeMerkmalsdetekto-
ren zur Phonemer&nnung. Diplomarbeit,Inst. fir Med. Optik, LMU Mdin-
chen,1995.

G.C. Goodwin und K.S. Sin. Adaptive filtering prediction and control.
Prentice-Hall,1984.

H. Haken. Synegetik. SpringerBerlin, 1982.

|. Hayashi. Constructionof fuzzy inferencerules by neuralnetwork driven
fuzzyreasoningvith learningfunctions.InternationalJournal of Approximate
Reasoning6:241,1992.

D. Hebh Organisationof Behavior Wiley, New York, 1949.
H. Herold. UNIX-Systemmgrammierung Addison-Weselg, Bonn,1996.

A.L. HodginundA.F. Huxley. A quantitatve descriptiorof membraneurrent
andits applicationto conductiorandexcitationin nerwe. Journal of Physiolay
(London) (117):500-5441952.

G. Hinton. GehirnundBewul3seinKapitel Wie neuronaléNetzeausErfahrung
lernen. SpektrumAkademischeWerlag,1994.

K. Hornik und C.-M. Kuan. Corvergenceanalysisof local featureextraction
algorithms.Neumal Networks 5:229-240,1992.

C. Hillermeier, N. KunstmannB. Ralus und P. Tavan. Topologicalfeature
mapswith self-oiganizedlateral connectionsA population-codedne-layer
modelof associatte memory Biological Cybernetics72:103-1171994.

JohnJ.Hopfield. Neuralnetworksandphysicalsystemswith emegentcollec-
tive computationabilities. Proceeding®fthe National Academyf Sciences
79:2554-25585 1982.

Kurt Hornik. Approximationcapabilitiesof multilayerfeedforward networks.
Neural Networks 4:251-257,1991.

K. Hornik, M. StinchcombeaundH. White. Multilayer feedforward networks
areuniversalapproximatorsNeural Networks 2:359-366,1989.

D.H. Hubel. Auge und Gehirn,Neuwobiologie desSehensSpektrumder Wis-
senschaft1990.

M. JordarundR. JacobsHierarchiesof adaptve experts.In J.Moody, S.Han-
sonundR. Lippmann,HerausgebeAdvancesn Neumal InformationProces-
sing SystemaNummer4, Seiten985-993 MorganKaufmann,1992.



[JJ934a]

[JJ93D]

[JJ94]

[JINH91]

[Jou92]

[JX93]

[Kal60]

[KGB86]

[KLOg]

[KI096]

[KLP+94]

[Koh82]

[Koh90]

[Kos92]

R. Jacobaund M. Jordan.Learningpieceavise control stratgjiesin a modular
neuralnetwork architecture [IEEE Transaction®n Systemdylan, and Cyber
netics 23(2),1993.

M. Jordanund R. Jacobs. Hierarchical mixtures of experts and the
EM algorithm. A.l. Memo 1440, Massachusett#nstitute of Technology
ftp://publicatios.ai.mit.edul 993.

M. Jordanund R. Jacobs.Hierarchicalmixturesof expertsandthe EM algo-
rithm. 6:181-2141994.

R. JacobsM. Jordan,S.J.Nowlan und G.E. Hinton. Adaptive mixturesof
local experts.Neural Computation3:79-87,1991.

C.0.Jou. Onthemappingability of fuzzy inference-systemsn Proceedings
of InternationalJoint Confeenceon Neural Networks Seiten708—713,1992.

M. JordarundL. Xu. Corvergenceresultsfor the EM approacho mixturesof
expertsarchitecturesA.l. Memo1458,Massachusetisistituteof Technology
ftp://publicatios.ai.mit.edul 993.

R.E. Kalman. A new approachto linear filtering and predictionproblems.
Transacionof the ASME- Journal of BasicEngineering (3):35-45,1960.

S.R.Kelso,A.H. GanongundT.H. Brown. Hebbiansynapses hippocampus.
Proceeding®f the National Academyof Sciences83:5326-53301.986.

A. Krzyzak und T. Linder. Radial basisfunction networks and compleity
regularizationin function learning. IEEE Transactionson Neural Networks
9:247-2561998.

M. Kloppenhlurg. Lokale Hauptkomponentenanalyse hochdimensionalen
MerkmalsraumenDiplomarbeit,Inst. fir Med. Optik, LMU Minchen,1996.

S.Kim, M. Lee, S. Park, S.-Y. Lee und C. Park. Neurallinearizing control
with radialbasisfunctionnetwork for chemicalprocessesln World Congiess
on Neural Networks-SarDiego. 1994 International Neural Network Society
AnnualMeeting Bandll, Seiten94—-99,1994.

T. Kohonen. Self-oiganizedformation of topologically correctfeaturemaps.
Biological Cybernetics43:59-69,1982.

T. Kohonen.Theself-oganizingmap. Proceeding®f the IEEE, 78(9):1464—
1480,1990.

B. Kosko. Neuml Networksand FuzzySystemsA Dynamical System&p-
proad to Machinelntelligence Prentice-Hall 1992.

179



Literaturverzeichnis

[KS97]

[KT97]

[Kih94]

[LBD*90]

[LBGSO]

[LG8S]

[LIo82]

[Lud8o]

[LVB*93]

[Mac67]

[MA C+95]

[Mal73]

[Mal81]

[Mar69]

[Mas84]

180

F. Kursave undH.-P. Schwefel.Optimierungmit evolutionarenAlgorithmen.
AutomatisierungstdmisdePraxis 39(9):10-171997.

M. Kloppenhurg undP. Tavan. Deterministicannealingor densityestimation
by multivariatenormalmixtures. PhysicalReview E, 55:2089-2092]1997.

J. Kuhnel. Dateneprasentatiordurch Prototypen:Erweiterte Konzepteund
ihre Anwendungn der Bild- und Spracherkennung Dissertation,Inst. fur
Med. Optik, LMU Minchen,1994.

Y. LeCun,B. Boser J.S.Denker, D. HendersonR.W. Howard, W. Hubbard
undL.D. Jaclel. Backpropagatioappliedto handwritterzip coderecognition.
Neural Computation(1):541-551,1990.

Y. Linde, A. BuzoundR. M. Gray An algorithmfor vectorquantizerdesign.
IEEE Transaction®on Communications28:84—95,1980.

R. Lenk und W. Gellert, Herausgeber Fachlexikon Physik Verlag Harri
Deutsch,1988.

S.P. Lloyd. Leastsquaregjuantizationn PCM. IEEE Transactionson Infor-
mationTheory 28:129-1371982.

G. Ludyk. Theoetisthe Regelungstehnik1. SpringerBerlin, 1989.

M. Lades,J. C. VorbriiggenJ. Buhmann,J. Lange,C. v. d. Malshurg, R. P.
Wirtz und W. Konen. Distortioninvariantobjectrecognitionin the dynamic
link architecture IEEE Transaction®n Computes, 42(3):300-3111993.

J. MacQueen. Somemethodsfor classificationand analysisof multivariate
obsenations.In L.M. LeCamundJ. Neyman,HerausgebeProceedingf the
Fifth Berkely Symposiunon MathematicsStatisticsand Probability, Berkely,
1967.U. CaliforniaPress.

M. Musavi, W. Ahmed,K. Chan K. FabrisundD. Hummels.On thetraining
of radialbasisfunctionclassifiers.Neumal Networks 5:595-603,1995.

C.v.d. Malshurg. Self-oiganizationof orientationsensitve cellsin striatecor-
tex. Kybernetik 14:85-100,1973.

C.v.d. Malshurg. The correlationtheoryof brain function. Technicalreport,
MPI for BiophysicalChemistry 1981. InternalReport81-2.

D. Marr. A theory of cerebellarcortex. Journal of Physiolagy (London)
202:437-4701969.

|. Masao.Thecerbellumandneuml contol. RavenPressNew York, 1984.



[Mat99]

[MBS93]

[MD88]

[MD89]

[Met98]

[MG87]

The MathWorks, Inc., www.mathworks.com.MATLAB Neural NetworkTool-
box 1999.

T. Martinetz, S. Berkovich und K. Schulten. Neural-gasnetwork for vector
guantizationandits applicationto time-seriegrediction. IEEE Transactions
on Neuml Networks4:558-5691993.

J.Moody undC. Darken. Learningwith localizedreceptve fields. In D. Tou-

retzky, G. HintonundT. Sejnavski, HerausgebeProceeding®f the Connec-
tionist ModelsSummelSdool, Seiten133-143,SanMateo,1988. (Pittshurg

1988),MorganKaufmannPublishers.

J.MoodyundC. Darken. Fastlearningin networksof locally-tunedprocessing
units. Neural Computation1:281-294,1989.

F. Metze.IntegrationneuronaleMethoderzur Phonemer&nnungausflie3end
gesprochenesprache. Diplomarbeit,Inst. fir Med. Optik, LMU Miinchen,
1998.

E.H. Mamdaniund B.R. Gaines.Fuzzyreasoningandits applications Aca-
demicPressl.ondon,1987.

[MGPS96] T. Martinetz,O. Gramclow, P. Protzelund G. Séigel. NeuronaleNetzezur

[MKB94]

[MP43]

[MP69]

[MS91]

[MS94]

[MSE97]

[MSW92]

Steuerungon Walzstral3enAutomatisierungstdmisdePraxis 10,1996.

K.V. Mardia, J.T. Kentund J.M. Bibby. Multivariate Analysis Academic
PresslLondon,9 edition,1994.

W.S. McCullochund W. Pitts. A logical calculusof the ideasimmanentin
nenousactiity. Bulletin of MathematicaBiophysics5:115-133,1943.

M. Minsky undS. Papert.Perceptions MIT PressCambridgeMassachusetts,
1969.

T. MartinetzundK. Schulten.A 'neural-gas’network learnstopologies.Arti-
ficial Neural Networks Seiten397—402,1991.

R. Murray-Smith.A Local Model NetworkApproac to NonlinearModelling.
DissertationDepartmenbf ComputerScienceUniv. of Strathclyde,1994.

R. Murray-SmithundT. A. JohansefEds.),HerausgebefTaylorandFrancis,
London,1997.

T. Miller, R. SuttonundP. Werbos HerausgebeNeural Networksor Control.
MIT Press3 edition,1992.

181



Literaturverzeichnis

[NK95]

[NM65]

[PG89]

[PG90a]

[PGO0b]

[PJ93]

[Pow87]

[PTVF92]

[RGF90]

[RGF93]

[RHWS6]

[Rip96]

[RMS92]

[R0Oj9O3]
[Ros58]

182

D. NauckundR. Kruse.NEFCLASS-aneuro-fuzzyapproacHhor theclassifi-
cationof data.In Proceeding®fthe ACM Symposiunon AppliedComputing
ACM Press1995.

J.NelderundR. Mead. ComputerJournal, 7:308-313,1965.

T. Poggiound F. Girosi. A theoremof networks for approximatiorandlear
ning. A. I. Memo1140,Massachusettisistituteof Technology1989.

T. Poggiound F. Girosi. Networks for approximationandlearning. Procee-
dingsof the IEEE, 78:978-9821990.

T. PoggioundF. Girosi. Regularizationalgorithmsfor learningthatare equi-
valentto multilayernetworks. Science247:978-9821990.

M. PottmanundP. Joigl. Radialbasisfunctionnetworksfor nonlinearprocess
control - aninternalmodel control approach. Elektrotednik und Informati-
onstetinik (e&i), 110(7/8):336—3411993.

M.J.D.Pawell. Radialbasisfunctionsfor multivariableinterpolationareview.
In J.C. Masonund M.H. Cox, HerausgeberAlgorithmsfor Approximation
Band2, Seiten143-167 ClarendorPressOxford, 1987.

W. PressS. Teukolsky, W. Vetterlingund B. Flannery NumericalRecipesn
C. CambridgeUniversity Press;1992.

K. Rose E. Gurewitz undG. C. Fox. Statisticalmechanicandphasedransiti-
onsin clustering.PhysicalReview Letters, 65:945-9481990.

K. Rose E. Gurawitz undG. C. Fox. Constraineatlusteringasanoptimization
method. Dept. of Electr andComp.Eng.,Univ. of California, SantaBarbara,
CA 93106,1993.

D.E. RumelhartG.E.HintonundR.J.Williams. Learninginternalrepresenta-
tionsby errorpropagationin D.E. RumelhartundJ.L. McClelland,Herausge-
ber, Parallel DistributedProcessingBand1, Kapitel 8, Seiten318—-362MIT
PressCambridge1986.

B.D. Ripley. PatternRecagnitionandNeural Networks CambridgdJniversity
Press1996.

H. Ritter, T. Martinetz und K. Schulten. Neumal Computationand Self-
organizingMaps Addison-Weésle/, New York, 1992.

R. Rojas.Theorieder neuonalenNetze Springey Berlin, 1993.

F. Rosenblatt.The perceptronThe probabilisticsmodelfor informationstro-
ageandorganizationin thebrain. Psydological Review, 65:386—4081958.



[RS90]

[RT89]

[Rub89]

[Sch86]

[Scho6]

[Sem85]

[Son97]

[Sor70]

[SR87]

[ST85]

[Ste88]

[Sug88]
[TCAT71]

[TGKIO0]

[Tho90]

[Unigg]

J. Rubnerund K. Schulten. Developmentof feature detectorsby self-
organization.Biological Cybernetics62:193-1991990.

J. Rubnerund P. Tavan. A self-oganizingnetwork for principal-component
analysis.Europhysicd_etters, 10:693-6981989.

J. Rubner Modelle zur Farberkennung Dissertation,Fakultat fir Physik,
TechnischdJniversitatMiinchen,1989.

P. Schefe.Kiinstlicdhe Intelligenz— Uberblick und Grundlagen Bibliographi-
schednstitut, Mannheim,1986.

J.S.Schwaler. Der Menst — Anatomieund Physiol@ie. Thieme,1996.
Sempé Radfaher. Diogenes;]1985.

M. Sonner SelbstoganisatiorparallelerExpertenzur Identifikationund Re-
prasentationvechselndeBystemzustand®iplomarbeit,Inst.fir Med. Optik,
LMU Minchen,1997.

H.W. SorensonLeast-squaresstimationfrom gausgo kalman. |IEEE Spec-
trum, 7(7):63—-68,1970.

T.J.Sejnavski undC.R.Rosenbey. Parallelnetworksthatlearnto pronounce
Englishtext. Complex Systemsl:145-168,1987.

R.f. Schmidtund G. Thews. Physiolgie desMenstien Springer Berlin,
1985.

C.F. Stevens.GehirnundNervensystenKapitel Die Nervenzelle Seiten3—31.
SpektrumderWissenschaft/erlagsgesellschaft,988.

M. Sugeno.FuzzyContmol. Nikkan Kogyo, Tokyo, 1988.

Y. TakahashiC. Chanund D. Auslander Parametereinstellunigei linearen
DDC-algorithmen.Regelungstebnik, 19:237-2441971.

P. Tavan,H. GrubmullerundH. Kihnel. Self-oganizationof assoziatie me-
mory and patternclassification:Recurrentsignal processingon topological
featuremaps.Biological Cybernetics64:95-105,1990.

R.F ThompsonDasGehirn SpektrumderWissenschafterlagsgesellschaft,
1990.

UniversitatTabingen,www-ra.informatik.uni-tuebingen.de/SNNSGtuttgar
ter Neural NetworkSimulator 1999.

[WCG97] Wacker-ChemieGmbH. GeschaftsberichBroschiire 1997.

183



Literaturverzeichnis

[WCG99]
[Wer74]

[WH60]

[Wie63]

[Wilog]

[WMS91]

[WS64]

[WS85]

[yC52]

[YC98]

[YSU94]

[Zad73]

[Zim93]

184

Wacker-ChemieGmbH. Bilder, Datenund Fakten.Broschiire 1999.

P. Werbos. BeyondRagression:New Tools for Predictionand Analysisin the
Behavioal SciencesDissertationHarvardUniversity, 1974.

B. Widrow undM.E. Hoff. Adaptive switchingcircuits.In 1960IREWESCON
CorventionRecod, Band4, Seiten96—104.IRE, New York, 1960.

N. Wiener Kybernetik Econ-VerlagDusseldorf1963.

A. Wilden. Mustererlennung,Restmengenklassifikatioond derenAnwen-
dungin derSpracherknnung.Diplomarbeit,Inst.fir Med. Optik, LMU Min-
chen,1998.

J. Walter, T. Martinetzund K. Schulten. Industrialrobot learnsvisuo-motor
coordinationby meansof 'neural-gas’network. Artificial Neural Networks
Seiten357-3641991.

B. Widrow undF.W. Smith. Pattern-recognizingontrolsystemsin Computer
andInformationScience$COINS)ProceedingsSpartanWashington1964.

B. Widrow undS.D. Stearns AdaptiveSignalProcessing Prentice-HallNew
York, 1985.

Ramény Cajal. Histologie du System&lerveuxde’HommeetdesVertebes
Aus demSpanischefiibersetztron L. Azoulay, Madrid, 1952.

Z. YangundS. Chen.Rolustmaximumlik elihoodtrainingof heteroscedastic
probabiliticneuralnetworks. Neural Networks 11:739—-7471998.

A. L. Yuille, P. StolorzundJ. Utans. Statisticalphysics mixturesof distribu-
tions,andthe EM algorithm. Neural Computation6:334—340,1994.

L.A. Zadeh. Outline of a new approacho the analysisof complex systems
anddecisionprocessedEEE Transaction®n Systemdylan,andCybernetics
3(1):28-441973.

H.-J.Zimmermann.Fuzzy-€dnolagien VDI-Velag,1993.



Lebenslauf

Name: Sebastiailbrecht

Gelurtstag: 25. April 1966

Gelurtsort: Hamhurg

Schule

8/73 —-12/75 Grundschulen Kristinehamn/Schweden
1/76 =7/78 Grundschulen Miinchen

9/78 —6/86 Gymnasiunin Haar/Minchen

Studium und Beruf

11/88-12/94 StudiumderPhysikander TechnischetJniversitatMinchen
2/95 Diplom im FachPhysik
2/95 —9/99 wissenschaftlicheMitarbeiteram Institut fir MedizinischeOptik

seit1/98 PromotionanderLudwig-Maximilians-UnversitatMinchen






Danke !

Diese Arbeit verdanktihr Entsteherder engagierterinterstutzungdurch Prof. Dr. Paul
Tavan,demLeiter der Theoriggruppeam Institut fir MedizinischeOptik. SeinesteteDis-
kussionsbereitschattnd seinedirekte Kritik sind dieserArbeit sehrzugutegelkommen.
FUr diese— zeitweisesehranstrengende abersehrfruchtbareZusammenarbemdchte
ichihm sehrdanken.BesondereDankgebuhrtihm auchfur dashenorragendausgestatte-
te ArbeitsumfeldundseinstetesEngagemeniiir meinefinanzielleAbsicherung.

Paul Tavan stellte 1995den Kontaktmit der Wacke-ChemieGmbH her. Die darausent-
standen&usammenarbelieferteflir die vorliegendeArbeit wesentlichdmpulse.Als ent-
scheidendeMotor dieserZusammenarbe#rwiessich ThomasList. ErstseineOffenheit
und Experimentierfreudenachtedie — manchmalsehrspannende— Realisierungderin
dieserArbeit beschriebeneNerfahrenin die Praxismdglich. Die “Wacker-Tage” unddie
vielen Diskussionemmit ihm werdeich in besterErinnerungoehalten.

Der graueTheoretileralltagwurde mir durchdie vielen Kollegen, mit denenich in den
letztenJahrerzusammenarbeitedurfte, erheblicherleichtert.Dieswaren,ohneAnspruch
auf Vollstandigleit, namentlich:Erik Baigar JanBusch,Dominik Dersch Klaus Déhring,
BerhardEgwolf, MarkusEichinger BasanElia, Volker Groll, HelmutGrubmdller Ingmar
Hartl, Helmut Heller, Berthold Heymann,Martin Kloppenhurg, Niels KunstmannHans
Kihnel, Alain LaederachGeraldMathias,Florian Metze, ChristophNiedermeierMarco
Nonella, Brita Schulze-FiehnMarcus Sonney Paul Strodel, AndreasWilden und Alex-

anderWorl. Geradeim letztenJahrhabeich die vielen Gesprachemit Paul Strodelund
die — auchsportliche— Gewitztheit von AlexanderWorl als sehrangenehnund erholsam
empfunden.

Besonderén derSchlu3phaswar fir mich die ideelleund praktischeJnterstitzunglurch
BasameElia, Florian Wiest, KarenMeinbeg und meineGeschwisteChristoph,Dorothee
und Thomassehrwichtig. Dafir bin ich ihnensehrdankbarMeine FreundinBettinaGais-
serhat esimmer wiederverstandengnich von einergewissenGeistesabwesenheat be-
freien,und hatmich unermudlichausjedemnochsotiefen Motivationslochherausgehoilt.
Ohneihre Hilfe konnteich dieseZeilenletztendlichnicht schreiben.

Der gro3teDankgilt jedochmeinenEltern.Ihre Unterstitzungindihr Vertrauenmachten
erstmein Studiumund damitdieseArbeit moglich.

! Sofiihrte der Startdesvon unsentwickeltenRegelunssystemsicht nur einmalzu werksweiterLautspre-
cherdurchsageiiberdenAusfall gro3erTeile der Produktion






	Einleitung
	Motorische Kontrolle
	Industrielle Regelung
	Ein neuronaler Ansatz zur industriellen Kontrolle
	Aufbau der Arbeit

	Gehirn, Datenanalyse und neuronale Netzwerke
	Überblick
	Gehirn und Kleinhirnrinde
	Nervenzellen und Synapsen
	Kleinhirnrinde

	Datenanalyse
	Funktionenapproximation
	Mustererkennung
	Dichteschätzung

	Künstliche neuronale Netze
	Perzeptron
	GRBF-Netzwerk


	GRBF-Netzwerke, Dichteschätzung und Funktionenapproximation
	Erweiterung des GRBF-Netzwerks
	Lernregeln für das multivariate GRBF-Netzwerk
	Durchführung des Lernverfahrens

	Funktionenapproximation
	Diskussion und Beispiele

	Systeme lokaler Experten
	Warum sind lokale Experten vorteilhaft?
	Verallgemeinerung des GRBF-Netzwerks auf ein System lokaler Experten
	Approximation einer multifunktionalen Datenfolge
	mGRBF-System für eine multifunktionale Datenfolge
	LLM-Approximator für eine multifunktionale Datenfolge


	Regelungstheorie
	Grundbegriffe der Regelungstheorie
	Modellbasierte Regelung mit einem PID-Regler
	Erfahrungsbasierte Regelung mit einem Fuzzy+.1667em-Regler
	Datenbasierte Regelung mit neuronalen Netzen

	Regelung eines Bioreaktors im Computerexperiment
	Dynamik des Bioreaktors
	Regelung des Bioreaktors
	Simulation des Bioreaktors
	Kriterien zur Beurteilung einer Regelung
	Drei Regler für den Bioreaktor

	Ergebnisse für verschiedene Szenarien und Regler

	Regelung der Rückstandsverbrennung in einer industriellen Anlage
	Die Anlage zur Rückstandsverbrennung
	Öfen und Brennstrecken
	Randbedingungen und Sicherheitsaspekte
	Prozeßleitsystem der Rückstandsverbrennung
	Probleme bei der Regelung der Rückstandsverbrennung

	Entwurf einer neuen Regelung
	Zielsetzung und Konzeption
	Programm PCS zur Regelung industrieller Prozesse
	Experten zur Regelung der Flüssigkeitszufuhr
	Zwei spezielle, bedarfsorientierte Experten
	Experten zur Regelung der Abgaszufuhr

	Beispiele und Diskussion

	Anhang
	Der LLM-Approximator
	Herleitung des LLM-Approximators
	Klassifikation mit einem LLM-Approximator

	Dynamik des Bioreaktors
	Fixpunkte des Bioreaktors
	Stabilitätsanalyse der Fixpunkte


	Literaturverzeichnis

